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前    言 

模式识别诞生于 20 世纪 20 年代，在 20 世纪 60 年代初发展成为一门学科。随着计算机

性能的不断提高，模式识别技术迅速发展，被广泛应用于人工智能、光学字符识别、生物身

份认证、DNA 序列分析、人脸识别、手势识别、语音识别、信息检索、数据挖掘和信号处理、

图像识别和理解、视频跟踪识别等。 
全书共分 10 章。第 1 章为绪论，概述了模式识别的概念、方法和应用；第 2 章为贝叶

斯决策理论，主要介绍了贝叶斯理论、正态分布模式、概率密度函数的估计等；第 3 章为线

性判别函数，主要介绍了线性判别函数、感知器算法、最小平方误差准则函数、Fisher 线性

判别函数等；第 4 章为模式特征提取与选择，主要介绍了离散 K-L 变换、离散傅里叶变换、

离散余弦和正弦变换、小波变换等；第 5 章为聚类分析，主要介绍了相似性测度和聚类准则、

层次聚类、K 均值聚类、ISODATA 聚类等算法；第 6 章为人工神经网络，主要介绍了人工神

经网络的构成、多层前馈网络学习算法、联想记忆网络学习算法、Hamming 网络分类学习算

法、径向基函数网络等；第 7 章为支持向量机，主要介绍了支持向量机的理论基础、常用的

几种支持向量机、支持向量回归机等；第 8 章为核函数方法及应用，主要介绍了核函数的可

分性条件、核函数的参数确定、核函数的构造方法、KPCA 等几种核方法；第 9 章为模糊模

式识别，主要介绍了模糊数学的基本概念、最大隶属原则和择近原则的模糊模式识别基本方

法、模糊 C 均值聚类算法、基于模糊等价矩阵的聚类分析等；第 10 章为模式识别应用，详

细给出了车牌识别和语音识别的系统组成，以及实现方法和结果；附录 A 给出了模式识别文

献中最著名的数据集之一——鸢尾属植物样本 Iris 数据；附录 B 给出了各章习题的详细解答。 
本书是作者在结合多年教学实践和相关科研成果的基础上编写的。第 1、5、9、10 章由

李晶皎、吴秀丽、宋光杰、吴鹏编写，第 6、7、8 章由赵丽红、王骄、杜玉远、李景宏编写，

第 2、3、4 章由王爱侠、闫爱云、李贞妮、马学文编写。全书由李晶皎负责整理与统稿。 
由于作者学识有限，书中难免有错误和不准确之处，恳请广大读者批评指正。 
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第 1章  绪    论 

1.1  模式和模式识别的概念 

模式识别诞生于 20 世纪 20 年代。随着 20 世纪 40 年代计算机的出现，20 世纪 50 年代

人工智能的兴起，模式识别在 20 世纪 60 年代迅速发展成为一门学科。在 20 世纪 60 年代以

前，模式识别主要限于统计学领域的理论研究，计算机的出现增加了对模式识别实际应用的

需求，也推动了模式识别理论的发展。 
在日常生活中，我们经常进行模式识别活动，例如，收听广播就是在做语音识别，阅读

报纸就是在做文字识别，看照片就是在做图像识别。人通过自己的感觉器官从外界获取信息，

经过思维、分析、判断，建立对客观世界各种事物的认识；人通过视觉获得形状、大小、色

彩等信息，通过听觉获得各种声音的信息，通过触觉获得温度、湿度、材质等信息。人从各

个方面获取信息，进行综合思维，认识各种客观事物。随着计算机的发展，人们一直希望计

算机能够具有人的能力。 
模式识别(Pattern Recognition)就是研究用计算机实现人类的模式识别能力的一门学科，

目的是利用计算机将对象进行分类。这些对象与应用领域有关，它们可以是图像、信号，或

者是任何可测量且需要分类的对象，对象的专业术语就是模式(Pattern)。按照广义的定义，

存在于时间和空间中可观察的事物，如果可以区别它们是否相同或相似，都可以称为模式。 
模式识别是一个多领域的交叉学科，它涉及人工智能、统计学、计算机科学、工程学、

医学等众多的研究问题。例如，语音识别、字符识别、医学图像识别、医疗诊断、商品销售

分析等，吸引了众多的研究人员，且人们提出了许多新方法。在 20 世纪 80 年代，基于知识

的系统和神经网络发展迅速。近年来，在概率和统计交叉的领域取得重大进展，例如，核函

数方法的核贝叶斯计算方法。到目前为止，模式识别的理论和技术还远未完善，尚有很多课

题有待人们去研究和探索。 

1.2  模式识别的研究方法 

1.2.1  识别方法 

根据所采用的数学模型，模式识别的分类主要如下。 
(1)统计模式识别。主要是指依据模式特征数据的统计分析而建立的数学模型的方法。 
(2)结构模式识别。主要依据模式内部结构关系数据和模式之间的结构关系数据，采用

语言结构分析方法进行识别。 
模式识别仍然是一门发展中的学科，新的理论和方法不断出现。在模式识别中应用模糊

数学和人工神经网络的方法，取得了良好效果。 
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模糊模式识别就是利用模糊数学的理论和方法来分析解决模式识别问题。这种方法既有

模糊数学基础，又接近于人的思维方法，因此适合于分类识别对象本身或要求识别结果具有

模糊性的场合。典型的模糊模式识别方法有模糊 K 均值和模糊 ISODATA 算法。 
人工神经网络是对人脑结构和功能的简单模拟和近似，它是由大量神经元相互连接构成

的非线性动力学系统。人工神经网络在自学习、自组织、联想记忆及容错方面具有较大的能

力，可以处理一些环境信息十分复杂、背景知识不清楚、推理规则不明确的识别问题。 

1．统计模式识别 

在统计模式识别中，被研究的模式用特征向量来描述，特征向量中的每一个元素代表模

式的一个特征，特征向量构成的空间称为特征空间。一般情况下，合理的假设是：同类模式

在特征空间中相距较近，而不同类模式在特征空间中相距较远。这是因为相距较近的模式的

各个特征相差不多，属于同一类的可能性较大。如果用某种方法分割特征空间，使得同一类

模式大体上都在特征空间的同一个区域中，对于待分类的模式，就可以根据它的特征向量位

于特征空间中的哪一个区域来判定它属于哪一类模式。统计模式识别的任务就是用不同的方

法划分特征空间，从而达到识别的目的。 

2．结构模式识别 

结构模式识别方法主要分析模式的结构信息。由于模式是由一些模式基元按一定的结构

规则组合而成的，因此结构分析的内容就是分析模式如何由基元构成的规则。目前比较成功

的是句法结构模式识别方法，它通过检查代表这个模式的句子是否符合事先给定的某一类文

法规则来达到识别的目的，即如果符合，那么该模式就属于这个文法所代表的那个模式类。 
介绍模式识别最新方法和理论的中英文期刊很多，主要有《模式识别与人工智能》、《中

国图像图形学报》、Pattern Recognition Letters、Pattern Recognition、IEEE Transactions on 
Pattern Analysis and Machine Intelligence 等，以及有关的图像处理和模式识别应用类杂志。 

1.2.2  模式识别系统的组成 

本节以统计模式识别为例，介绍模式识别系统的组成。图1.1给出了一个统计模式识别系

统的简单框图，它主要由信息获取、预处理、特征提取与选择、分类器设计、分类决策这五

个模块组成。 

 

图 1.1  模式识别系统的基本构成 

1．信息获取 

为了使计算机能够分类识别对象(模式)，必须首先将对象用计算机所能接受的形式表

示。目前待识别模式大多是非电量输入模式，如灰度、色彩、声音、压力、温度等，需要将
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这些以各种不同形式表现的信息通过相应的传感器转换成电信号，然后经过 A/D 变换，最终

转换为计算机能接受的数字量。通常输入对象的信息有下列三种类型： 
(1)二维图像。如指纹、照片、文字等。 
(2)一维图像。如语音信号、心电图、机械振动波等。 
(3)物理参数和逻辑值。如体温、各种实验数据等。 
通过测量、采样和量化，可以用矩阵或向量表示二维图像或一维波形。这就是信息的获

取过程。 

2．预处理 

预处理的目的是去除信息获取过程中掺入的干扰和噪声，人为地加强有用信息，并对各

种因素造成的退化现象进行复原。 

3．特征提取与选择 

由信息获取部分得到的原始数据量一般都很大。例如，一幅文字图像可以有几千个数据，

100 ms 的语音信号也有几千个数据。为了有效地实现分类识别，要对原始数据进行选择和变

换，得到最能反映分类本质的特征，而由这些特征组成的向量则称为特征向量。上述过程就

是特征提取与选择过程。一般我们把原始数据组成的空间称为测量空间，把经过特征提取与

选择后得到的特征向量空间称为特征空间。特征空间中的一个点就是一个特征向量，它代表

一个模式或样本，特征向量的每一个分量就是模式的一个特征。在模式识别中，特征提取与

选择占有重要的地位，但尚无通用的理论指导，只能通过分析具体识别对象来确定选取何种

特征。 

4．分类器设计 

为了把待识别模式分配到各自的模式类中，必须设计出一套分类判别规则。基本做法是：

用一定数量的样本(或训练样本集)确定出一套分类判别规则，使得按这套分类规则对待识别

模式进行分类所造成的错误识别率最小或引起的损失最小。这就是分类器设计过程。 

5．分类决策 

分类器按照已经确定的分类规则将待识别模式进行分类判别，输出分类结果。这就是分

类器的使用过程，也称为分类决策。 
在模式识别系统中，信息获取和预处理部分通常是数字信号处理和数字图像处理等课程

的研究课题，本书只讨论特征提取与选择、分类器设计以及分类决策的理论和方法。 

1.3  模式识别的应用 

随着模式识别的迅速发展，模式识别技术已在越来越多的领域中得到应用。 

1．文字识别 

迄今为止，在模式识别领域中发展最成熟、应用最广泛的一个方面就是文字识别。各种

成熟的光学字符识别(Optical Character Recognition, OCR)系统已经在使用，如可识别手写体
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阿拉伯数字的邮政信函自动分拣系统，可以识别数字及数字个数的银行支票机器识别系统，

等等。 
按照识别对象划分，文字识别分为英文字符识别、阿拉伯数字识别和汉字识别。按照书

写方式划分，文字识别可分为印刷体识别和手写体识别。由于汉字结构复杂、种类多，因而

汉字识别难度最大。联机手写汉字识别，由于利用书写板输入了汉字的笔顺信息，因此降低

了识别难度，故已有实际应用；而脱机手写汉字识别还处于实验室阶段。 

2．语音识别 

由于语音是人类最自然的沟通和交换信息的方式，因而成为计算机人机接口的关键技

术。从原理上看，语音识别虽然实现起来并不困难，但在实际实现时会遇到很多困难，主要

表现如下：①发音的多变性。不同人发同一个音、同一个人在不同的条件下发同一个音等，

都会有不同的发音特征参数；②发音的模糊性。在实际的连续语音流中，语音声学变量与音

素变量之间不存在一一对应的关系，语音流中存在变化多端的音变现象，这些音变对人类的

听觉系统来说很容易辨认，但机器识别却很不容易。 
语音识别的应用很广，如声控打字、用声音控制计算机等。如将语音识别与语音合成结

合起来，则可以实现甚低比特率的语音通信。目前从事语音识别研究的组织很多，如 IBM、

Microsoft、Motorola、Siemens、Nokia、Toshiba 等公司，以及美国的卡内基·梅隆大学(CMU)、

麻省理工学院(MIT)和我国的清华大学等。一些中、小词汇量的孤立词或连续语音识别系统

已经进入市场。据预测，带有语音功能的计算机将很快成为大众化产品，语音识别将可能取

代键盘和鼠标成为计算机的主要输入手段。 

3．指纹识别 

手掌及其手指、脚、脚趾内侧表面的皮肤凹凸不平所产生的纹路会形成各种各样的图案，

而这些皮肤的纹路在图案、断点和交叉点上各不相同，具有唯一性。依靠这种唯一性，就可

以将一个人与其指纹对应起来，通过将其指纹和预先保存的指纹进行比较，便可以验证他的

真实身份。从 20 世纪 60 年代开始，随着计算机技术的发展，人们开始研究利用计算机处

理指纹，自动指纹识别系统在法律实施方面的研究和应用已在世界许多国家展开。20 世纪

80 年代，随着计算机和光学扫描技术的迅速发展，使得它们作为指纹取像工具成为现实，从

而指纹识别得到了广泛应用。20 世纪 90 年代后期，随着低价位的取像设备的飞速发展，以

及可靠的比对识别算法的实现，指纹识别在个人身份识别中得到了广泛应用。 

4．生物医学应用 

模式识别已经广泛应用于生物医学，例如，心电图和心电向量图的分析，脑电图的分析，

染色体的自动分类，癌细胞分类，血相分析，X 光片、CT 片、磁共振片等医学图片的分析。 

5．其他方面的应用 

(1)对地球资源和环境的调查研究。在这类应用中，人们利用遥感卫星或飞机获取的大量

信息，经过图像处理、模式识别来调查资源情况，例如调查林业资源、水资源及矿藏资源的

分布，监测大气变化，调查环境污染，调查土地规划和利用状况，进行农作物长势监测，虫
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灾监测，等等。 
(2)生产自动化过程中的应用。在这类应用中，人们使用模式识别来对自动化生产线上的

产品进行质量检验。例如，在大规模集成电路的生产中，芯片内的缺损检验以及芯片上引出

端的自动识别和引出线焊接等。 
(3)军事应用。在这类应用中，人们使用模式识别来对可见光、雷达、红外线图像进行分

析与识别，检出和鉴别目标的出现，判断目标的类别，并对运动中的目标进行监视和跟踪；

采用地形匹配方法校正飞行器轨道，提高导弹命中率；等等。 
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第 2章  贝叶斯决策理论 

在模式识别方法中，通过模式分类将特征空间分割成若干区域，使每个区域对应一个模

式类别。在理想情况下，基于这些区域分割而进行的决策不应该产生错误，如果在实际中做

不到这一点，则要求分类的错误代价尽量小；如果一些错误比另一些错误要付出更多的代价，

则要求分类错误的平均代价最小[1]。 
模式识别的一种主要处理方法是贝叶斯(Bayes)决策理论。这种方法的基本思路是，在假

设决策问题可以用概率的形式描述，并且所有有关的概率结构均已知的前提下，决策者根据

已经获得的历史资料数据以及主观知识(包括经验、直觉、判断等)，对未来事件发生的概率

做出主观估计(即先验概率)，最后根据期望值的计算结果做出决策选择。由于先验状态分布

与实际情况存在一定的误差，所以它很难准确地反映客观真实情况，而且有时候决策结果对

先验概率又非常敏感，所以必须通过市场调查等方法收集有关自然状态的补充信息，以修正

对事件的先验概率估计(得到后验概率)，最后用后验状态分布进行决策。贝叶斯决策理论提

供了一种修正先验概率的科学方法。 
用贝叶斯理论进行分类时要求满足两点：第一，要决策的类别数是一定的。例如两类 

样本(正常状态 1ω 和异常状态 2ω )，或 L 类样本 1ω , 2ω , …, Lω ；第二，各类别总体的概率分

布是已知的，即每一类样本出现的先验概率 ( )ip ω 以及各类概率密度函数 ( | )ip ωx 是已知的。

显然，0 ( ) 1≤ ≤ip ω , i = l, 2, …, L，且
1

( ) 1
L

i
i

p ω
=

=∑ [2]。对于两类故障诊断问题，相当于在识

别前已知正常状态 1ω 的概率 1( )p ω 和异常状态 2ω 的概率 2( )p ω ，它们是由先验知识确定的状

态先验概率。如果不做进一步的仔细观测，仅依靠先验概率做决策，那么就会给出这样的决

策规则：若 1 2( ) ( )p pω ω> ，则做出状态属于 1ω 类的决策；反之，则做出状态属于 2ω  
类的决策。例如，某设备在 365 天运行中，发生故障是少见的，无故障是经常的，有故障的

概率远小于无故障的概率。因此，若无特别明显的异常状况，就应判断为无故障。由于只利

用先验概率提供的分类信息太少了，所以这样判断对于某一个实际的待检状态根本达不到诊

断的目的。为此，我们还要对系统状态进行状态检测，分析所观测到的信息。根据观测信息，

结合先验概率再对状态进行归类。 
如今贝叶斯理论广泛应用于各个领域，如工程技术、管理科学、系统运筹、医疗诊断等。

本章介绍这种方法的基本内容。 

2.1  基于最小错误率的贝叶斯判别法 

在模式分类中，要尽量减少分类错误的概率。从这样的要求出发，利用概率论中的贝叶

斯公式，能得到使错误率最小的分类规则，这称为基于最小错误率的贝叶斯判别法[3]。 
假定一个两类问题，先验概率分别为 1( )p ω 和 2( )p ω 。令 x 为 N 维向量，x 的类条件概率

密度为 ( | )ip ωx , i = 1, 2。根据全概率公式，模式样本 x 出现的全概率密度为 
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2

1

( ) ( | ) ( )i i
i

p p pω ω
=

=∑x x  (2.1) 

根据贝叶斯公式，在模式 x 出现的条件下，两个类的后验概率为 

                   2

1

( | ) ( ) ( | ) ( )( | )
( )

( | ) ( )

i i i i
i

i i
i

p p p pp
p

p p

ω ω ω ωω
ω ω

=

= =

∑
x xx

x
x

 (2.2) 

因此，贝叶斯公式实际上是通过观察 x，把状态的先验概率 ( )ip ω 转化为状态的后验概率

( | )ip ω x 。要判断 x 是属于 1ω 类还是属于 2ω 类，从概率统计的观点来看，x 来自于哪类的概 
率大，就属于哪类，这样能够使错误概率最小。因此基于最小错误率的贝叶斯判别规则为 

                    如果 1 2( | ) ( | )p pω ω>x x ，那么 1ω∈x ；否则 2ω∈x  (2.3) 

由于 1( | )p ω x + 2( | )p ω x =1，因此上述规则可写成 

                            
1 1

2 2

1( | )
2
1( | )
2

p

p

ω ω

ω ω

⎧ > ∈⎪⎪
⎨
⎪ > ∈
⎪⎩

如果 ，那么

如果 ，那么

x x

x x
 (2.4) 

由贝叶斯定理，上述规则可进一步表示成 

                    1 1 2 2 1

1 1 2 2 2

 ( ) ( | ) ( ) ( | )
 ( ) ( | ) ( ) ( | )
p p p p
p p p p
ω ω ω ω ω
ω ω ω ω ω

> ∈⎧
⎨ < ∈⎩

如果 ，那么

如果 ，那么

x x x
x x x

 (2.5) 

或者可以写成 

                    

1 2
12 21 1

2 1

1 2
12 21 2

2 1

( | ) ( ) ( )
( | ) ( )
( | ) ( ) ( )
( | ) ( )

p pl
p p
p pl
p p

ω ω
θ ω

ω ω
ω ω

θ ω
ω ω

⎧ = > = ∈⎪⎪
⎨
⎪ = < = ∈
⎪⎩

如果 ，那么

如果 ，那么

xx x
x
xx x
x

 (2.6) 

其中， 12 ( )l x 称为似然比函数，θ21称为似然比的判决阈值[4]。 

【例 2.1】 对一大批人进行癌症普查，设 1ω 类代表正常人， 2ω 类代表癌症患者。已知

先验概率如下：正常状态 1( ) = 0.9p ω ，异常状态 2 ( ) = 0.1p ω 。以一个化验结果作为特征 x:{阳
性，阴性}，正常人和癌症患者的化验结果为阳性的概率分别为 

1(        | ) 0.2p ω= =x ， 2(        | ) 0.4p ω= =x  

现有一人化验结果为阳性，问此人是否为癌症患者[2]？ 

解：利用贝叶斯公式，分别计算出 1ω 及 2ω 的后验概率如下： 

1 1
1 2

1

( | ) ( ) 0.2 0.9( | ) 0.818
0.2 0.9 0.4 0.1

( | ) ( )j j
j

p pp
p p

ω ω
ω

ω ω
=

×
= = =

× + ×∑
xx

x
 

2 1( | ) 1 ( | ) 0.182p pω ω= − =x x  
根据贝叶斯决策规则公式，有 

阳性 阳性  
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1 2( | ) ( | )p x p xω ω>  

所以合理的判别是把 x 归类于 1ω ，属于正常状态。 
从这个例子可以看出，决策结果取决于实际观察到的先验概率 ( )ip ω 和类条件概率密度

( | )ip ωx ，根据先验概率 ( )ip ω 和类条件概率密度 ( | )ip ωx 计算后验概率 1( | )p ω x 和

2( | )p ω x ，基于最小错误率的贝叶斯决策理论就是根据后验概率的大小进行分类决策的。因

为 1 2( | )  ( | )p pω ω>x x ，所以做出 1ω∈x 的决策；而如果 1 2( | ) ( | )p pω ω<x x ，则 2ω∈x 。在

这个例子中，由于状态 1ω 的先验概率比 2ω 的先验概率大几倍，故先验概率在最后决策中起

了主导作用。 
在前面我们只是给出了最小错误率贝叶斯决策规则，而没有证明按照这种规则进行分类

能够使错误率最小。现在仅以一维情况为例来完成证明，其结果不难推广到多维情形。 
所谓错误率，是指平均错误率，它以 ( )P e 来表示，其定义为 

                       ( ) ( , )d ( | ) ( )dP e p e p e p
+∞ +∞

−∞ −∞
= =∫ ∫x x x x x  (2.7) 

其中 ( )d
+∞

−∞∫ x 表示在整个特征空间上的积分。 

对于两类别问题，由式(2.3)可知，如果 1 2( | ) ( | )p pω ω<x x ，那么判断结果应为 2ω∈x 。

显然在做出决策 2ω∈x 时， x 的条件错误概率为 1( | )p ω x ；反之， x 的条件错误概率应为

2( | )p ω x 。从而 x 的条件错误概率可表示为 

                     1 1 2

2 1 2

( | ),      ( | ) ( | )
( | )

( | ),      ( | ) ( | )
p p p

p e
p p p
ω ω ω
ω ω ω

<⎧
= ⎨ >⎩

x x x
x

x x x
 (2.8) 

如果令 t 为 1 2ω ω， 两类的分界面，则当特征向量 x 是一维向量时，t 为 X 轴上的一点，

而且 t 点将 X 轴分为两个区域 R1和 R2。R1的范围为 ( , )t−∞ ，R2的范围为 ( , )t +∞ ，这样就有 

                    
2 1

2 2 1 1( | ) ( )d ( | ) ( )d

( ) ( | ) ( )d + ( | ) ( )d

t

t

t

t

p p p p

P e p p p p

ω ω ω ω

ω ω

+∞

−∞

+∞

−∞

= +

=

∫ ∫

∫ ∫
x x x x

x x x x x x
 (2.9) 

上式可以写为 

                   

1 2

1 2 2 1

1 2 2 2 1 1

2 2 1 1

2 2 1 1

( ) ( , )  ( , )
( | ) ( )  ( | ) ( )

( ) ( | )d ( ) ( | )d

( ) ( )  ( ) ( ) 
R R

P e p R p R
p R p p R p

p p x p p x

p P e p P e

ω ω
ω ω ω ω

ω ω ω ω

ω ω

= ∈ + ∈
= ∈ + ∈

= +

= +

∫ ∫

x x
x x

x x  (2.10) 

所以总的错误率是两种分类错误率的加权和。 
图2.1[1]说明了一维模式的情况。t 为 R1和 R2区域的分界。显然 t 的位置不同，则错误率

也不同。图中两个画线(斜线和纹线)部分之和，包括黑色区域 A，为总的错误率。当把决策

面 t 左移时，可以减小代表误分类的三角区域 A 的面积，从而减小分类错误概率。若选取决

策面 t 使得 

当 
当 
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2 2 1 1( ) ( | ) ( ) ( | ) p p p pω ω ω ω=x x ，即 t = t0 

则可以消除面积 A，从而得到最小的分类错误率。显而易见，也只有这种划分才能使对应的

错误率区域面积最小。这正是贝叶斯决策理论得到的结果。 

 

图 2.1  一维模式下的错误率 

贝叶斯决策式(2.3)实际上是对每个特征值 x 都使 p(e|x)取较小值，这就使得公式(2.7)表
示的整个积分也必然达到最小，即平均错误率 P(e)达到最小。这就证明了最小错误率贝叶斯

判别法确实使错误率最小。以上一维情况下的讨论不难推广到 N 维情形。 
根据两类问题的讨论，不难得到多类问题(c 类)基于最小错误率的贝叶斯判别法，即 

                 如果 ( | ) ( | ),   1,2, ,i jp p j cω ω> = ⋅ ⋅ ⋅x x ，  j i∀ ≠ ，那么 iω∈x  (2.11) 

或者表示为 

                       如果
1,2, ,

( | ) max ( | )i jj c
p pω ω

=
=

L
x x ，那么 iω∈x  (2.12) 

也可以表示为 

          如果 ( ) ( | ) ( ) ( | )i i j jp p p pω ω ω ω>x x ，   1,2, , ,j c j i= ⋅ ⋅ ⋅ ∀ ≠ ，那么 iω∈x  (2.13) 

由式(2.6)，多类模式的最小错误率贝叶斯判别法也可以表示为 

          如果
( )( | )

( | ) ( )
ji

ij ji
j i

pp
l

p p
ωω

θ
ω ω

= > =
x
x

， 1, 2, , ,j c j i= ∀ ≠L ，那么 iω∈x  (2.14) 

只要给出各类的类条件概率密度函数 ( | )ip ωx (或似然比 ijl )和各类的先验概率

( )ip ω (或判别阈值 θji)，就可对任意模式样本 x 按照最小错误率判别法进行分类。 
在多类决策过程中，要把特征空间分割成 R1, R2, ⋅ ⋅ ⋅ , Rc个区域，可能错分的情况很多。

平均错误概率 P(e)将由 c(c−1)项组成，即 

            

2 1 3 1 1 1

1 2 3 2 2 2

1 2 1

1

( )  [ ( | ) ( | ) ( | )] ( )

       [ ( | ) ( | ) ( | )] ( )

         [ ( | ) ( | ) ( | )] ( )

c

c

c c c c c

c

P e p x R p x R p x R p

p R p R p R p

p R p R p R p

ω ω ω ω

ω ω ω ω

ω ω ω ω−

−

⎫= ∈ + ∈ + ⋅⋅ ⋅ + ∈ +
⎪
⎪∈ + ∈ + ⋅⋅ ⋅ + ∈ + ⎪
⎬⋅⋅ ⋅ +
⎪

∈ + ∈ + ⋅⋅⋅ + ∈

⎭
1 4 4 4 4 4 4 4 4 4 4 4 44 2 4 4 4 4 4 4 4 4 4 4 4 4 43

每行

x x x

x x x

1 1

  

[ ( | )] ( )      
c c

j i i
i j

j i

c

p x R pω ω
= =

≠

⎪
⎪

= ∈∑∑

行

 (2.15) 
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由式(2.15)可见直接求 P(e)的计算量比较大，如果先计算平均正确分类概率 P(c)， 

                
1 1

( ) ( | ) ( ) ( | ) ( )d
j

c c

j j j j jR
j j

P c p R p p p xω ω ω ω
= =

= ∈ =∑ ∑∫x x  (2.16) 

上式中求和号内只有 c 项，而 ( ) 1 ( )P e P c= − ，则要比直接计算 P(e)简单得多。 
在介绍了最小错误率贝叶斯决策法的几种等价形式之后，下面简单说明判别函数和决策

面的概念。 
对于 m 类问题，按照决策规则可以把多维特征空间分成 m 个类别区域，划分这些区域的

界面称为决策面，在数学上可以表示为决策面方程的形式，用于描述决策规则的某种函数 
称为判别函数。相邻的两个类别在决策面上的判别函数值相等。如果 iω 与 jω 相邻，则分割

它们的决策面应为[5] 

                         ( ) ( )i jd d=x x 或 ( ) ( )  0i jd d− =x x  (2.17) 

其中判别函数 

                        ( )  ( ) ( | ),        ,  k k kd p p k i jω ω= =x x  (2.18) 

例如对于两类问题，由式(2.5)和式(2.17)可以得到决策面方程为 

1 1 2 2( ) ( | ) ( ) ( | )  0p p p pω ω ω ω− =x x  

2.2  基于贝叶斯公式的几种判别规则 

2.1 节介绍了基于最小错误率的贝叶斯决策规则，并且证明了应用这种决策规则时，能

够使平均错误率最小。但当接触实际问题时，会发现使错误率最小并不一定是一个普遍适用

的最佳选择。本节介绍另外两种贝叶斯决策规则。 

2.2.1  基于最小风险的贝叶斯决策 

在实际应用中，有时需要考虑一个比错误率更为广泛的概念——风险(或称为决策代价、

决策损失)。事实上，在同一个问题中，不同的判断会产生不同的损失，特别是错误的判断会

带来风险，不同的错误判断产生的风险不同[4]。 
以癌细胞识别为例。我们对细胞的分类不仅要考虑到尽可能做出正确的判断，而且还要

考虑做出错误判断时会带来什么后果。诊断中把正常细胞判为异常固然会给病人带来精神上

的负担，而将本来就是异常的情况错判为正常，就会使早期的癌变患者失去进一步检查的机

会，进而造成严重的后果。显然这两种不同的错误判断所造成的损失严重程度是明显不同的，

后者的损失比前者的要严重得多。最小风险贝叶斯决策正是考虑各种错误造成的不同损失而

提出的一种决策规则[1]。 
考虑一个 c 类问题。假设用 ( 1,2, , )j j cω = ⋅⋅ ⋅ 表示 c 个类别，决策方法有 p 种，即

1 2{ , , , }pa a a⋅ ⋅ ⋅ ，定义损失函数 , 1,2, , ;  1,2, ,i j i p j cλ = ⋅⋅ ⋅ = ⋅⋅ ⋅ ，这个函数表示本应属于 jω 类的样

本在采取决策 ia 时所带来的损失代价(或称惩罚因子)。用决策表可以一目了然地表示各种情

况下的决策损失，如表 2.1 所示。 
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下面我们在已知先验概率 ( )jp ω 和类条件概率密度 ( | )jp ωx ，j =1, 2, ⋅ ⋅ ⋅ , c 的条件下讨

论最小风险贝叶斯决策。 

表 2.1  一般决策表 

自然状态       状态 

决策 1ω  2ω  … jω  … cω  

1a  11λ  12λ  … 1 jλ  … 1cλ  

2a  21λ 22λ  … 2 jλ  … 2cλ  

M M M … M M M 

ia  1iλ  2iλ  … ijλ  … icλ  

M M M … M M M 

pa  1pλ 2pλ  … pjλ  … pcλ

根据贝叶斯公式，后验概率 ( | )jp ω x 为 

                    

1

( | ) ( ) ( | ) ( )
( | )

( )
( | ) ( )

j j j j
j c

i i
i

p p p p
p

p
p p

ω ω ω ω
ω

ω ω
=

= =

∑
x x

x
x

x
 (2.19) 

当引入“损失代价”的概念后，考虑错判所造成的后果时，就不能只根据后验概率的大

小来做决策，而必须考虑所采取的决策能否使损失最小。对于给定的 N 维随机向量 x，从 
决策表中可以看出，如果采取决策 ia ，λ可以在 c 个 , 1,2, ,ij j cλ = ⋅ ⋅ ⋅ 中任取一个，其相应的概

率为 ( | )jp ω x 。因此，在采取决策 ia 的情况下，条件期望损失(也称为条件风险) ( | )iR a x 定

义为 1,2, ,ij j cλ = ⋅ ⋅ ⋅（ ）与对应概率的加权和，即 

                      
1

( | ) { } ( | ), 1,2, ,
c

i ij ij j
j

R a E p i pλ λ ω
=

= = = ⋅ ⋅ ⋅∑x x  (2.20) 

因为 x 是随机向量的观察值，对于 x 的不同观察值，采取决策 ia 时，其条件风险不同。

所以究竟采取哪一种决策将根据 x 的取值来决定。决策 ia 可以视为随机向量 x 的函数，记为

ia (x)，它本身也是一个随机变量，于是可以定义期望风险 R 为 

                             ( ( ) | ) ( )diR R a p= ∫ x x x x  (2.21) 

式中，dx 是特征空间的体积元，积分在整个特征空间进行。 
期望风险 R 反映了对于整个特征空间，所有 x 的取值采取相应的决策 ia (x)时所带来的平

均风险；而条件风险 ( | )iR a x 只反映了某一个 x 的取值在采取决策 ia 时所带来的风险。显 
然需要采取一系列决策 a 使期望风险 R 最小。如果在采取每一个决策时都使条件风险最小，

则对所有的 x 做出决策时，其期望风险也必然最小，这样的决策称为最小风险贝叶斯决策[3]。 
若不考虑拒识，则最小风险贝叶斯决策为 

                        如果
1, ,

( | ) min ( | )k jj p
R a R a

=
=

L
x x ，则  ka a=  (2.22) 

也可以表示为 

              如果 ( | ) ( | )i jR a R a<x x ，j = 1, 2, ⋅ ⋅ ⋅ , p， j i∀ ≠ ，那么 iω∈x  (2.23) 
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在处理实际问题时，最小风险贝叶斯决策可按如下步骤进行[3]。 
(1)在已知 ( )jp ω , ( | )jp ωx ，j = 1, 2, ⋅ ⋅ ⋅ , c 及给出待识别模式 x 的情况下，根据贝叶斯

公式计算出后验概率： 

1

( | ) ( )
( | ) , 1, ,

( | ) ( )

j j
j c

i i
i

p p
p j c

p p

ω ω
ω

ω ω
=

= = ⋅ ⋅ ⋅

∑
x

x
x

 

(2)利用计算出的后验概率及决策表，由式(2.20)计算出采取决策 ia (i = 1, 2, ⋅ ⋅ ⋅ , p)时的条

件风险 ( )iR a | x ： 

1

( | ) ( | ),  1,2, ,
c

i ij j
j

R a p i pλ ω
=

= = ⋅ ⋅ ⋅∑x x  

(3)对(2)中得到的 p 个条件风险值 ( | )iR a x ，i = 1, 2, ⋅ ⋅ ⋅ , p 进行比较，找出使条件风险最

小的 ak，即 

1,2, ,
( | ) min ( | )k jj p

R a R a
=

=
L

x x  

则 ak就是最小风险贝叶斯决策。 
可以看出，最小风险贝叶斯决策除了要有符合实际情况的先验概率 ( )jp ω 和类条件概率密

度函数 ( | )jp ωx , j = 1, 2, ⋅ ⋅ ⋅ , c 外，还必须有合适的损失函数 = 1,2, ,ij j cλ ⋅ ⋅⋅， , i = 1, 2, ⋅ ⋅ ⋅ , p。 

在实际工作中，要根据具体问题分析错误决策带来的损失代价，与有关专家共同商讨来确定。 
下面我们来简单讨论一下最小错误率贝叶斯决策与最小风险贝叶斯决策之间的关系。 
设损失函数为 

                            { 0,
1,ij

i j
i j

λ
=

=
≠

  i, j=1, 2, ⋅ ⋅ ⋅ , c (2.24) 

即正确分类决策时无损失；当采取错误决策时，损失代价都为 1，即损失程度一致，这样的

损失函数称为 0-1 损失函数。此时条件风险为 

                  
1 1,

( | ) ( | ) ( | ) 1 ( | )
c c

i ij j j i
j j j i

R a p p pλ ω ω ω
= = ≠

= = = −∑ ∑x x x x  (2.25) 

式中，
1,

( | )
c

j
j j i

p ω
= ≠
∑ x 表示将 x 分类到 iω 时的条件错误率， ( | )ip ω x 是决策正确时的条件概率。

所以在采用 0-1 损失函数时，使
1, ,

( | ) min ( | )k jj c
R a R a

=
=

L
x x 的最小风险贝叶斯决策就等价于 

1,2, , 1,2, ,
1, 1,

( | ) min ( | ) min (1 ( | ))
c c

j j ii c i c
j j i j j i

p p pω ω ω
= =

= ≠ = ≠

= = −∑ ∑L L
x x x  

时的最小错误率贝叶斯决策。所以最小错误率贝叶斯决策是最小风险贝叶斯决策的一个特

例。 

【例 2.2】 对一大批人进行癌症普查，设 1ω 类代表正常人， 2ω 类代表癌症患者。已知

先验概率如下：正常状态， 1( ) = 0.9p ω ；异常状态， 2( ) = 0.1p ω 。 
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以一个化验结果作为特征 x:{阳性，阴性}，正常人和癌症患者化验结果为阳性的概率分

别为 (p =x 阳性 1| ) 0.2ω = 和 (p =x 阳性 2| ) 0.4ω = 。已知判别代价分别为 11= 0λ , 22 = 0λ , 

12 = 6λ , 21=1λ ，现有一人化验结果为阳性，问此人是否患癌症[2]？ 

解：根据例 2.1 的计算结果可知后验概率为 

1( | ) 0.818p ω =x ， 2( | ) 0.182p ω =x  

再按式(2.20)计算条件风险 
2

1 1 12 2
1

( | ) ( | ) ( | ) 1.092j j
j

R a p pλ ω λ ω
=

= = =∑x x x  

2 21 1( | )= ( | ) = 0.818R a pλ ωx x  

由于 1 2( | ) ( | )R a R a>x x ，即决策为 2ω 的条件风险小于决策为 1ω 的条件风险，因此我们

采取决策行动 2a ，即判断待识别特征 x 为 2ω 类——癌症患者。 
在本例中，首先根据先验概率和条件概率计算后验概率，然后根据决策表计算条件风 

险，基于最小风险的贝叶斯决策采取使条件风险最小的决策行动，因为 1 2( | ) ( | )R a R a>x x ，

所以采取决策 a2。本例的判断结果与例2.1正好相反，这是因为影响决策结果的因素又多了

一个，即“损失”，而且两类错误决策所造成的损失相差悬殊，因此“损失”起了主导作

用。 

2.2.2  最小最大决策 

从最小错误率和最小风险贝叶斯决策的介绍中可以看出，其最后做出的决策都与先验 
概率 ( )ip ω 有关。如果对于给定的 x ，其 ( )ip ω 不变，按照贝叶斯决策规则，可以使错误率或

风险最小。但如果 ( )ip ω 改变或者事先对先验概率一无所知，再按照固定 ( )ip ω 条件下的决策

规则进行决策，就不可能得到最小风险或最小错误率。本节所要介绍的最小最大决策就是在

考虑 ( )ip ω 变化的情况下，如何使最大可能的风险最小，也就是在最差的条件下争取最好的

结果[5]。 
在最小风险决策中， ( | )iR a x 仅反映单个样本 x 的决策风险，不能反映整个模式空间划

分成某种类别空间时的总风险。对于多种划分 iR 来说，能从总体上考查哪一种划分最优，这

就是所要研究的最小最大决策，其实质是即使 ( )ip ω 变化，由此决策带来的最大可能的风险

也最小。 
根据式(2.21)，总风险 R 为 

( ( ) | ) ( )d
R

R R a p= ∫ x x x x  

现在来分析总风险 R 与先验概率 ( )ip ω 之间的关系。在两类情况下有 

1 11 1 12 2( | ) ( | ) ( | )R a p pλ ω λ ω= +x x x  

                         2 22 2 21 1( | ) ( | ) ( | )R a p pλ ω λ ω= +x x x  (2.26) 

所以 
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1 2

1

2

1 1

2 2

1 2

11 1 1 12 2 2

21 1 1 22 2 2

11 1 1 12 2 2

21 1 1 22 2 2

( | ) ( )d ( | ) ( )d

[ ( | ) ( ) ( | ) ( )]d

 [ ( | ) ( ) ( | ) ( )]d

( ) ( | )d ( ) ( | )d

  ( ) ( | )d ( ) ( | )d

R R

R

R

R R

R R

R R a p R a p

p p p p

p p p p

p p p p

p p p p

λ ω ω λ ω ω

λ ω ω λ ω ω

λ ω ω λ ω ω

λ ω ω λ ω ω

= +

= + +

+

= + +

+

∫ ∫
∫
∫

∫ ∫
∫ ∫

x x x x x x

x x x

x x x

x x x x

x x x x  (2.27) 

对于两类问题，满足 

1 2( ) ( ) 1p pω ω+ =  

2 1
2 2( | )d 1 ( | )d

R R
p pω ω= −∫ ∫x x x x  

                         
1 2

1 1( | )d 1 ( | )d
R R

p pω ω= −∫ ∫x x x x  (2.28) 

将式(2.28)代入式(2.27)，整理得 

          

1 2

1

22 12 22 2 11 22 21 11 1

12 22 2 1

1

[ ] ( | )d {[ ] [ ] ( | )d

  [ ] ( | )d } ( )

( )

R R

R

R p p

p p

A B p

λ λ λ ω λ λ λ λ ω

λ λ ω ω

ω

= + − + − + − −

− ×

= + ×

∫ ∫
∫

x x x x

x x

 (2.29) 

其中， 

                         
1

22 12 22 2[ ] ( | )d
R

A pλ λ λ ω= + − ∫ x x  (2.30) 

           
2 1

11 22 21 11 1 12 22 2[ ] [ ] ( | )d [ ] ( | )d
R R

B p pλ λ λ λ ω λ λ ω= − + − − −∫ ∫x x x x  (2.31) 

上式表明，一旦确定了 iR ，则 A，B 为常数，总风险 R 与先验概率 1( )p ω 呈线性关系。因为 0
≤ 1( )p ω ≤1，R 值的变化范围为 A ~ A + B。所以可以对 1( )p ω 取若干不同的值，分别按照最

小风险贝叶斯决策方法确定其相应的两类区域，从而计算出相应的最小风险 R，就可以得到

最小风险 R 与先验概率 1( )p ω 的关系曲线，如图2.2 所示[3]。曲线上的 A 点纵坐标 *
aR 是对应

于先验概率 *
1( )ap ω 时的最小风险，而过 A 点的直线 CD 则是对应于式(2.29)的直线，直线上

点的纵坐标则是对应于 1( )p ω 变化时的风险值。 
由式(2.29)可知， 1/ ( )R p Bω∂ ∂ = ，如果 B = 0，则 R = A。在图2.2(b)中 B 点的横坐标 *

1( )bp ω
对应于决策方案，使系数 B = 0，纵坐标对应于其贝叶斯风险，过 B 点的切线C D′ ′与横轴平

行，即此时 R  = A 表示的直线与曲线相切，且平行于 1( )p ω 坐标轴。不管 1( )p ω 如何变 
化，其风险都不再变化，其最大风险等于 A，这时最大可能风险达到最小值。所以最小最大

决策为 

            
2 1

11 22 21 11 1 12 22 2( ) ( ) ( | )d ( ) ( | )d 0
R R

p pλ λ λ λ ω λ λ ω− + − − − =∫ ∫x x x x  (2.32) 

由此来确定 R1和 R2。 
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图 2.2  最小最大决策 

因此，最小最大决策的任务就是寻找使贝叶斯风险为最大时的决策域 R2 和 R1，它对应

于方程(2.32)的解。在求出使贝叶斯风险最大时的决策域 R2 和 R1 以及相对应的先验概率 
*

1( )bp ω 后，最小最大决策就和最小风险贝叶斯决策规则相似。 
最小最大决策在博弈论(game theory)中的作用比较大。在博弈论中，你会有一个对手以

对你最不利的方式与你竞争。因此，对于你来说，如何采取一种行为(例如做出一种分类)使

你所付出的代价(由你对手的对策行为所产生的)最小，具有十分重要的意义。 

2.3  正态分布模式的统计决策 

在前面论述的贝叶斯决策理论中，先验概率和条件概率密度函数都很重要。通常，先 
验概率的估计并不困难，所以贝叶斯决策主要取决于条件概率密度函数 ( | )ip ωx 。在所研究

的概率密度函数中最引人注意的是正态分布密度函数，原因如下。 
(1)在自然现象和社会现象中，大量的随机变量都服从或近似地服从正态分布。 
(2)即使统计总体不服从正态分布，但是其许多重要的样本特征可能是渐近正态分布的。 
(3)正态分布在数学上分析起来比较方便。 
因此，本节着重介绍正态分布的定义和性质，并讨论正态分布概率模型下的贝叶斯决策

判别函数。 

2.3.1  正态分布概率密度函数的定义及性质 

(1)单变量正态分布 
单变量正态分布概率密度函数定义为 

                           
21 1( ) exp

22
xp x μ
σσ

⎡ ⎤−⎛ ⎞= −⎢ ⎥⎜ ⎟π ⎝ ⎠⎢ ⎥⎣ ⎦
 (2.33) 

式中， μ 为随机变量 x 的期望， 2σ 为 x 的方差，σ 也称为标准差，并且 

( ) ( )dE x xp x xμ
∞

−∞
= = ∫  

                        2 2 2[( ) ] ( ) ( )dE x x p x xσ μ μ
∞

−∞
= − = −∫  (2.34) 
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由概率知识可以知道，概率密度函数应满足下列关系式： 

                              ( ) 0,  p x x−∞ < < +∞≥  (2.35) 

                                 ( )d 1p x x
∞

−∞
=∫  (2.36) 

单变量正态分布概率密度函数 p(x)由两个参数

μ 和 2σ 就可以完全确定。为了简化起见，我们常记 
为 p(x)~N( μ , 2σ )，它表示 x 是均值为 μ 、方差为 

2σ 的正态分布的随机变量。正态分布的样本主要集

中在均值附近，其分散程度可以用标准差来表征，σ
愈大分散程度就愈大。正态分布概率密度函数 p(x)
如图2.3[2]所示。从正态分布的总体中抽取样本，约 
有 95%的样本落在区间  | | 2x μ σ− ≤ 中。 

(2)多元正态分布 
(a)多元正态分布的概率密度函数。多元正态分

布的概率密度函数定义为 

                   T 1
1

2 2

1 1( ) exp ( ) ( )
2

(2 ) | |
np −⎡ ⎤= − − −⎢ ⎥⎣ ⎦π

x x xμ Σ μ
Σ

 (2.37) 

其中，x 是 n 维列向量；μ 是 n 维均值向量；Σ是n n× 维协方差矩阵；(x−μ )T是(x−μ )的转置；

Σ 
−1是 Σ的逆矩阵；| Σ |是 Σ的行列式。μ 和 Σ分别是向量 x 和矩阵(x−μ )(x−μ )T的期望，即 

                             μ = E{x} = (μ1, μ2, ⋅ ⋅ ⋅ , μn)T (2.38) 

                           T 2{( )( ) } [ ]ij n nE σ ×= − − =x xΣ μ μ  (2.39) 

更具体地说，若 ix 是 x 的第 i 个元素， iμ 是 μ 的第 i 个元素， 2
ijσ 是Σ的第 i 行、第 j 列元素，则 

                               { } ( )di i i i iE x x p x xμ
∞

−∞
= = ∫  (2.40) 

其中 p(xi)为边缘分布： 

                      1 2 1( ) ( )d d d d di i i np x p x x x x x
∞ ∞

−
−∞ −∞

= ∫ ∫L L Lx  (2.41) 

而 

                       

2 T

T

[( )( ) ]

( )( ) ( , )d d

ij i i j j

i i j j i j i j

E x x

x x p x x x x

σ μ μ

μ μ
∞ ∞

−∞ −∞

= − −

= − −∫ ∫
 (2.42) 

不难证明，协方差矩阵 Σ是对称半正定的，我们只考虑正定的情况。这时 

                           

2 2 2
11 12 1
2 2 2
12 22 2

2 2 2
1 2

n

n

n n nn

σ σ σ
σ σ σ

σ σ σ

⎡ ⎤
⎢ ⎥
⎢ ⎥= ⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

L
L

M M M M
L

Σ  (2.43) 

 

图 2.3  正态分布概率密度函数 
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Σ 的行列式|Σ| > 0，xi 的方差是主对角线元素 2
iiσ 。非主对角线上的元素 2

ijσ 是 xi 和 xj 的协方

差。 
(b)多元正态分布的性质。多元正态分布有不少易于分析的性质，这里仅介绍几个与我

们关系密切的性质。 
① 参数 μ 和 Σ对分布的确定性。 

多元正态分布由均值向量 μ 和协方差矩阵 Σ 完全确定。由式(2.38)和式(2.39)可见，均

值向量 μ 由 n 个分量组成，协方差矩阵 Σ 由于其对称性，故其独立元素只有 ( 1) / 2n n + 个，

所以，多元正态分布是由 ( 1) / 2n n n+ + 个参数来完全确定的。为简单起见，多元正态分布概

率密度函数常记为 p(x)~N ( μ, Σ)。 
② 等密度点的轨迹为超椭球面。 
从正态分布总体中抽取的样本大部分落在由 μ 和 Σ确定的一个区域里，如图2.4所示[3]。

这个区域的中心由均值向量 μ 决定，区域的大小由协方差矩阵 Σ决定。从多元正态概率密度

函数表达式(2.37)可以看出，当指数项为常数时，概率密度函数 p(x)的值不变，因此等密度

点应是使式(2.37)中的指数项为常数的点，即应满足 

                              T 1( ) )−− − =（x xμ Σ μ 常数 (2.44) 

可以证明式(2.44)的解是一个超椭球面，且它的主轴方向由 Σ 矩阵的特征向量决定，长

度与相应的协方差矩阵 Σ的本征值成正比。 

 

图 2.4  正态分布的等密度点的轨迹为超椭球面 

在数理统计中，式(2.44)所表示的数量 

                              T 1=( ) ( )γ −− −2 x xμ Σ μ  (2.45) 

称为 x 到 μ 的 Mahalanobis 距离的平方[5]。所以等密度点轨迹是 x 到 μ 的 Mahalanobis 距离为

常数的超椭球面。这个超椭球体大小是样本对于均值向量的离散度度量。可以看出，对应于

Mahalanobis 距离为γ 的超椭球体积是 

                                  
1
2| | d

dV V γ= Σ  (2.46) 

其中 Vd是 d 维单位超球体的体积， 
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/ 2

( 1) / 2

,    
!

2
12 !

2 ,      
!

d

d
d d

d
d

V
d

d
d

−

⎧ π
⎪ ⎛ ⎞⎪ ⎜ ⎟⎪ ⎝ ⎠= ⎨

−⎛ ⎞⎪ π ⎜ ⎟⎪ ⎝ ⎠⎪
⎩

 (2.47) 

所以，对于给定的维数，样本离散度随
1
2Σ 的变化而改变。 

③不相关性等价于独立性。 
在数理统计中，一般来说若两个随机变量 ix 和 jx 之间不相关，并不意味着它们之间一定

独立。下面给出不相关与独立的定义。 
若 

                               { } { } { }i j i jE x x E x E x× =  (2.48) 

则定义随机变量 ix 和 jx 是不相关的。 

若 

                               ( , ) ( ) ( )i j i jp x x p x p x=  (2.49) 

则定义随机变量 ix 和 jx 是独立的。 

从定义可以看出独立性是比不相关性更强的条件，独立性要求式(2.49)对于所有的 ix
和 jx 都成立，而不相关性说的是两个随机变量的积的期望等于两个随机变量的期望的积，

它反映了 ix 和 jx 总体的性质。若 ix 和 jx 相互独立，则它们之间一定不相关；反之则不一定

成立。 
对多元正态分布的任意两个分量 ix 和 jx ，若 ix 和 jx 互不相关，可以证明它们之间一定独

立。这就是说在正态分布下不相关性等价于独立性，证明参见文献[3]。 
④ 边缘分布和条件分布的正态性[3]。 
多元正态分布的边缘分布和条件分布仍然是正态分布。我们只以二元情况为例来证明这

一点，一般情况与此相似，只是情况比较复杂。 
二元正态分布协方差矩阵 Σ及其逆矩阵 Σ −1为 

2 2
11 12
2 2
12 22

σ σ
σ σ
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，   
2 2

1 22 12
2 2
12 11

1
| |

σ σ
σ σ

− ⎡ ⎤−
= ⎢ ⎥

−⎣ ⎦
Σ

Σ
                 (2.50) 

根据边缘分布定义 

1 1 2 2

2 2 2 2 2
22 1 1 11 2 2 12 1 1 2 2 21

2

( ) ( , )d

1 1exp ( ) ( ) 2 ( )( ) d
2 | |

2 | |

p x p x x x

x x x x xσ μ σ μ σ μ μ

∞

−∞

∞

−∞

=

⎧ ⎫⎡ ⎤= − − + − − − −⎨ ⎬⎣ ⎦⎩ ⎭π

∫

∫ Σ
Σ

 

为偶数 

为奇数 
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2 2 2
2 211 22 12

2 2 1 1 1 1 2 2 21 2 2
11 112

22 2 2
1 1 11 11 12

2 2 1 11 1 1 2
11 112 2 2

11

1 exp ( ) ( ) 2 ( )( ) d
2 | |

2 | |

1 1exp exp ( ) ( )
2 2 | |

(2 ) (2 ) | |

x x x x x

x x x

σ σ σμ μ μ μ
σ σ

μ σ σ σμ μ
σ σ

σ

∞

−∞

⎧ ⎫⎡ ⎤⎪ ⎪= − − + − − − −⎨ ⎬⎢ ⎥
⎪ ⎪⎣ ⎦⎩ ⎭π

⎧ ⎫⎧ ⎫ ⎡ ⎤⎛ ⎞− −⎪ ⎪ ⎪ ⎪= − × − − −⎨ ⎬ ⎨ ⎬⎜ ⎟ ⎢ ⎥
⎝ ⎠ ⎣ ⎦⎪ ⎪ ⎪⎩ ⎭ ⎩π π

∫ Σ
Σ

Σ
Σ

2

2
1 1

1
112

11

d

1 1exp
2

(2 )

x

x μ
σ

σ

∞

−∞ ⎪⎭

⎧ ⎫⎛ ⎞−⎪ ⎪= −⎨ ⎬⎜ ⎟
⎝ ⎠⎪ ⎪⎩ ⎭π

∫

 (2.51) 

其中 2 2 4
11 22 12σ σ σ= −Σ ，所以 1x 的边缘分布为 

                                1( )p x ~ 2
1 11( , )N μ σ  (2.52) 

也就是说，边缘分布 p(x1)服从以均值为 1μ 、方差为 2
11σ 的正态分布。同理可以推出 x2的边缘

分布为 2( )p x ~ 2
2 22( , )N μ σ 。 

对于给定 x1 条件下 x2的分布，有定义 

                               1 2
2 1

1

( , )( | )
( )

p x xp x x
p x

=  (2.53) 

根据边缘分布的推导过程可以写出 

               

22 2
11 11 12

2 1 2 2 1 11 1 2
112 2

22 2
11 12

2 2 1 12
11

( | ) exp ( ) ( )
2 | |

(2 ) | |

exp ( )
2 | |

     

p x x x x

K x x

σ σ σμ μ
σ

σ σμ μ
σ

⎧ ⎫⎡ ⎤⎪ ⎪= − − − −⎨ ⎬⎢ ⎥
⎣ ⎦⎪ ⎪⎩ ⎭π

⎧ ⎫⎡ ⎤⎛ ⎞⎪ ⎪= − − + −⎢ ⎥⎨ ⎬⎜ ⎟
⎢ ⎥⎝ ⎠⎪ ⎪⎣ ⎦⎩ ⎭

Σ
Σ

Σ
 (2.54) 

其中 11
1 1
2 2(2 ) | |

K σ
=

π Σ
。 

同理可以写出给定 x2条件下 x1的分布为 

             
22 2

22 22 12
1 2 1 1 2 21 1 2

222 2

( | ) exp ( ) ( )
2 | |

(2 ) | |
p x x x xσ σ σμ μ

σ

⎧ ⎫⎡ ⎤⎪ ⎪= − − − −⎨ ⎬⎢ ⎥
⎣ ⎦⎪ ⎪⎩ ⎭π

Σ
Σ

 (2.55) 

可见， 2 1( | )p x x 和 1 2( | )p x x 也服从正态分布。 
⑤ 线性变换的正态性。 
多元正态随机向量的线性变换仍为多元正态分布的随机向量。设 

( )T
1 2, , , nx x x= ⋅ ⋅⋅x  

是均值向量为 μ 、正定协方差矩阵为 Σ的正态随机向量。若对 x 做线性变换，即 

                                     y = Ax (2.56) 
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其中 A 是线性变换矩阵，且是非奇异阵，则 y 服从以均值向量为 Aμ 、协方差矩阵为 TA AΣ
的多元正态分布，即 

                               ( )p y ~ T( , )N A A Aμ Σ  (2.57) 

从线性变换的正态性可以看出，用非奇异阵 A 对 x 做线性变换后，原来的正态分布正好

变成另一参数不同的正态分布。由于 Σ是对称阵，根据线性代数知识总可以找到某个 A，使

得变换后 y 的协方差阵 TA AΣ 为对角阵。这就意味着 y 的各个分量间是相互独立的。 
⑥ 线性组合的正态性。 
若 x 为多元正态随机向量，则线性组合 T=y a x 是一维的正态随机变量， 

                               ( )p y ~ T T( , )N a a aμ Σ  (2.58) 

其中 a 是与 x 同维的向量。 
这一性质的证明是不难的，只要利用性质⑤做线性变换 T=%y A x ，则 ( )p %y ~ T T( , )N A A Aμ Σ ，

其中 A = [a, A1]为非奇异阵，A1为 ( 1)n n× − 维矩阵，
1

y⎡ ⎤
= ⎢ ⎥
⎣ ⎦

%y
Y

，这时可写为 

T T
T

T T
1 1

⎡ ⎤ ⎡ ⎤
= = =⎢ ⎥ ⎢ ⎥

⎣ ⎦ ⎣ ⎦
% a a x
y A x x

A A x
 

根据性质⑤， %y 是服从均值向量为 TA μ 。协方差阵为 TA AΣ 的多元正态分布的随机向量。 
又根据性质④， %y 的边缘分布的正态性，可以得出 T=y a x 服从正态分布，其概率密度

函数为 ( )p y ~ T T( , )N a a aμ Σ 。 

2.3.2  多元正态概率模型的贝叶斯判别函数 

根据 2.1 节中给出的最小错误率贝叶斯判别函数 ( ) ( ) ( | )i i id p pω ω=x x ，即式(2.18)，为

了便于分析取对数形式，则有 

                         ( ) ln ( ) ln ( ) ln[ ( | )]i i i ig d p pω ω= = +x x x  (2.59) 

由于在多元正态概率模型 ( | )ip ωx ~ ( , )i iN μ Σ ，i = 1, ⋅ ⋅ ⋅ , c 下，x 的类概率密度函数为 

                   T 1
/ 2 1/ 2
1 1( | ) exp{ ( ) ( )}

2(2 ) | |i i i in
i

p ω −= − − −
π

x x xμ Σ μ
Σ

 (2.60) 

将式(2.60)代入式(2.59)得 

               T 11 1( ) ( ) ( ) ln 2 ln | | ln[ ( )]
2 2 2i i i i i i

ng p ω−= − − − − π − +x x xμ Σ μ Σ  (2.61) 

式(2.61)即对应于多元正态分布模型的贝叶斯判别函数[5]。由式(2.17)，可知分割 iω 类和 jω 类

的决策面为 ( ) ( )i jd d=x x ，即 

        T 1 T 1 | | ( )1 1[( ) ( ) ( ) ( )] ln ln 0
2 2 | | ( )

i i
i i i j j j

j j

p
p
ω
ω

− −− − − − − − − + =x x x x
Σ

μ Σ μ μ Σ μ
Σ

 (2.62) 

为了进一步理解多元正态分布下的判别函数和决策面，下面对一些特殊情况进行讨论。 
(1)第一种情况： 2

i σ= IΣ ，i = 1, 2, ⋅ ⋅ ⋅ , c 
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这种情况中每类的协方差矩阵都相等，而且类内各个特征相互独立，具有相等的方差 2σ 。

下面再分两种情况讨论。 
(a)先验概率 ( )ip ω 与 ( )jp ω 不相等。 

此时各类的协方差矩阵为 
2

2

0

0

i

σ

σ

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥=
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

L

M O
M

L

Σ  

从几何上看，相当于各类样本落入以μi为中心的同样大小的一些超球体内。由于 

                                    

2

1
2

| |
1

n
i

i

σ

σ
−

=

= I

Σ

Σ
 (2.63) 

将式(2.63)代人式(2.61)，得到其判别函数 

                   
T

2
2

( ) ( ) 1( ) ln 2 ln ln ( )
2 22

ni i
i i

ng pσ ω
σ

− −
= − − π − +

x x
x

μ μ
 (2.64) 

由于上式中的第二项、第三项与类别 iω 无关，在判决函数中是常量，所以可忽略，于是 ( )ig x 简

化为 

                        T
2

1( ) ( ) ( ) ln ( )
2i i i ig p ω
σ

= − − − +x x xμ μ  (2.65) 

其中， 

                    2T 2

1

( ) ( ) ( ) , 1, ,
n

i i i j ij
j

x i cμ
=

− − = − = − = ⋅ ⋅ ⋅∑x x xμ μ μ  (2.66) 

为 x 到 iω 类的中心(均值向量 iμ )的欧氏距离的平方。 
判别函数 ( )ig x 还可以进一步简化。由式(2.65)可知判别函数是 x 的二次函数，但是 xTx

与类别 iω 无关，也可以省略，则有 

                  T T T
02

1( ) ( 2 ) ln ( )
2i i i i i i ig p ω ω
σ

= − − + + = +x x w xμ μ μ  (2.67) 

其中， 

                              
2

T
0 2

1

1 ln ( )
2

i i

i i i ip

σ

ω ω
σ

=

= − +

w μ

μ μ
 (2.68) 

决策规则要求对某个待分类的 x，分别计算 ( )ig x ，i = 1,L , c，若 

                           ( ) max ( )k ii
g x g= x ，则有 kω∈x  (2.69) 

由式(2.67)可以看出，判别函数 ( )ig x 是 x 的线性函数，分割 iω 类与 jω 类的决策面是由线性

方程 ( ) ( ) 0i jg g− =x x 所确定的一个超平面(如果决策域 Ri与 Rj相毗邻)。 
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在 2
i σ= IΣ 的特殊情况下，这个方程可改写为 

                                  T
0( ) 0− =w x x  (2.70) 

其中， 

2

0 2

( )1 ( ) ln ( )
2 ( )

i j

i
i j i j

ji j

p
p
ωσ
ω

= −

= + − −
−

w

x

μ μ

μ μ μ μ
μ μ

 

满足式(2.70)的 x 的轨迹为 iω 类与 jω 类间的决策面，它是一个超平面。 

(b) ( )ip ω = ( )jp ω 时的情况。 

如 c 类的先验概率 ( )ip ω , i = 1, ⋅ ⋅ ⋅ , c 都相等，则可忽略式(2.65)中的 ln ( )ip ω 项，使最小

错误率贝叶斯决策规则表达得相当简单，若对模式 x 进行分类，只要计算 x 到各类中心(均

值 μi)的欧氏距离的平方
2

i−x μ ，然后把 x 归于具有
2

1, ,
min ii c=

−
L

x μ 的类。这种分类规则称为

最小距离分类规则。 
当 ( )ip ω = ( )jp ω 时，式(2.70)表示的超平面通过 iμ 与 jμ 的连线的中点，并与连线正交。 

(2)第二种情况： i =Σ Σ  
这也是一种比较简单的情况，它表示各类的协方差矩阵都相等，从几何上看，相当于 

各类样本集中于以该类均值 iμ 点为中心的同样大小和形状的超椭球内。 
由于 1 2 c= = ⋅ ⋅ ⋅ = =Σ Σ Σ Σ ，即 Σ与 i 无关，则其判别函数式(2.61)可简化为 

                       T 11( ) ( ) ( ) ln ( )
2i i i ig p ω−= − − − +x x xμ Σ μ  (2.71) 

若 c 类先验概率 ( )ip ω 都相等，则判别函数可进一步简化为 

                         2 T 1( ) ( ) ( )i i ig γ −= = − −x x xμ Σ μ  (2.72) 

这时决策规则为：为了对 x 进行分类，计算出 x 到每类的均值点 iμ 的 Mahalanobis 距离

的平方 γ2，最后把 x 归于 γ2最小的类别。 
将式(2.71)展开，忽略与 i 无关的 T 1−x xΣ 项，则判别函数可写成下面的形式： 

                               T
0( )i i ig ω= +x w x  (2.73) 

其中 

                            

1

T 1
0

1 ln ( )
2

i i

i i i ipω ω

−

−

=

= − +

w Σ μ

μ Σ μ
 (2.74)  

由式(2.73)可见，判别函数 ( )ig x 也是 x 的线性判别函数，因此决策面仍是一个超平面。如果

决策域 R1和 R2毗邻，则决策面方程应满足 

( ) ( ) 0i jg g− =x x  

即 
                                  T

0( ) 0− =w x x  (2.75) 
其中， 
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                                 1( )i j
−= −w Σ μ μ  (2.76) 

                     0 T 1

( )ln
( )1 ( ) ( )

2 ( ) ( )

i

j
i j i j

i j i j

p
p
ω
ω
−= + − −

− −
x μ μ μ μ

μ μ Σ μ μ
 (2.77) 

由式(2.76)可见， 1( )i j
−= −w Σ μ μ 通常不在 i j−μ μ 方向， 0( )−x x 为通过 0x 点的向量。w 与

0( )−x x 的点积为零则表示 0( )−x x 与 w 正交，所以决策面通过 0x 点，但不与 i j−μ μ 正交。 

若各类的先验概率相等，则式(2.77)可写为 

                                 0
1 ( )
2 i j= +x μ μ  (2.78) 

此时 0x 点为 iμ 与 jμ 连线的中点，根据前面的讨论，决策面应通过这一点。 

若先验概率不相等， 0x 就不在 iμ 与 jμ 连线的中点上，而是在连线上向先验概率小的均

值点偏移。 
(3)第三种情况：各类的协方差阵不相等 
这是多元正态分布的一般情况，即 

                               i j≠Σ Σ ，i, j = 1, 2, ⋅ ⋅ ⋅ , c (2.79) 

此时，判别函数式(2.61)只有第二项 ln2
2
n

π与 i 无关，可以忽略，简化后得 

                    
T 1

T T
0

1 1( ) ( ) ( ) ln | | ln ( )
2 2i i i i i i

i ic i

g p ω

ω

−= − − − − +

= + +

x x x

x w x w x

μ Σ μ Σ
 (2.80) 

其中， 

                             11
2i i

−= −w Σ ( ×n n矩阵) (2.81) 

                             1
ic i i

−=w Σ μ  (n 维列向量) (2.82) 

                        T 1
0

1 1 ln | | ln ( )
2 2i i i i i ipω ω−= − − +μ Σ μ Σ  (2.83) 

这时判别函数式(2.80)将 ( )ig x 表示为 x 的二次型。若决策域 Ri与 Rj毗邻，则决策面应满足 

( ) ( ) 0i jg g− =x x  

即 
                     T T

0 0( ) ( ) 0i j ic jc i jω ω− + − + − =x w w x w w x  (2.84) 

由式(2.84)所决定的决策面为超二次曲面，随着 iΣ , iμ , ( )ip ω 的不同而呈现为某种超二次 
曲面，即超球面、超椭球面、超抛物面、超双曲面或超平面。图2.5[2]给出了在二元正态情况

下决策面的形式，在图2.5(a)至图2.5(e)五种形式中，变量 x1和 x2是类条件独立的，所以协

方差矩阵为对角阵。如果再假定各先验概率相等，那么不同的决策面只是由于方差项的差异

而引起的。 
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在图中以标号 1 和 2 的等概率密度轮廓线来表征相应类别的方差，在图2.5(a)中， 2( | )p ωx 的

方差比 1( | )p ωx 的小，因此来自类 2ω 的样本更加可能在该类的均值附近找到，同时由于 
圆的对称性，决策面是包围着μ2的一个圆。若把 x2轴伸展，如图2.5(b)所示，此时决策面就

伸展为一个椭圆。在图 2.5(c)中两类的密度在 x1 方向上具有相同的方差，但在 x2 方向上 

1( | )p ωx 的方差比 2( | )p ωx 的方差大，这时 x2值大的样本可能来自类 1ω ，并且决策面为抛物

线。若对 2( | )p ωx 在 x1方向上加大其方差，如图2.5(d)所示，则决策面就变为双曲线。 
最后图2.5(e)示出了特殊的对称性情况，使决策面由双曲线退化为一对直线[2]。 

 
图 2.5  正态分布下的几种决策面形式 

2.4  概率密度函数的估计 

在前三节中，我们介绍了如何根据先验概率 ( )ip ω 和类条件概率 ( | )ip ωx 来进行样本分 
类。但是，在模式识别的实际应用中，通常得不到有关问题的概率结构的全部知识，往往只

有一些模糊而笼统的知识，再加上设计样本，这些样本是待分类模式的一个特定子集。因此，

所要解决的问题就是寻找某种有效的方法，利用现有的这些信息进行正确的分类。 
我们的解决办法是利用这些训练样本来估计问题中所涉及的先验概率和条件概率密度

函数，并把这些估计的结果当做实际的先验概率和条件概率密度，对样本进行分类。在模式

识别问题中，估计先验概率通常没有太大的困难，最大的困难在于估计类条件概率密度，包

括类条件概率密度函数的形式和参数。其中主要的问题有两个：(1)在很多情况下，已有的训

练样本数量总是显得太少；(2)当表示特征的向量 x 的维数较大时，会产生严重的计算复杂

度问题(算法的时间、系统的资源开销等)[7]。 
当不知道概率密度函数的形式但是能估计出一些参数时，就要采用非参数估计的方法，

这种方法也称为总体推断，这类方法有 Parzen 窗法、有限项正交函数级数逼近法、随机逼近

法等。但是，如果我们事先已经知道概率密度函数的类型，并且先验知识允许我们能够把条
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件概率密度函数进行参数化，那么问题的难度就可以显著地降低。例如我们可以假设 
( | )ip ωx 是一个多元正态分布，其均值为 iμ ，协方差矩阵为 iΣ (这两个参数的具体值是未知

的)。这样，我们就把问题从估计完全未知的条件概率密度 ( | )ip ωx 转化为估计参数 iμ 和 iΣ 。 
解决参数估计问题有两类方法：一类方法是将参数作为非随机量处理，如矩法估计、最大似

然估计就属于这类方法；另一类方法是将参数作为随机变量，贝叶斯估计就属于此类方法[6]。 
矩法估计只能用于各阶矩的估计，它对于原点矩的估计是无偏的，对中心矩的估计一般

不是无偏估计量。其算法简单，宜用于样本容量 N 较大的情况，以保证它的优良性。最大似

然估计要求知道总体概率密度函数的具体形式，它也认为被估计量是确定性的，但最大似然

估计的适用范围比矩法估计的适用范围更宽一些。在满足某些条件时，最大似然估计 θ̂ 的方

差最小，且以概率 1 收敛于真值θ ，最大似然估计 θ̂ 在 p(x, θ )满足一定的正则条件下，渐

近正态分布，其均值为θ 。最大似然估计的另一个优点是在实际中计算 ( | )p x θ 比计算 ( | )p xθ

要容易得多，这里不涉及θ 的概率密度函数。矩法估计在计算时不需要总体的概率密度类型，

而最大似然估计必须运用总体的概率密度类型。虽然最大似然估计次于贝叶斯估计，但由于

在某些条件下，最大似然估计能获得方差最小的估计或渐近性很好的估计，因此有着广泛的

应用意义。 
所以在这里我们介绍最常用的两种方法：最大似然估计和贝叶斯估计。最大似然估计把

待估计的参数视为确定性的量，只是其取值未知。最佳估计就是使产生已观测到的样本概率

最大的那个值。与此不同的是，贝叶斯估计则把待估计的参数视为符合某种先验概率分布的

随机变量。对样本进行观测的过程，就是把先验概率密度转化为后验概率密度的过程，这样

就利用样本的信息修正了对参数的初始估计值。在贝叶斯估计中，一个典型的效果就是，每

得到新的观测样本，都使得后验概率密度函数变得更加尖锐，使其在待估参数的真实值附近

形成最大的尖峰。无论使用哪种参数估计，在参数估计完成后，我们都使用后验概率作为分

类准则。 

2.4.1  最大似然估计 

假定每个样本的类别是已知的，那么就可以把它们按类别分成 c 组 R1, R2, ⋅ ⋅ ⋅ , Rc，其中

Ri中的样本都属于 iω 类，而且它们都是独立地根据类条件概率密度函数 ( | )ip ωx 抽取的，因

此我们说每一个样本集 Ri中的样本都是独立同分布的随机变量。如果能假定 ( | )ip ωx 的函数

形式，并且把它的参数视为未知向量，记为 iθ ，则只要 iθ 确定，那么类条件概率密度函数就

完全确定了。例如，假设可以认为 ( | )ip ωx 服从正态分布，即 ( | )ip ωx ~N( iμ , iΣ )，则参数向

量 iθ 就由分量 iμ 和 iΣ 组成。为了强调 ( | )ip ωx 依赖于参数向量 iθ ，我们可以把类条件概率密

度函数 ( | )ip ωx 记为 ( | , )i ip ωx θ 。现在问题就变成利用样本提供的信息来估计参数向量 1θ , 

2θ , ⋅ ⋅ ⋅ , cθ 。 
为了使问题简化，我们假定在样本集 Ri中的样本不包含关于 jθ (i ≠ j)的信息，也就是说， 

假定不同类的参数是无关的。这样，每个参数向量只对自己类别中的样本起作用，这就允许

我们对每一类模式分别进行处理。为了符号的简洁，我们将不在表达式中注出类别标志，也

就是说，把整个参数估计问题按模式类分成 c 个独立的问题，每个问题都可以表述成如下格

式：已知样本集 R = {xi}，i = 1, 2, ⋅ ⋅ ⋅ , N，其中每一个样本都是根据已知形式的概率密度函数

( | )p x θ 独立抽取的，要求使用这些样本，估计未知概率密度函数中的参数向量θ 。 
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设样本集 R 包含 N 个样本， 

R = {x1, x2,L ,xN} 

由于假定样本是独立抽取的，所以 

                               
1

( | ) ( | )
N

k
k

p R p
=

=∏ xθ θ  (2.85) 

因为现在样本集 R 已知，所以可把 ( | )p R θ 视为θ 的函数，也称为关于样本集 R 的似然函数。

参数向量θ 的最大似然估计，就是求使 ( | )p R θ 达到最大值的那个参数向量θ̂ ，或者理解成参

数向量θ 的最大似然估计就是最符合已知观测样本集的那一个θ 值，如图2.6所示，使似然函

数 ( | )p R θ 达到最大值的点θ̂ 就是θ 的最大似然估计。 

 

图 2.6  最大似然估计用例 

为了分析上的方便，一般使用似然函数的对数函数，因为底数大于 1 的对数函数是单调

递增函数，所以使对数似然函数最大的参数向量θ̂ ，同样能使似然函数也达到最大值。如果

( | )p R θ 对θ 是可微的，则θ̂ 可以由典型的求极值方法求出，如果实际的待求参数的个数为 r，
则参数向量θ 可以写成 r 个分量的列向量 

T
1 2( , , , )r= Lθ θ θ θ  

用 θ∇ 表示梯度算子，即 

                                  

1

2

r

θ

∂⎡ ⎤
⎢ ⎥∂⎢ ⎥
⎢ ⎥∂
⎢ ⎥∂∇ = ⎢ ⎥
⎢ ⎥
⎢ ⎥
∂⎢ ⎥

⎢ ⎥∂⎣ ⎦

M

θ

θ

θ

 (2.86) 

令 ( )l θ 为似然对数，即 
                                  ( ) ln ( | )l p R=θ θ  (2.87) 
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则使对数似然函数最大的那个θ 值表示为 

                                 ˆ arg max ( )l=
θ

θ θ  (2.88) 

结合式(2.85)和式(2.88)，可以得到 

                                 
1

( ) ln ( | )
N

k
k

l p
=

=∑ xθ θ  (2.89) 

                                
1

ln ( | )
N

k
k

l p
=

∇ = ∇∑ xθ θ θ  (2.90) 

所以θ 的最大似然估计必须满足 r 个方程式组成的方程组 

                                      0l∇ =θ  (2.91) 

需要注意的是，我们必须记住得到的θ̂ 只是对于真实值的一个估计，其对于真实值的接近程

度受训练样本个数的制约，训练样本越多，其中的样本就越具有代表性，估计值θ̂ 也就越接 
近于真实值[7]。 

在正态分布情况下，均值向量 μ 和协方差矩阵Σ 都是未知的，这些未知参数构成θ 的各

个分量。现在我们把上面得到的结论应用到训练样本服从多元正态分布的参数估计中。设从

均值向量为 μ 、协方差矩阵为Σ 的正态总体中抽取样本，我们观察以下不同的情况。 
(1)首先考虑一种简单的情况，假设Σ 已知，未知的只是均值向量 μ ，这时有 

                   
T 1

1

1 1ln ( | ) ln[(2 ) ] ( ) ( )
2 2

ln ( | ) ( )

d
k k k

k k

p

p

−

−

= − π − − −

∇ = −

x x x

x xμ

μ Σ μ Σ μ

μ Σ μ
 (2.92) 

这里未知参数是 μ ，它就是参数向量θ ，所以 μ 的最大似然估计必须满足方程 

                                 1

1

ˆ( ) 0
N

k
k

−

=

− =∑ xΣ μ  (2.93) 

两边乘以协方差矩阵Σ ，进行整理得 

                                  
1

1ˆ
N

k
kN =

= ∑ xμ  (2.94) 

这表明总体的未知均值的最大似然估计正是样本的算术平均——样本均值。它的几何解释是：

若把 N 个样本视为一群质点，则样本均值便是它们的质心。 
(2)考虑一般的一维正态的情况。在实际应用中，更一般的情况是多元正态分布的均值 

μ 和协方差矩阵Σ 都未知，这样，参数向量θ 的组成成分为 1 =θ μ , 2
2 σ=θ ，从而单个训 

练样本的对数似然函数为  

                       

2
2 1

2

1
2

2
1

2
2 2

1 1ln ( | ) ln 2 ( )
2 2

1 ( )

ln ( | )
( )1

2 2

k k

k

k
k

p

pθ

θ
= − π − −

⎡ ⎤−⎢ ⎥
⎢ ⎥∇ =
⎢ ⎥−
− +⎢ ⎥
⎢ ⎥⎣ ⎦

θ θ θ

θ
θ

θ
θ

θ θ

x x

x

x
x

 (2.95) 
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由式(2.95)可知， 1θ 和 2θ 的最大似然估计应满足方程组 

                                1
1 2

1 ˆ( ) 0ˆ

N

k
k=

− =∑ θ
θ

x  

                              
1 2

1
ˆ2

N

k=

−∑ θ

2
1

2
1 2

ˆ( )
0ˆ2

N
k

k=

−
+ =∑ θ

θ
x  (2.96) 

其中 1̂θ 和 2̂θ 分别是 1θ 和 2θ 的最大似然估计。 

将 1̂ˆ =μ θ 和 2
2̂σ =θ 代入这个方程组，即得均值和方差的最大似然估计 

1

1ˆ
N

k
kN =

= ∑μ x  

                                2 2

1

1 ˆ( )
N

k
kN

σ
=

= −∑ μx  (2.97) 

(3)对于多维正态分布的情况，计算方法完全类似，只是复杂一些而已。对于多元正态

分布的均值 μ 和协方差矩阵Σ 的最大似然估计结果是 

                                   
1

1ˆ
N

k
kN =

= ∑μ x  (2.98) 

                              
1

1ˆ ˆ( )
N

k
kN =

= −∑Σ μx Tˆ( )k −x μ  (2.99) 

可以看出，实际均值向量的最大似然估计就是样本均值，而协方差矩阵的最大似然估计

是 N 个矩阵 ˆ( )k − μx Tˆ( )k − μx 的算术平均[8]。由于真实的协方差矩阵是 ˆ( )k − μx Tˆ( )k − μx  
的数学期望，所以这是一个令人满意的结果。要注意的是，协方差矩阵的最大似然估计是有

偏的，就是说， Σ̂ 的期望值不等于Σ ，Σ 的无偏估计应当是 

                           
1

1 ˆ( )
1

N

k
k

C
N =

= −
− ∑ μx Tˆ( )k −x μ  (2.100) 

当 N 比较大时，这两个估计实际上是一致的。 

2.4.2  贝叶斯估计 

这一节介绍利用我们所掌握的先验知识计算后验概率的贝叶斯估计方法。虽然使用贝叶

斯估计方法得到的结果和最大似然估计的结果很相似，但这两种方法在本质上是不同的：在

最大似然估计方法中，我们把需要估计的参数向量 θ视为一个确定而未知的参数，使获得实

际观测样本的概率最大的估计值视为最好的估计值；而在贝叶斯估计方法中，将概率密度函

数的参数估计量 θ视为随机变量，根据这些估计量统计特性的先验知识，粗略地给出这些估

计量的密度函数，再通过训练模式样本集 R = {xi}，利用贝叶斯公式进行迭代运算过程把参

数 θ的初始密度转化为后验概率密度。 
设 R = {x1, x2, ⋅ ⋅ ⋅ , xN}为用于估计未知参数 θ密度函数的样本，利用贝叶斯定理，可以得

到在逐一给定 1 2, , , N⋅ ⋅⋅x x x 之后，θ的条件密度函数的迭代公式 
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              1 1 1 1
1 2

1 1

( | , , , ) ( | , , )
( | , , , )

( | , , )
N N N

N
N N

p p
p

p
− −

−

=
L L

L
L

θ θ
θ

x x x x x
x x x

x x x
 (2.101) 

式中，对于 1 2( | , , , )Np Lx x xθ 而言， 1 2 1( | , , , )Np −⋅ ⋅⋅x x xθ 是它的先验概率密度。在加入新的

样本 Nx 后，得到新的概率密度 1 2( | , , , )Np ⋅ ⋅⋅x x xθ 。 ( )p θ 应是最早的先验概率密度。首先给

出第一个样本 x1，按照贝叶斯定理计算后验概率密度 1( | )p θ x 。将 1( | )p θ x 作为下一步计算

的先验概率密度，读入样本 x2，计算得到后验概率密度 1 2( | , )p θ x x ，依此类推可以计算得到

最后的 1 2( | , , , )Np ⋅ ⋅⋅x x xθ 值。 
在观察具体的训练样本之前，我们已知的关于参数向量θ 的全部知识可以用先验概率密 

度函数 ( )p θ 来体现。概率 1 2 1( | , , , )N Np −⋅ ⋅⋅x x x x 则按下式计算 

              1 1 1 1 1 1( | , ) ( | , , ) ( | , )dN N N N N
x

p p p− − −= ⋅ ⋅ ⋅ ⋅ ⋅ ⋅∫…, , ,θ θ θx x x x x x x x  (2.102) 

它与未知量θ 无关，可认为是一个定值。 
我们通过单变量正态密度函数的例子来说明这种方法。 
设一个模式样本集的类概率密度函数为单变量正态分布 2( , )N σθ ，其中 2σ 已知，均值

=μ θ 待求，即 

                         
21 1( | ) exp

22
p

σσ

⎡ ⎤−⎡ ⎤= −⎢ ⎥⎢ ⎥π ⎣ ⎦⎢ ⎥⎣ ⎦

θθ xx  (2.103) 

要求计算后验概率密度 ( { })ip θ x 和最终要求的类条件概率密度函数 1 2( | , , , )Np ⋅ ⋅⋅x x x x 。 

给定 N 个训练样本 1 2{ , , , }N⋅ ⋅⋅x x x ，最初的先验概率密度 ( )p θ 服从 2
0 0( , )N σθ ， 0θ 是根

据先验知识对θ 的推测，其不确定性由 2
0σ 表示。这里由于均值的估计量是样本的线性函数，

而样本 x 服从正态分布，所以 ( )p θ 服从正态分布[5]。 
由初始条件 ( )p θ ~ 2

0 0( , )N σθ 和 1( | )p θx ~ 2
0 0( , )N σθ ，根据贝叶斯公式 1 1( | ) ( | )p ap=x xθ θ  

 ( )p θ ，得 

            
22

01
1

00

1 1 1 1( | ) exp exp
2 22 2

p a
σ σσ σ

⎡ ⎤⎡ ⎤ ⎡ ⎤−−⎡ ⎤ ⎢ ⎥= − × −⎢ ⎥ ⎢ ⎥⎢ ⎥π π ⎢ ⎥⎣ ⎦⎢ ⎥ ⎣ ⎦⎣ ⎦ ⎣ ⎦

θ θθ
θ

x
x  (2.104) 

其中 a 为定值。根据贝叶斯法则 

                     1
1

1

( , , | ) ( )
( | , , )

( , , | ) ( )d
N

N
N

p p
p

p p
ϕ

=
∫

L
L

L

x x
x x

x x

θ θ
θ

θ θ θ
 (2.105) 

其中，φ 表示整个模式的样本空间。每一次迭代运算从样本子集中逐一给出一个样本，N 次

运算独立地给出 N 个样本，因此有 

1
1

( | , , ) ( | ) ( )
N

N k
k

p a p p
=

⎧ ⎫⎪ ⎪⋅ ⋅ ⋅ = ⎨ ⎬
⎪ ⎪⎩ ⎭
∏θ θ θx x x  

代入 ( | )kp θx 和 ( )p θ 值，得 
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22
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1
01 0

22
0

01

2 0
2 2 2 2

0 01

1 1 1 1( | , , ) exp exp
2 22 2

1exp
2

1 1 1exp 2
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N
k

N
k

N
k

k

N

k
k

p a

a

Na

σ σσ σ

σ σ

σ σ σ σ

=

=

=

⎡ ⎤⎧ ⎫⎡ ⎤ ⎡ ⎤− −⎡ ⎤⎪ ⎪ ⎢ ⎥= − × −⎢ ⎥⎨ ⎬ ⎢ ⎥⎢ ⎥π π ⎢ ⎥⎣ ⎦⎢ ⎥ ⎣ ⎦⎪ ⎪⎣ ⎦⎩ ⎭ ⎣ ⎦
⎡ ⎤⎧ ⎫⎡ ⎤− −⎡ ⎤⎪ ⎪⎢ ⎥′= − +⎨ ⎬⎢ ⎥⎢ ⎥⎢ ⎥⎣ ⎦ ⎣ ⎦⎪ ⎪⎩ ⎭⎣ ⎦

⎡ ⎤⎡ ⎤
′′= − + − +⎢ ⎥⎢ ⎥

⎣ ⎦ ⎣ ⎦

∏

∑

∑

L
θ θ θ

θ

θ θ θ

θ
θ

x
x x

x

x
⎡ ⎤⎧ ⎫⎪ ⎪
⎢ ⎥⎨ ⎬
⎢ ⎥⎪ ⎪⎩ ⎭⎣ ⎦

θ  (2.106) 

式中与 θ 无关的因子均并入常数项 a′和 a′′。可见 1 2( | , , , )Np ⋅ ⋅⋅x x xθ 是θ 平方函数的指数函

数，仍然是正态密度函数，可将它写成 2( , )N NN σθ ，即 

                
2

1
1 1( | , , ) exp

22
N

N
NN

p
σσ

⎡ ⎤⎡ ⎤−⎢ ⎥= − ⎢ ⎥
π ⎢ ⎥⎣ ⎦⎣ ⎦

Lx x
θ θ

θ  

                                  

2

2 2
1exp 2
2

N

N N

a
σ σ

⎡ ⎤⎡ ⎤
′′= − −⎢ ⎥⎢ ⎥

⎢ ⎥⎣ ⎦⎣ ⎦

θ θθ  (2.107) 

将式(2.107)与式(2.106)比较，得到 

2 2 2
0

1 1

N

N
σ σ σ

= +  

0 0
2 2 2 2 2

0 01

1 ˆ
N

N
k N

N k

N
σ σ σ σ σ=

= + = +∑θ θ θ
μx  

整理得 

                           

2 2
0

02 2 2 2
0 0

2 2
2 0

2 2
0

ˆN N

N

N
N N

N

σ σ
σ σ σ σ

σ σσ
σ σ

⎧
= +⎪ + +⎪

⎨
⎪ =⎪ +⎩

θ μ θ
 (2.108) 

即由训练样本集{ }ix ，i = 1,…, N，可求得均值θ 的后验概率密度 ( { })ip xθ 服从 2( , )N NN σθ 。

其中 θN是根据 N 个样本对均值的估计，是先验信息 2 2
0 0( , , )σ σθ 与训练样本的信息(上式中的

N， ˆNμ )相结合的结果，是利用 N 个训练样本信息对均值先验估计 θ0 的补充。 2
Nσ 是对这个

估计不确定性的度量。由于 2
Nσ 随 N 增加而单调减小，故当 N →∞时，它趋于零。θN是 ˆ

Nμ 和

θ0的线性组合，两者的系数非负，其和为 1，故 θN值在 ˆNμ 和 θ0之间。只要 0 0σ ≠ ，当 N →∞
时，θN 趋于样本均值的估计量 ˆNμ 。在正态密度函数均值的估计过程中，每增加一次样本，

都减小对 θ估计的不确定性， 1 2( | , , , )Np ⋅ ⋅⋅x x xθ 随着样本的增加其曲线愈显“尖锐”，均值与

估计量 ˆNμ 之间的偏差绝对值亦愈来愈小，图2.7[1]就是它的一个例子。 
采用上述方法的目的是为了通过 N 个训练样本来估计模式样本的类概率密度函数

1 2( | , , , )Np ⋅ ⋅⋅x x x x 。由于 

1 2 1( | , , , ) ( | ) ( | , , )dN Np p p
ϕ

⋅ ⋅ ⋅ = ⋅ ⋅ ⋅∫x x x x x x xθ θ θ  
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式中， ( | )p θx ~ 2( , )N σθ ， 1 2( | , , , )Np ⋅ ⋅⋅x x xθ ~ 2( , )N NN σθ 。不难推断，上述两个正态分布 
密度函数之积对 θ的积分结果也是正态密度函数，即 

1 2( | , , , )Np ⋅ ⋅⋅x x x x ~ 2 2( , )N NN σ σ+θ  

在采用训练样本之前。均值 θ 未知，经过采用 N 个样本进行估计之后，概率密度函数服从 
2 2( , )N NN σ σ+θ ，这就得到了均值 θN值的估计，同时原来的方差 2σ 修正为 2 2

N +σ σ。 

 
图 2.7  贝叶斯估计举例 

2.5  离散情况的贝叶斯决策 

上面几节介绍的都是特征向量 x 为连续随机向量情况下的贝叶斯决策理论。但在许多实

际的模式识别问题中，特征向量 X 是离散型随机变量，仅可取 c 个离散值 V1, V2, ⋅ ⋅ ⋅ , Vc中的

一个。此时，我们仍然可以利用贝叶斯法则进行计算 

                           
( | ) ( )

( | )
( )

j j
j

P P
P

P
ω ω

ω =
X

X
X

 (2.109) 

式中 

                             
1

( ) ( | ) ( )
c

i i
i

P P Pω ω
=

=∑X X  (2.110) 

可见，贝叶斯决策规则仍然不变，最小错误概率的贝叶斯决策法则仍为 

              如果 ( | ) ( | )i jP Pω ω>X X ，对于一切 j i≠ 成立，则决策 iω  (2.111) 

最小风险的贝叶斯决策法则仍是 

                如果
1,2, ,

( | ) min ( | )k ii c
R a R a

= ⋅⋅⋅
=X X ，则对应的决策 ka a=  (2.112) 

这里条件风险的定义也没有改变。 
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下面我们以最小错误率的贝叶斯决策规则为例来进行讨论。多数情况下，可以得到以下

等价的判别函数 

( ) ( | )i id P ω=X X  

( ) ( | ) ( )i i id P Pω ω=X X  

( ) ln ( | ) ln ( )i i ig P Pω ω= +X X  

对于二类模式的分类问题，通常采用下述形式的判别函数 

1 2( ) ( | ) ( | )d P Pω ω= −X X X  

1 1

2 2

( | ) ( )( ) ln ln
( | ) ( )

P Pd
P P

ω ω
ω ω

= +
XX
X

 

作为离散型模式分类的例子，我们考虑一个两类模式的分类问题。设特征向量为 
T

1 2( , , , )dx x x= ⋅⋅ ⋅X  

它的各个分量都是或为 0 或为 l 的二值特征，并且各个特征相互独立，令 

1( 1| )i ip P x ω= =  

2( 1| )i iq P x ω= =  

这实际上是对模式的每个特征给出一个“是”或“否”的答案的模型。“是”表示该模式具有

对应的特征，其值为 1；“否”表示不具有对应的特征，其值为 0。 
因为假定模式中各个特征互相独立，所以可以把条件概率 ( | )iP ωX 写成 X 的分量的概率

之积的形式 

                               1
1

1

( | ) (1 )i i

d

i i
i

P p pω −

=

= −∏ x xX  (2.113) 

                               1
2

1

( | ) (1 )i i

d

i i
i

P q qω −

=

= −∏ x xX  (2.114) 

从而似然比为 

                             11

2 1

1( | ) ( ) ( )
( | ) 1

i i

d
i i

iii

p pP
P qq

ω
ω

−

=

−
=

−∏ x xX
X

 (2.115) 

如果采用对数形式的判别函数，则有 

                    1

21

1 ( )( ) ln (1 )ln ln
1 ( )

d
i i

i i
i ii

p p Pd x x
q q P

ω
ω=

⎡ ⎤−
= + − +⎢ ⎥−⎣ ⎦
∑X  (2.116) 

式(2.116)关于 ix 是线性的，因而可以改写成线性判别函数的形式 

                                0
1

( )
d

i i
i

d w x w
=

= +∑X  (2.117) 

式中， 
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(1 )
ln

(1 )
i i

i
i i

p q
w

q p
−

=
−

 

1
0

21

1 ( )ln ln
1 ( )

d
i

ii

p Pw
q P

ω
ω=

−
= +

−∑  

根据决策法则，如果 d(X) > 0，则把 X 归到 1ω 类；否则归到 2ω 类。式(2.117)说明 d(X)是 X
的分量的线性组合，系数是权 iw ，它的值表示在做分类决策时对特征 ix 做“是”回答的关联程

度。如果 i ip q= ，则 0iw = ，说明 ix 不能给出任何关于分类的信息；如果 i ip q> ，则

1 1i ip q− < − ，从而 0iw > ，在这种情况下，特征 ix 对于 1ω 类回答“是”的频率要高于 2ω 类；

最后，如果有 i ip q< ，则 0iw < ，此时特征 ix 对于 1ω 类回答“是”的频率要低于 2ω 类。在判

别中，先验概率仅对阈值权 0w 起作用。若 1( )P ω 增加，则 0w 增加，判决就偏向于 1ω 类。当 1( )P ω
减小时，结果正相反。 

几何上，所有样本都位于 d 维超立方体的顶点。由 d(X) = 0 定义的决策面是一个把属于 

1ω 类的顶点和属于 2ω 类的顶点分开的超平面。显然，在离散情况下，我们可以移动这个决 
策面，只要它不和任何顶点相交，并且不改变分类错误概率就可以。 

2.6  贝叶斯分类器的错误率 

在分类过程中，任何一种决策规则都有对应的错误率或误差。当类条件概率密度和先验

概率已知时，采用指定的决策规则进行分类的错误率是固定的，在决策规则确定后，通常总

以错误率来评价其性能。特别是当同一个分类问题使用几种不同的分类方案时，通常总以错

误率作为方案比较的标准[3]。因此，在模式识别的理论和实践中，错误率是非常重要的参数。

尽管错误率的概念简单，但是计算过程复杂，这促使人们研究错误率计算与估计的方法：一

是按照理论公式进行计算，二是直接进行实验估计。 
从 2.1 节中介绍的平均错误率 P(e)的概念可以看出，当 x 是多维向量时，计算 P(e)实际

上要进行多重积分计算。所以，从表面上看，错误率的理论计算公式不复杂，但在多维情况

下，类条件概率密度函数的表达式又比较复杂时，计算错误率是相当困难的。因此，一般情

况下采用实验估计错误率，只在一些特殊情况下用理论公式进行计算。下面先介绍在一种特

殊情况下的错误率的理论计算，然后讨论实验估计。 
(1)一种特殊情况下的错误率的理论计算 
假设为两类情况，模式服从正态分布，而且两类的协方差矩阵相等，即 

T 1
1 1 11

2 2

T 1
2 2 21

2 2

1 1( | ) exp ( ) ( )
2

(2 ) | |
1 1( | ) exp ( ) ( )

2
(2 ) | |

n

n

p

p

ω

ω

−

−

⎡ ⎤= − − −⎢ ⎥⎣ ⎦
π

⎡ ⎤= − − −⎢ ⎥⎣ ⎦
π

x x x

x x x

μ Σ μ
Σ

μ Σ μ
Σ

            (2.118) 

其中 1μ 和 2μ 分别为两类的期望向量， Σ 为协方差矩阵。下面用理论公式求错误率。 
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由 2.1 节可知，最小错误率贝叶斯决策规则可以表示为 

                          

1 2
1

2 1

1 2
2

2 1

( | ) ( )  ,     
( | ) ( )
( | ) ( )  ,       
( | ) ( )

p p
p p
p p
p p

ω ω
ω

ω ω
ω ω

ω
ω ω

⎧ > ∈⎪⎪
⎨
⎪ < ∈
⎪⎩

若

若

x x
x
x x
x

 (2.119) 

两边取负对数，进一步改写为 

                    

1
1 2 1

2

1
1 2 2

2

( ) ln ( | ) ln ( | ) ln  ,   
( )
( )  ln ( | ) ln ( | ) ln ,     
( )

pp p
p
pp p
p

ω
ω ω ω

ω
ω

ω ω ω
ω

⎧ − + < ∈⎪⎪
⎨
⎪ − + > ∈
⎪⎩

若

若

x x x

x x x
 (2.120) 

令 1
1 2

2

( )( ) ln ( | ) ln ( | ) ln
( )

ph p p t
p
ω

ω ω
ω

= − + =，x x x ，称 ( )h x 为负对数似然比，则决策规则简化为 

                             1

2

( ) ,              
( ) ,             

h t
h t

ω
ω

< ∈⎧⎪
⎨

> ∈⎪⎩

若

若

x x
x x

 (2.121) 

令 h(x)为 x 的函数，x 是随机向量，则 h(x)也是随机变量，将它的分布密度函数表示为 
( | )ip h ω 。由于它是一维密度函数，因此易于积分，所以用它计算错误率有时比较方便。这样， 

                         
2

1 1 1( ) ( | )d ( | )d
R t

P e p p h hω ω
∞

= =∫ ∫x x  (2.122) 

从上式可以看到，只要知道 h(x)密度函数的形式就可以算出 1( )P e 和 2 ( )P e 。将式(2.118)代入

h(x)，可得 

                  

1 2

T 1
1 1

T 1
2 2

T 1 T 1 T 1
2 1 1 1 2 2

( ) ln ( | )  ln ( | )
1 1( ) ( ) ln 2 ln | |
2 2 2
1 1   ( ) ( ) ln 2 ln | |
2 2 2

1( ) ( )
2

h p p
n

n

ω ω

−

−

− − −

= − +

⎡ ⎤= − − − − − π− +⎢ ⎥⎣ ⎦
⎡ ⎤− − − − π −⎢ ⎥⎣ ⎦

= − + −

x x x

x x

x x

x

μ Σ μ Σ

μ Σ μ Σ

μ μ Σ μ Σ μ μ Σ μ

 (2.123) 

从上式看出，h(x)是 x 的线性函数。x 是服从正态分布的随机向量，根据 2.3.1 节介绍的内容 
可知，h(x)服从一维正态分布，对于 1( | )p h ω 可以算出决定一维正态分布的参数均值 1η 和方差

2
1σ 。 

1 1

T 1 T 1 T 1
2 1 1 1 1 2 2

T 1
1 2 1 2

[ ( ) | ]
1( ) ( )
2

1 ( ) ( )
2

E hη ω

− − −

−

=

= − + −

= − − −

x

μ μ Σ μ μ Σ μ μ Σ μ

μ μ Σ μ μ

 

令 T 1
1 2 1 2

1 ( ) ( )
2

η −= − −μ μ Σ μ μ ，则有 

则 

则 

则 

则 

则 
则 
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1η η= −  

2 2 T 1 2
1 1 1 1 2 1 2[( ( ) ) | ] ( ) ( ) 2E hσ η ω η σ−= − = − − = =x μ μ Σ μ μ  

同理可得 2( | )p h ω 的参数均值 2η 和方差 2
2σ ： 

T 1
2 1 1 2 1 2

1[ ( ) | ] ( ) ( )
2

E hη ω η−= = − − =x μ μ Σ μ μ  

2 2 T 1 2
2 2 2 1 2 1 2[( ( ) ) | ] ( ) ( ) 2E hσ η ω η σ−= − = − − = =x μ μ Σ μ μ  

因此，可以利用 1( | )p h ω 和 2( | )p h ω 计算出 1( )P e 和 2 ( )P e 。 

                       

1 1

2

1
2

2

1
2

1
22

( ) ( ) d

1 1exp d
2

(2 )

1 1exp d
2

(2 )

1(2 ) exp d
2

t

t

t

t

P e p h h

h h

h h

η
σ

ω

η
σ

σ

η η
σ σ

ξ ξ

∞

∞

∞

∞ −

+⎛ ⎞
⎜ ⎟
⎝ ⎠

=

⎡ ⎤+⎛ ⎞= −⎢ ⎥⎜ ⎟
⎝ ⎠⎢ ⎥⎣ ⎦π

⎡ ⎤+ +⎛ ⎞ ⎛ ⎞= −⎢ ⎥⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠⎢ ⎥⎣ ⎦π

⎛ ⎞= π −⎜ ⎟
⎝ ⎠

∫

∫

∫

∫  (2.124) 

                       

2 2

2

1
2

2

1
2

2
1
2

( ) ( )d

1 1exp d
2

(2 )

1 1exp d
2

(2 )

1
2

(2 ) exp d

t

t

t

t

P e p h h

h h

h h

η
σ

ω

η
σ

σ

η η
σ σ

ξ ξ

−∞

−∞

−∞

−⎛ ⎞
⎜ ⎟
⎝ ⎠

−

−∞

=

⎡ ⎤−⎛ ⎞= −⎢ ⎥⎜ ⎟
⎝ ⎠⎢ ⎥⎣ ⎦π

⎡ ⎤− −⎛ ⎞ ⎛ ⎞= −⎢ ⎥⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠⎢ ⎥⎣ ⎦π

⎛ ⎞−⎜ ⎟
⎝ ⎠

= π

∫

∫

∫

∫  (2.125) 

其中 1

2

( )ln , 2
( )

pt
p
ω

σ η
ω

⎡ ⎤
= =⎢ ⎥

⎣ ⎦
。式(2.124)和式(2.125)的计算可以查标准正态分布 N(0, 1)的累

积分布函数表得到，这样就通过理论计算得到了特殊情况下的错误率。 
(2)实际分类器错误率的估计 
在处理实际问题时，更多地依赖于实验，即利用样本来估计错误率[4]。下面分两种情况

讨论分类器错误率的估计。 
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(a)先验概率未知时的分类器错误率——随机抽样计算 
如果分类器已经给定，先验概率 ( )ip ω (i =1, 2, ⋅ ⋅ ⋅ , c)未知，我们可以简单地随机抽 

取 N 个样本，用来检验给定的分类器。假定错分的样本数目为τ ，可以认为错误率的估计值

等于被错分的样本数目与样本总数之比，即 

                                     ˆ
N
τε =  (2.126) 

由于每次任意抽取 N 个样本，每次试验的错分样本数就可能不同，所以τ 是一个离散的随机

变量。下面从理论上说明上式的估计是最好的。 
设ε 是真实的错误率。在给定τ 后，ε 的密度函数为 

                               ( | ) (1 )N
NP Cτ τ ττ ε ε ε −= −  (2.127) 

ε 的最大似然估计 ε̂ 就是下列方程的解： 

ln ( | ) 0
1

P Nτ ε τ τ
ε ε ε

∂ −
= − =

∂ −
 

解此方程得 ˆ
N
τε = ，这说明

N
τ
是错误率ε 的最大似然估计。 

ε̂ 的物理意义很直观，其估计的统计特性为 
期望： ˆ( ) [ ] / /E E N N Nε τ ε ε= = =  
方差： 2ˆVar( ) Var[ ] / (1 ) /N Nε τ ε ε= = −  

显然，它是无偏估计量。 
如果没有给定分类器，只给出已知分布的 N 个样本，则这些样本既要用来设计分类器，

又要用来检验分类器的分类错误率。 
(b)先验概率已知时的分类器错误率——选择抽样计算 
如果先验概率 ( )ip ω 已知，可分别从不同的类别中抽取 ( )i iN p Nω= × 个样本，总的样本

数 1 2 cN N N N= + + ⋅ ⋅ ⋅ + ，这种样本抽取法称为选择抽取。 

设 ki是本属于 iω 类而被错分的样本数，因 k1, k2, ⋅ ⋅ ⋅ , kc是独立的，其联合概率为 

               1 2 1 2
1

( , , , ) ( ) ( ) ( ) (1 )i i i i

i

c
k k N k

c c i iN
i

p k k k p k p k p k C ε ε −

=

⋅ ⋅ ⋅ = ⋅ ⋅ ⋅ = −∏  (2.128) 

其中 iε 为 iω 类的真实错误率。利用同样的方法可得 iε 的最大似然估计为 

                                  ˆ ( 1,2, , )i
i

i

k
i c

N
ε = = ⋅ ⋅ ⋅  (2.129) 

而总的错误率估计为 

                                  ε̂ =
1

ˆ( )
C

i i
i

p ω ε
=
∑  (2.130) 

ε̂ 的统计特征为 

       期望：  ˆ[ ]E ε = 1 1̂( ) [ ]p Eω ε + 2 2ˆ( ) [ ]p Eω ε +L ˆ( ) [ ]c cp Eω ε+
1

ˆ( ) [ ]
c

i i
i

p Eω ε
=

=∑  (2.131) 
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                        协方差：  
1

1ˆVar[ ] ( ) (1 )
c

i i i
i

p
N

ε ω ε ε
=

= −∑  (2.132) 

显然它也是无偏估计。 

习题 2 

2.1  两类问题的最小错误率贝叶斯决策的内容是什么？ 
2.2  两类问题的最小风险贝叶斯决策的内容是什么？ 
2.3  简述密度函数的参数估计与非参数估计方法的主要差别。 
2.4  简述最大似然估计与贝叶斯估计的基本思想及主要差别。 
2.5  设在一维特征空间中两类样本服从正态分布， 1 2 1σ σ= = ， 1 0=μ ， 2 3=μ ，两类先验

概率之比 1 2( ) / ( )p p eω ω = ，试求基于最小错误率贝叶斯决策原则的决策分界面的 x 值。 

2.6  设有两类正态分布的样本集，第一类均值 T
1 (2, 0)=μ ，方差 1

1 1 2
1 2 1
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，第二类均

值 T
2 (2, 2)=μ ，方差 2

1 1 2
1 2 1

−⎡ ⎤
= ⎢ ⎥−⎣ ⎦

Σ ，先验概率 1 2( ) ( )p pω ω= ，按最小错误率贝叶

斯决策求两类的分界面。 

2.7  已知某一正态分布二维随机变量的协方差矩阵为
1 1 2

1 2 1
⎡ ⎤
⎢ ⎥
⎣ ⎦

，均值向量为零向量。试求

其 Mahalanobis 距离为 1 的点轨迹。 
2.8  对两类问题，若损失函数 11 22 12 210, 0, 0λ λ λ λ= = ≠ ≠ ，试求基于最小风险贝叶斯决策分

界面处的两类错误率与 12 21,λ λ 的关系。 

2.9  设一个二维空间中的两类样本服从正态分布，其参数分别为 T
1 (1,0)=μ ， 1

1 0
0 1
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，

T
2 ( 1,0)= −μ ， 2

2 0
0 2
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，先验概率 1 2( ) ( )p pω ω= 。试证明其基于最小错误率的贝叶

斯决策分界面为圆，并求其方程。 
2.10  将上题推广到一般情况，若 2

1 σ= IΣ , 2 1k=Σ Σ ，试判断先验概率相等条件下，基于最

小错误率的贝叶斯决策面是否是超球面。 
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第 3章  线性判别函数 

前面所讨论的贝叶斯准则指明了根据统计参数进行分类决策的方向，具有理论指导意 
义。贝叶斯准则是在已知类条件概率密度 ( | )ip ωx 的参数表达式和先验概率 ( )ip ω 的前提下，

利用样本估计 ( | )ip ωx 的未知参数，再用贝叶斯定理将其转换成后验概率 ( | )ip ω x ，并 
根据后验概率的大小进行分类决策的方法。但是在许多实际问题中，由于样本特征空间的类

条件概率密度的形式常常很难确定，利用 Parzen 窗等非参数方法估计分布又往往需要大量的

样本，而且随着特征空间维数的增加，所需样本数急剧增加。因此，在实际问题中，可以考

虑另外一种分类方法，即根据训练样本集提供的信息，直接进行分类[1]。这种方法省略了统

计分布状况分析与参数估计环节，而是直接对特征空间进行划分，是当前模式分类中主要使

用的方法之一。由于决策域的分界面是用数学表达式描述的，如线性函数或各种非线性函数

等，所以分界面方程的确定主要包括函数类型选择和最佳参数确定两部分。一般来说，函数

类型是由设计者选择的，但其参数的确定则是依据一定的准则函数，通过一个学习过程来实

现优化的[2]。本章介绍线性判别函数的形式以及确定判别函数依据的一些准则函数。 

3.1  线性判别函数 

设模式 T
1 2( , , , )nx x x= ⋅ ⋅ ⋅x 是 n 维的，如果可以用线性方程 ( ) 0d =x 将分别属于不同类别

的 x 划分开，则这个线性方程称为线性判别函数，其一般形式是 

                     T
1 1 2 2 1 0 1( ) n n n nd x x xω ω ω ω ω+ += + + + + = +Lx w x  (3.1) 

式中， T
0 1 2( , , , )nω ω ω= Lw 称为参数向量或权向量。若令 T

1 2 1( , , , , )n nω ω ω ω += ⋅⋅ ⋅w ， =x  
T

1 2( , , , ,1)nx x xL ，则式(3.1)可写为 
                                   T( )d = wx x  (3.2) 

其中 x 和w 分别称为增广特征(模式)向量和增广权向量，此时的增广特征向量的全体称为增

广特征空间，引入它们是为了叙述和计算方便。在给出了线性判别函数的一般形式以后，下

面分别给出不同情况下的判别规则。 
(1)两类别问题 
以二维空间为例来说明两类模式的情况。在二维空间中

存在线性判别函数 

1 1 2 2 3( ) 0d x xω ω ω= + + =x  

可以很明显地看到属于 1ω 类的任一模式代入 ( )d x 后为

正值，而属于 2ω 类的任一模式代入 ( )d x 后为负值，如图3.1
所示。 

多维空间和二维空间情况相同，只是在三维空间判别界面为平面，在三维以上的多维空

 

图 3.1  两类模式的线性判别函数 
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间，判别界面为超平面。所以，对于待识别模式的增广特征向量 x，可以通过下面的判别规

则进行分类判别。设 d(x)为判别函数，则 

                          
1

T
2

0,
( ) 0,

0,     i

d
ω
ω

ω

> ∈⎧
⎪= < ∈⎨
⎪= ∈⎩ 或拒分

x
x w x x

x
 (3.3) 

其中 T( ) 0d = =x w x 为判别边界。 
(2)多类别问题 
在实际应用中，模式类别往往不止两个。前面介绍的两类别判别方法可以推广应用到 

类别数大于 2 的多维情况。假设有 , ,  cω ω ω1 2 ⋅ ⋅⋅, 类模式，在讨论判别问题时，分为以下三种

情况。 
第一种情况： iω 和 iω 可分的情况 
在这种情况下，每一个模式类与其他模式类之间都可用单个判别界面分开，即所确定的

判别函数将属于 iω 类和不属于 iω 类的模式划分开是处理这种情况的基本思想。这样，c 类问

题就转变为c − 1个两类问题。如果模式是线性可分的，一般需要建立c − 1个独立的判别函数： 
T( )i id =x w x ，i = 1, 2, ⋅ ⋅ ⋅ , c 

通过训练，其中每个判别函数都具有以下性质： 

                          T 0, , 1,2, ,
( )

0,
i

i i
i

i c
d

ω
ω

> ∈ = ⋅ ⋅ ⋅⎧
= ⎨ ∉⎩≤

x
x w x

x
 (3.4) 

式中， T
1 2 ( 1)( , , , , )i i i in i nω ω ω ω += Lw 为第 i 类判别函数的权向量。判别界面 ( ) 0id =x 将特征空

间划分成两个子区域，其中一个子区域为包含 iω 的类域 iΩ ，另一个子区域为包含不属于 iω 的

类域；同样，另一个判别界面 ( ) 0jd =x 也将特征空间划分成两个子区域，其中一个子区域为

包含 jω 的类域 jΩ ，另一个子区域为包含不属于 jω 的类域。 

这种情况的模式类别分布如图3.2所示，每一类都可用单个判别边界与其他类别区别开来。 

例如图3.2中某一模式 xp属于 1ω ，可见有 1( ) 0pd >x ，而 2 ( ) 0pd <x , 3 ( ) 0pd <x ， 1ω 类与

其他类由边界 1( ) 0d =x 分开。 
使用这类判别函数，可能会同时出现两个或两个以上

的判别式都大于零或所有的判别式都小于零的情况。对于

出现在这种区域中的点，不能判别出它们的类别，我们称

这样的区域为不确定区，用 I R 表示，类别越多， 
不确定区域也就越多。 ( ) 0id >x 只表明 x 位于 iω 类所在的

半空间中，而这个半空间还可能含有其他的类域，因此仅

用一个判别函数 ( ) 0id >x 不能可靠地判别出 iω∈x ，还必

须有 ( ) 0jd <x , j i∀ ≠ ，通过多个不等式的联立，使判别

区域变小，从而判别结果更准确。所以，对于 m 类问题，

判决规则为 

 

图 3.2  第一种情况分布 
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                    如果  
( ) 0
( ) 0,  , 1,2, ,

i

j

d
d j i j c

>⎧⎪
⎨ ∀ ≠ = ⋅ ⋅ ⋅⎪⎩ ≤

x
x

则 iω∈x  (3.5) 

【例 3.1】 设有一个三维三类问题，判别函数已经求得如下： 

1 1 2 3( ) 1d x x x= − + + +x ， 2 1 2( ) 3d x x= + −x ， 3 1 3 2( )d x x += − −x  

有模式 x = (7, 4, 1)
T
，判断其类别。 

解：可将该模式特征向量代入 1( )d x , 2 ( )d x 和 3 ( )d x 中，得到 

1 1 2 3

2

3 3 1 2

( ) 1 0 ( )
( ) 8 0
( ) 6 0 ( )

d
d
d

ω ω ω

ω ω ω

= − < → ∉ ∈

= >

= − < → ∉ ∈

或

或

x x x
x
x x x

 

根据上面的计算结果，最后判断 2ω∈x 。 
第二种情况： iω / jω 可分的情况 

在这种情况下，不能将每个模式类别与其他类别用 
单个判别界面完全分隔，但对于 c 类中任意两类 iω 和 jω 都

可以分别建立一个判别函数，将属于 iω 类的模式和属于 jω

类的模式分开，该判别函数对其他类不提供模式分类信息。

这种情况如图3.3 所示，判别界面 12 ( ) 0d =x 通过 3ω 类，只

能将 1ω 类和 2ω 类分开，而不能将 1ω 类与 2ω 类和 3ω  
类完全分开。既然每两个类之间存在一个判别界面，而从

c 元中取 2 元的组合数为 ( 1) / 2c c − ，所以对于 c 类模式来

说，需要 ( 1) / 2c c − 个判别函数将各个模式类分开。 
通过训练得到区分 iω 和 jω 两类的判别函数为[4] 

T( ) , , 1,2, , ;  ij ijd i j c i j= = ≠Lx w x  

其具有如下性质： 

T 0,
( )

0,
i

ij ij
j

d
ω
ω

> ∈⎧⎪= ⎨< ∈⎪⎩

x
x w x

x
 

                                 ( ) ( )ij jid d= −x x  (3.6) 

虽然 ( )ijd x 具有这样的属性，但是不能仅仅根据 ( )ijd x 的正负来判定 x 是否属于 iω 类，

只能判断出 x 是位于包含 iω 类的半空间中，还是位于含有 jω 类的半空间中，这是因为在某

个半空间中还可能含有其他的类域(或一部分)。所以除了关心 ( )ijd x 的正负之外，还要考虑

其他类域的判别函数才能做出正确的判决。所以这种情况的判别规则是 

                      如果  ( ) 0, , 1,2, ,ijd j i j c> ∀ ≠ = ⋅ ⋅ ⋅x ， 则 iω∈x  (3.7) 

在这种方法中依然存在不确定区。 
【例 3.2】 设有一个三维三类问题，三个判别函数分别为 

 

图 3.3  第二种情况分布 
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  12 1 2 3( ) 2 3d x x x= − +x  

 13 2 3( ) 2d x x= − − +x  

       23 1 2 3( ) 2 3 6d x x x= − − − +x  

判断 x = (7, 3, 2)
T
属于哪一类。 

解：将 x = (7, 3, 2)
T
代入上述判别函数有 

12 ( ) 7d =x ； 13 ( ) 3d = −x ； 23 ( ) 13d = −x  

利用 ( ) ( )ij jid d= −x x 的性质，有 

21( ) 7d = −x ； 31( ) 3d =x ； 32 ( ) 13d =x  

由于 

21

23

( ) 7 0
( ) 13 0

d
d

= − <⎧
⎨ = − <⎩

x
x

，
12

13

( ) 7 0
( ) 3 0

d
d

= >⎧
⎨ = − <⎩

x
x

 

而 3 ( ) 0, 1,2jd j> =x ，所以判断 3ω∈x 。 

对于 3c > 的多类模式来说， /i jω ω 可分的情况比 /i iω ω 可分的情况需要更多的判别函

数，但是 /i iω ω 可分的情况下是将 iω 类和其余 c−1 类区分开，而 /i jω ω 可分的情况下是将 iω

类和 jω 类分开，显然 /i jω ω 可分的情况使模式更容易线性可分。 

3.2  广义线性判别函数 

对于多类模式，其特征空间的分布情况往往比较复杂，但只要它们的分布不重叠或重叠

度不大，总可以确定其判别边界，而这些判别边界往往都是曲线或曲面等非线性界面。设 n
维模式特征向量集{xi}在特征空间 X n中是非线性可分的，对各个模式 x 做非线性变换： 

                 , ,n mX Y m n→ > T
1 2( , , , )nx x x= ⋅ ⋅ ⋅x ， T

1 2( , , , )my y y= ⋅ ⋅ ⋅y  (3.8) 

其中 ( ), 1,2, ,i iy f i m= = ⋅ ⋅ ⋅x 为 x 的单值实函数，选取适当的函数 ( )if x ，使 1{ ( ( ),j jy f x=  
T

2 ( ), , ( )) }j m jf x f x⋅ ⋅ ⋅ 在特征空间 mY 中线性可分，即分类界面是线性的。这样，在原始特征空

间 Xn 中的非线性判别函数在变换特征空间 mY 中成为线性判别函数，我们称之为广义线性判

别函数。 nX 中非线性判别函数 d(x)的一般形式和 mY 中相应的线性判别函数 ( )d%y 的关系表示

如下： 

                    
1 1 2 2 1

1 1 2 2 1
T

( ) ( ) ( ) ( )

( )

n n n

m m m

d f f f
y y y

d

ω ω ω ω
ω ω ω ω

+

+

= + + + +

= + + + +

= =

L
L

%

x x x x

w y y

 (3.9) 

式中， T
1 2 1( , , , )mω ω ω += ⋅⋅ ⋅w ， T T

1 2 1 2( , , , ,1) ( ( ), ( ), , ( ),1)m my y y f f f= ⋅⋅ ⋅ = ⋅⋅ ⋅y x x x , ( )i iy f= x , 
1, 2, ,i m= ⋅⋅ ⋅ 为 x 的单值实函数。 
显然，在 3.1 节中介绍的线性判别函数，实际上是广义线性判别函数在 ( )i iy f= =x  
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, 1,2, ,ix i n= L 下的特例。由于相当多的实际问题不是线性可分的，任何非线性判别函数总 
可以变换成广义线性判别函数，而线性判别技术已经有了比较全面的理论和方法，因此研究

广义线性判别函数具有重要的意义。 
很明显，如果 ( )if x 为一次多项式，则 d(x)为线性判别函数。若 ( )if x 为二次多项式，例

如 x 为二维模式，即 T
1 2( , )x x=x ，此时有 

                    2 2
11 1 12 1 2 22 2 1 1 2 2 3( )d x x x x x xω ω ω ω ω ω= + − + + +x  (3.10) 

则令 
T 2 2 T

1 2 6 1 1 2 2 1 2
T

11 12 22 1 2 3

( , , , ) ( , , , , ,1)

( , , , , , )

y y y x x x x x x

ω ω ω ω ω ω

= =

=

Ly

w
 

于是 T( ) ( )d d= =%x y w y，这时的判别函数已经线性化。 
推广到 n 维，即 T

1 2( , , , )nx x x= ⋅ ⋅ ⋅x ，若其判别函数为 

                   
-1

2
1

1 1 1 1

( )
n n n n

jj j jk j k j j n
j j k j j

d x x x xω ω ω ω +
= = = + =

= + + +∑ ∑ ∑ ∑x  (3.11) 

对其进行线性化，令 

                      1 2( , , , ),         ( 1)( 2) 2my y y m n n= = + +Ly  (3.12) 

则 y 的各分量为 

                    ( ) ,      , 1,2, , ;  , 0,1s t
i i p qy f p q n s t= = = =Lx x x  (3.13) 

有 T( ) ( )d d= =%x y w y，其中 w 的各分量对于二次项为 

,         1,2, , ; , 1, ,pq p n q p p nω = = +L L  

对于一次项为 , 1, 2, ,p p nω = L ，对于零次项为 1nω + 。 

若 ( )if x 为 r 次多项式，x 为 n 维模式，则 

                           1 2

1 2
( ) ( ) ( ) ( ) r

r

s s s
i p p pf = Lx x x x  (3.14) 

式中，p1, p2, ⋅ ⋅ ⋅ , pr = 1, 2, ⋅ ⋅ ⋅ , n；s1, s2, ⋅ ⋅ ⋅ , sr = 0, 1。这时，判别函数 d(x)可以按下列递推关系

写出： 
常数项  (0) 1( ) nd ω +=x  

一次项  (1) (0)
1

( ) ( )
n

p p
p

d dω
=

= +∑x x x  

二次项  (2) (1)
1

( ) ( )
n n

pq p q
p q p

d dω
= =

= +∑∑x x x x  

⋅ ⋅ ⋅  

r 次项  1 2

1 2 1 2

1 2 1 1

( 1)( )
1

( ) ( )r

r r

r r

r

n n n
s s s

r p p p p p p
p p p p p

d dω
−

−

= = =

⎧ ⎫⎪ ⎪= +⎨ ⎬
⎪ ⎪⎩ ⎭
∑ ∑ ∑ L Lx x x x x   



模 式 识 别   44 

由此可以推出任意有限次的判别函数，并可以将非线性判别函数线性化。 

3.3  感知器算法 

根据 3.1 节的讨论，如果从过去的经验中能够知道两类模式的分布规律，并在两类线性

可分的情况下，就可以找到它们的分界面。但是在大多数情况下，我们所能掌握的只是按上

述分布抽出的样本，我们的任务就是根据一组样本集找出这些模式类的分界面，并且希望以

后抽出的样本也能被这个分界面正确地分类。感知器算法(Perception Approach)是通过训练模

式样本集的“学习”来得到判别函数系数解的方法之一。“感知器”一词，是借用 20 世纪 50
年代到 60 年代初期人们对一种分类学习机模型的称呼。 

根据 3.1 节的讨论，在两类线性可分的情况下，对于样本 x，如果有 T 0>w x ，则判别 x
样本属于 1ω ，如果 T 0<w x ，就判别 x 样本属于 2ω 。为了简化训练过程，我们把属于 2ω 的

样本用负号来表示，而使所有样本都满足 T 0>w x 的权向量 *w 称为解向量。下面介绍求 
解解向量的两种方法。 

3.3.1  基于赏罚概念的感知器训练算法 

基于赏罚概念的感知器算法是在利用样本进行训练求解向量的过程中采取的赏罚策略，

对正确分类的模式则“赏”(这里用“不罚”)；错误分类的模式则“罚”，具体训练步骤如下。 
已知两个训练模式集，它们分别属于 1ω 和 2ω 类，确定权向量的初始值为 w(1)(任意取

值)，然后开始用全部训练模式集进行第一轮迭代。如果第 k 次判断中，取 1k ω∈x ，而
T ( ) 0kk ≤w x ，则认为对第 k 次实验中所采用的模式 xk 进行了错误判别，其中 wT(k)表示第 k

次判别所采用权向量。由于判别失误，所以需要校正权向量，使 

                               ( 1) ( ) kk k c+ = +w w x  (3.15) 

这里 c 为校正增量，如 2k ω∈x ， T ( ) 0kk ≥w x ，同样分类错误，需要按照下式校正权向量： 

                                ( 1) ( ) kk k c+ = −w w x  (3.16) 

如果在第 k 次判别时，不符合以上情况，则表明第 k 次迭代得到正确的分类，则权向量

保持不变： 
                                 ( 1) ( )k k+ =w w  (3.17) 

按照这种方式计算下去，直到所有样本都能进行正确的分类判断，得到最后的正确权向

量 *w ，只要有一个样本没有正确分类，就必须进行下一轮迭代。 
这就是基于赏罚概念的感知器算法的基本原理[4]。 
若对属于 2ω 类的模式样本乘以(-1)，则校正权向量表达式(3.15)与式(3.16)完全一致。

这样，式(3.16)和式(3.17)表示的算法可以统一写成 

                          
T

T

( ),           ( ) 0
( 1)

( ) ,  ( ) 0
k

k k

k k
k

k c k

⎧ >⎪+ = ⎨
+⎪⎩ ≤

w w x
w

w x w x
 (3.18) 

式中 c 为正的校正增量。也就是说，基于赏罚概念的感知器算法对于正确分类的模式权，向

量 w 不变；对错误分类的模式，则修正权向量。 
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【例 3.3】 图3.4中有 4 个模式样本： 1x = (0, 0)T , 2x = (1, 1)T , 3x = (2, 0)T, 4x = (2, 2)T。

其中 1x 和 x2属于 1ω ，x3和 x4属于 2ω ，用基于赏罚概念的感知器算法求判别函数中权向量的

解。 
解：根据式(3.18)求解。首先将属于 2ω 的训练样本乘以(−1)，并

将所有训练样本写成增广向量的形式： 1x = (0, 0, 1)T , x2 = (1, 1, 1)T, x3 
= (−2, 0, −1)T , x4 = (−2, −2, −1)T。取 c = 1，w(1) = 0。 

第一轮迭代： 
T T

1(1) (0, 0, 0)(0, 0,1) 0= =w x ，所以 w(2) = w(1) + 1x = (0, 0, 1)T。 
T T

2(2) (0, 0,1)(1,1,1) 1 0= = >w x ，故 w(3) = w(2)。 
T T

3(3) (0, 0,1)( 2, 0, 1) 1 0= − − = − <w x ，那么 w(4) = w(3) + x3 = (−2, 0, 0)T。 
T T

4(4) ( 2, 0, 0)( 2, 2, 1) 4 0= − − − − = >w x ，因此 w(5) = w(4)。 
由于第一步和第三步错误分类，而只有对全部模式分类都正确时，权向量才是正确的解，

所以需要进行第二轮迭代： 
T

1(5) 0=w x ，故 w(6) = w(5) + x1= (−2, 0, 1)T。 
T

2(6) 1 0= − <w x ，因此 w(7) = w(6) + x2= (−1, 1, 2)T。 
T

3(7) 0=w x ，因此 w(8) = w(7) + x3 = (−3, 1, 1)T。 
T

4(8) 3 0= >w x ，那么 w(9) = w(8)。 
仍有分类错误，需要进行第三轮迭代： 

T
1(9) 1 0= >w x ，于是 w(10) = w(9)。 

T
2(10) 1 0= − <w x ，因此 w(11) = w(10) + x2 = (−2, 2, 2)T。 

T
3(11) 2 0= >w x ，所以 w(12) = w(11)。 

T
4(12) 2 0= − <w x ，所以 w(13) = w(12) + x4 = (−4, 0, 1)T。 

继续进行第四轮迭代： 
T

1(13) 1 0= >w x ，所以 w(14) = w(13)。 
T

2(14) 3 0= − <w x ，所以 w(15) = w(14) + x2= (−3, 1, 2)T。 
T

3(15) 4 0= >w x ，所以 w(16) = w(15)。 
T

4(16) 2 0= >w x ，所以 w(17) = w(16)。 
继续进行第五轮迭代： 

T
1(17) 2 0= >w x ，所以 w(18) = w(17)。 

T
2(18) 0=w x ，所以 w(19) = w(18) + x2 = (−2, 2, 3)T。 

T
3(19) 1 0= >w x ，所以 w(20) = w(19)。 

T
4(20) 3 0= − <w x ，所以 w(21) = w(20) + x4 = (−4, 0, 2)T。 

继续进行第六轮迭代： 
T

1(21) 2 0= >w x ，所以 w(22) = w(21)。 
T

2(22) 2 0= − <w x ，所以 w(23) = w(22) + x2 = (−3, 1, 3)T。 
T

3(23) 3 0= >w x ，所以 w(24) = w(23)。 
T

4(24) 1 0= >w x ，所以 w(25) = w(24)。 

 

图 3.4  模式样本分布 
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继续进行第七轮迭代： 
T

1(25) 3 0= >w x ，所以 w(26) = w(25)。 
T

2(26) 1 0= >w x ，所以 w(27) = w(26)。 
T

3(27) 3 0= >w x ，所以 w(28) = w(27)。 
T

4(28) 1 0= >w x ，所以 w(29) = w(28)。 

到此为止，所有分类都正确，所以解向量 *w = (−3, 1, 3)T，相应的判别函数为 

1 2( ) 3 3d = − + +x x x  

图3.4中的虚线即为判别界面 d(x) = 0。 

3.3.2  梯度下降法 

我们知道一个函数的梯度指明了当其自变量增加时，该函数增大率最大的方向，负梯度

则表明在同样条件下函数下降最快的方向。基于梯度函数的这一重要性质，并且参考感知器

算法的修正规则方程(3.18)，我们试图定义一个准则函数 J(w, x)，使该函数的最小值对应着

最优解向量 *w [8]。这样，就将求解问题简化成一个标量函数的最小化问题。 
梯度下降法的原理比较简单，首先从一个随意选择的权向量 (1)w 开始，计算其梯度向 

量 (1)J =∇ w w ，下一个值 (2)w 由 (1)w 向下降最陡的方向移一段距离得到，即沿梯度的负方向[5]。

则 ( 1)k +w 由等式 
                          ( )( 1) ( ) ( ) kk k Jρ =+ = − ∇ w ww w  (3.19) 

计算。其中 ρ 为正比例因子，如果对于所有的 x，在 w = w(k)时梯度 J∇ 为最小值，则得到权

向量的最优解 *w 。 
我们选择准则函数 J 为 

                             T T( , ) (| | )J k= −w x w x w x  (3.20) 

其中 k > 0。显然，只要满足 T T| | 0− =w x w x ，该准则

函数均达到最小值 Jmin(w, x)，此时有 T
≥ 0w x ，因此得

到最优解 *w 。 
假定 x 为定值，J(w, x)与 w 的关系如图3.5所示。

在坐标原点的左侧，J(w, x)是一条下降的斜线，斜率取

决于梯度；在坐标原点的右侧，J(w, x) = 0，是 w 的解

区。 
令 k = 1/2，根据式(3.20)求梯度 J∇ ，即 

                           T1 [ sgn( ) ]
2

JJ ∂
∇ = = −

∂
x w x x

w
 (3.21) 

式中 

                            
T

T 1,         0
sgn( )

1,      
⎧ >⎪= ⎨

−⎪⎩ 其他

w x
w x  (3.22) 

将式(3.21)代入式(3.19)，得到 

 
图 3.5  梯度法示意图 
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{ }T

T

T

( 1) ( ) sgn[ ( ) ]
2

( ),      ( ) 0

( ) , ( ) 0

k k k

k

k k

k k k

k k

k k

ρ

ρ

+ = − −

⎧ >⎪= ⎨
+⎪⎩ ≤

w w x w x x

w w x

w x w x

 (3.23) 

当 0cρ = > 为常数时，上式与基于赏罚概念的感知器算法的修正公式(3.18)一致。可见，基

于赏罚概念的感知器算法只是梯度下降法的一种特殊情况，并且把 ρ 为常数的梯度法称为固

定增量法。 
当 k 只记录迭代运算过程中对权向量修正的次数时，式(3.23)简化为 

                                ( 1) ( ) k kk k ρ+ = +w w x  (3.24) 

在上式中，用 kρ 代替 ρ ，表示在迭代中 ρ 随 k 变化，称为可变增量法。在迭代过程中，对于

某个 k，若要求 

                                    T ( 1) 0kk + >w x  (3.25) 

将式(3.25)代入式(3.24)，可以得到 

                                   
T

2
| ( ) |

|| ||
k

k
k

kρ ≥
w x

x
 (3.26) 

此时的算法称为可变增量的绝对修正法。 
可见，参数 ρ 的选择很重要。一般来说， ρ 选大一些，收敛速度快，但迭代过程可能会

不稳定，甚至会引起发散。 
与基于赏罚概念的感知器算法一样，梯度下降法只适用于线性可分的情况，否则，算法

将会在解区边界两侧来回摆动而始终不收敛。 
这里只介绍了线性感知器算法，对于非线性算法，请读者参见第 7 章。 

3.4  最小平方误差准则函数 

在 3.3 节介绍的感知器算法是在已知模式集线性可分的基础上采用的，但是对于给定的

模式集往往不能预先知道是否线性可分。本节介绍的最小平方误差准则函数(LMSE)可以在

训练过程中判定训练模式集是否线性可分[4]。最小平方误差准则函数是在对准则函数引进最

小均方差的基础上建立起来。 
3.3 节介绍的准则函数都是基于解线性不等式组的方法，共同之处是企图找到一个解向

量 *w ，使得满足 T 0>w x 的数目最大，从而使错分的样本数最少，在不等式组一致的情况下，

得到一个解区中的解向量。 
我们把不等式组写成如下形式： 

                                    T 0i ib= >xw  (3.27) 

其中 bi是任意给定的正常数。将上式写成联立方程组的形式，即为 

                                     =X bw  (3.28) 

其中， 
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T
11 12 11

T
2 21 22 2

T
1 2

         

n

n

d d d dn

⎡ ⎤⎡ ⎤
⎢ ⎥⎢ ⎥
⎢ ⎥⎢ ⎥= = ⎢ ⎥⎢ ⎥
⎢ ⎥⎢ ⎥
⎢ ⎥⎢ ⎥⎣ ⎦ ⎣ ⎦

L

L
M M

L

x x xx

x x x x
X

x x x x

 

是一个 d × n 矩阵，xi是规范化增广样本向量，b = (b1,b2,…, bd)T是一个 d 维向量， 0ib > ，i = 

1, 2,…, d。这样就可以用解一组线性方程组的问题来代替原来的解一组线性不等式的问题。 
通常样本数 d 总是大于维数 n，因此 X 是长方阵，一般为满秩阵。实际上方程个数多于

未知数的情况，一般为矛盾方程组，一般没有精确的解存在。 
我们定义一个误差向量 

                                   = −e Xw b  (3.29) 

由于最小平方误差准则以最小均方误差为准则，因而定义准则函数 

                        2 2 T 2

1

( ) || || || || ( )
d

i i
i

J
=

= = − = −∑w e Xw b w x b  (3.30) 

然后找一个使 ( )J w 极小化的w 作为问题的解，即求解使 ( )J w 的梯度为 0 的w 值。 
首先对式(3.30)中的 ( )J w 求梯度， 

                      T T

1

( ) 2( ) 2 ( )
d

i i i
i

J
=

∇ = − = −∑w w x b x X Xw b  (3.31) 

令 ( ) 0J∇ =w ，得 
                                 T T=X Xw X b  (3.32) 
得到 
                              T 1 T *( )−= =w X X X b X b  (3.33) 

其中 n×d 矩阵 * T 1 T( )−=X X X X 称为矩阵 X 的规范逆矩阵，w 就是式(3.27)的最小平方误差

准则函数的解。 
可见w 的解依赖于向量 b，b 的不同选择可以赋予解不同的性质，而且式(3.33)的计算量

很大，因为要求解 n × n 维矩阵的逆。为了避免上述缺点，可以采用梯度下降法。由式(3.31)
可知其梯度为 

T T

1

( ) 2( ) 2 ( )
n

i i i
i

J
=

∇ = − = −∑w w x b x X Xw b  

则梯度下降法计算过程为 
(1)首先任意指定初始权向量 

                             T(1) (1)=w X b ， (1) 0>b  (3.34) 

(2)如第 k 步不能满足 T ( ( ) ( )) 0k k− =bX Xw ，则按下式计算第 k +1 步的权向量： 

                        T( 1) ( ) [ ( ) ( )]k k X k kρ+ = − −w w X w b  (3.35) 

其中 ρ 为修正系数，则这个算法产生的权向量 ( )kw , k = 1, 2,…收敛于满足方程 ( ) 0J∇ =w ，

且不管 TX X 是否为奇异阵，这个梯度下降算法总能产生一个解。 



第 3 章  线性判别函数 

 

49 

每次迭代时的误差向量 e(k)， 

                                ( ) ( ) ( )k X k k= −e w b  (3.36) 

                                ( ) ( ) ( )k X k k= −e w b  (3.36) 

是研究样本集线性可分性的重要指标。只有满足 

                        e(k) ≥ 0(即每一个分量均为正值或零) (3.37) 

系统才线性可分，如果 e(k) < 0，则不能收敛。 
下面以一个实例来说明这种情况。 

【例 3.4】 假设有两类样本集 1ω : (0, 0)T, (0, −1)T和 2ω : (−1, 0)T, (−1, −1)T，如图3.6所示。 
显然它们是线性可分的。将 2ω 中样本乘以(−1)，并将所有样本写成增广矩阵(对 1ω , 2ω 所

有样本增 1，并对 2ω 取负)得样本矩阵为 

0 0 1
0 1 1
1 0 1
1 1 1

⎡ ⎤
⎢ ⎥−⎢ ⎥=
⎢ ⎥−
⎢ ⎥

−⎢ ⎥⎣ ⎦

X  

则 X 的规范逆矩阵为 

* T 1 T

0.5 0.5 0.5 0.5
( ) 0.5 0.5 0.5 0.5

0.75 0.25 0.25 0.25

−

⎡ ⎤
⎢ ⎥= = − −⎢ ⎥
⎢ ⎥−⎣ ⎦

X X X X  

取 T(1) (1,1,1,1)=b 和 ρ =1，得 
* T(1) (1) (2, 0,1)= =w X b  

因为 

T

0 0 1
2

0 1 1
(1) 0 (1,1,1,1)

1 0 1
1

1 1 1

⎡ ⎤
⎡ ⎤⎢ ⎥− ⎢ ⎥⎢ ⎥= =⎢ ⎥⎢ ⎥−
⎢ ⎥⎢ ⎥ ⎣ ⎦−⎢ ⎥⎣ ⎦

Xw  

这时 
T ( ( ) ( ))k k−X Xw b = (1)Xw −b(1) = 0 

E(1) = 0 

因而 (1)w 即为所求的解， T* (2,0,1)=w ，因此决策面方程为 12 1 0x + = 。 
现在把上述 4 个样本重新变换一下，使其出现不可分的状态： 

1ω : (0, 0)T, (−1, −1)T,  2ω : (0, −1)T , (−1, 0)T 

此时的样本矩阵为 

 

图 3.6  两类样本集示意图 
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0 0 1
1 1 1
0 1 1
1 0 1

⎡ ⎤
⎢ ⎥− −⎢ ⎥=
⎢ ⎥−
⎢ ⎥

−⎢ ⎥⎣ ⎦

X  

则 X 的规范逆矩阵为 

* T 1 T

0.5 0.5 0.5 0.5
( ) 0.5 0.5 0.5 0.5

0.75 0.25 0.25 0.25

−

− −⎡ ⎤
⎢ ⎥= = − −⎢ ⎥
⎢ ⎥− − −⎣ ⎦

X X X X  

取 T(1) (1,1,1,1)=b 和 ρ =1，得 

* T(1) (1) (0,0,0)= =w X b  

T(1) (1) (1) ( 1, 1, 1, 1)X= − = − − − −E w b  

E(1)是一个全负分量的向量，说明系统是线性不可分的。 

3.5  多类问题[1] 

前面几节讨论了两类问题的线性判别方法。无论是在理论上还是在具体算法上，它们都

有一 定的特殊性。但实际上，我们遇到的不只是两类问题，还经常遇到多类问题。因此，研

究多类分类算法是很重要的。 

3.5.1  多类问题的基本概念 

利用线性判别函数解决多类问题的判别有多种方法。例如，可以把 c 类问题视为 c − 1 个 
两类问题，其中第 i 个问题是用线性判别函数把属于 iω 类的点和不属于 iω 类的点分开，如 
图3.7(a)所示。再麻烦一些的方法是用 c(c − 1) / 2 个线性判别函数，把样本分为 c 个类别，每

个线性判别函数只对其中的两个类别分类，如图3.7(b)所示。但是这两种方法都会产生如

图3.7所示的阴影区域，对这个阴影区域中的点无法确定其类别。 

 

图 3.7  把多类问题转化为多个两类问题的两种情况 

为此，我们定义 c 个判别函数 
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                            T
0( ) , 1,2, ,i i id i c= + = ⋅ ⋅ ⋅x w x w  (3.38) 

如果对一切 j i≠ ，都满足 ( ) ( )i jd d>x x ，则把 x 归于 iω 类；如果 ( ) ( )i jd d=x x ，则拒绝

决策。这样得到的判别规则把特征空间分为 c 个决策区域 Ω1, Ω2, ⋅ ⋅ ⋅ , Ωc，当 x在 Ωi中时， 
( )id x 具有最大值。如果 Ωi和 Ωj相邻．则它们的分界面就是超平面 Hij的一部分，其定义为 

                                   ( ) ( )i jd d=x x  (3.39) 

或 

                              T
0 0( ) ( ) 0i j i j− + − =w w x w w  (3.40) 

由此可知， i j−w w 是 Hij的法向量，从 x 到 Hij的代数距离为 

                                 
( ) ( )i j

i j

d d
r

−
=

−

x x

w w
 (3.41) 

因此，对线性机器来说，重要的是权向量的差而不是权向量本身。这时应该有 c(c−1)/2
个超平面。但在实际问题中，出现在分界面上的超平面的个数往往少于 c(c−1)/2。下面我们

在图3.8中说明在二维情况下，决策面的分布情况。 

 

图 3.8  多类线性决策面的例子 

很明显，决策面是凸的，决策区域单连通。除了这一点限制外，这种方法有很多优点，

最突出的优点就是分析起来比较简单。 
对于多类问题判别方法的设计，本章前面讲到的关于两类问题的准则函数和算法一般都

可以推广到多类情况。但是由于计算起来非常复杂，对此我们不准备详细讨论。下面我们只

介绍一下解决多类问题的决策树方法。 

3.5.2  决策树简介 

1．基本概念 

决策树是一种模式识别中进行分类的有效方法，对于多类或多峰分布问题，这种方法尤

为方便。利用决策树可以把一个复杂的多类别分类问题转化为若干简单的分类问题来解决。

这种方法不是企图用一种算法、一个决策规则把多个类别一次分开，而是采用分级的形式，

使分类问题逐步得到解决。图3.9所示就是一个决策树的例子。 
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一般来说，一个决策树由一个根节点 n1、一组非终止节

点 ni和一些终止节点 tj组成，可对 tj标以各种类别标签，有

时不同的终止节点上可以出现相同的类别标签。如果用 T
表示决策树，那么一个决策树 T 对应于特征空间的一种划

分，它把特征空间分成若干区域，在每个区域中，某个类别

的样本占优势，因此可以标以该类样本的类别标签。 
数学上可以对决策树分类规则做如下表述。 
给定样本集 R，其中的样本属于 c 个类别，用 Ri表示 R

中属于第 i 类的样本集。定义一个指标集 I = {1,2, ⋅ ⋅ ⋅ ,c}和一

个 I 的非空子集的集合： 

1 2{ , , , }pI I Iτ = L  

我们可以令当 i j≠ 时， i jI I∩ = ∅。一个广义决策规则 f 就是 R 到τ 的一个映射(记为 

:f R τ→ )。若 f 把第 i 类的某个样本映射到包含 i 的那个子集 Ik中，则识别正确。 
设 T(R, I)是由样本集 R 和指标集 I 所形成的所有可能映射的集合，则 T(R, I)可表示为由 

对 ( , )i ia τ 所组成的集合，元素 ( , )i ia τ 称为一个节点， ia 是该节点上表征这种映射的参数，

1 2{ , , , }
ii i i ipI I Iτ = ⋅ ⋅ ⋅ 是该节点上指标集 Ii的非空子集的集合。令 ni和 nj是 T(R, I)的两个元素，

其中， 
1 2( , ), { , , , }

ii i i i i i ipn a I I Iτ τ= = ⋅⋅ ⋅  

1 2( , ), { , , , }
jj j j j j j jpn a I I Iτ τ= = ⋅⋅ ⋅  

若
1

,  1
j

jl ik il p
I I k p∪ =

≤ ≤
≤ ≤ ，则称 ni为 nj的父节点，或称 nj为 ni的子节点。 

设 ( , )B T R I⊂ 是节点的有限集，且 n B∈ 。若 B 中没有一个元素是 n 的父节点，则称 n
是 B 的根节点。当 ( , )B T R I⊂ 满足下列条件时，它就是一个决策树分类规则： 

① B 中有一个并且只有一个根节点。 
② 设 ni和 nj是 B 中的两个不同元素，则

1 1i j
ik jlk p l p

I I∪ ≠ ∪
≤ ≤ ≤ ≤

。 

③ 对于每一个 i I∈ ，B 中存在一个节点 { }1 2( , ), , , , pn a I I Iτ τ′ ′ ′ ′ ′ ′ ′= = L ，且τ ′中有一个元

素是 i(与它对应的 n′ 的子节点叫叶节点，又称终止节点)。 
注意，在这样定义的决策树中，每个类别标签只出现在一个叶节点上；我们当然也可 

以使每个类别标签出现在几个不同的叶节点上。这时，前述的当 i j≠ 时 i jI I∩ = ∅ 的限制 

条件就不再成立了。 
二叉树是决策树的一种简单形式。所谓二叉树，是指除叶节点外，树的每个节点仅分 

为两个分支，也就是说，每个节点 ni 都有且只有两个子节点 iln 和 irn 。二叉树结构决策树可

以把一个复杂的多类别分类问题化为多级多个两类问题来解决，在每个节点 in ，都把样本 
集分为左右两个子集。分成的每一部分可能仍然包含多个类别的样本，可以把每一部分再分

成两个子集，直至分成的每一部分只包含同一类别的样本，或某一类样本占优势为止。 
这种二叉树结构决策树概念简单、直观，便于解释，而且在各个节点上可以选择不同的

特征和采用不同的决策规则，因此设计方法灵活多样，便于利用先验知识，获得一个较好的

决策树。图3.10所示是一个二叉决策树的例子。 

 

图 3.9  决策树示意图 
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在这个例子中，每个节点上只选择一个特征，并给出了

相应的决策阈值。对于未知样本 x，只要从根节点到叶节点，

顺序把 x 的某个特征观察值与相应的阈值相比较，就可做出

决策，把 x 分到相应的分支，最后分到合适的类别。 

2．决策树设计需要考虑的基本问题 

设计一个决策树，主要应解决下面几个问题： 
① 选择一个合适的树结构，即合理安排树的节点和分支； 
② 确定在每个非终止节点上要使用的特征； 
③ 在每个非终止节点上选择合适的决策规则。 
这三个问题解决了，决策树的设计也就完成了。二叉树

的设计也不例外。 
把一个多类别分类问题转化为两类问题的形式是多种多样的，因此，对应的二叉树的结

构也将各不相同。我们的目的是要找一个最优的决策树。 
显然，一个性能良好的决策树结构应该错误率小而且决策代价低。但是由于很难把错误率

的解析表达式和树的结构联系起来，在每个节点上采用的决策规则也仅仅是在该节点上采用的

特征观察值的函数，因此，即使每个节点上的性能都达到最优，也不能说整个决策树的性能达

到最优。所以在实际问题中，人们往往提出其他一些优化准则，例如极小化整个树的节点数目，

或极小化从根节点到叶节点的最大路程长度，或极小化从根节点到叶节点的平均路程长度等，

然后采用动态规划方法，力争设计出能最好地满足某种准则的“最优”决策树。 

3．决策树设计方法 

下面举几个决策树设计方法的例子，供读者在应用决策树解决具体问题时参考。 
① 穷举决策树设计方法。这是从减少错误率的要求出发的一种设计方法。 
设有一个决策规则 f，它对每个样本给予一个明确的类别，即 :f R I→ 。与此相联系的 

可以定义一个错误矩阵 fε ，其中的每个元素 ( , )f i jε ，表示第 i 类的样本由决策规则分为第 j

类的条件概率。假使 

1 2{ , , , }pI I Iτ = ⋅ ⋅ ⋅  

是 I 的互不相交的 p 个子集的集合，则从决策规则 f 可以形成一个广义决策规则 :f R τ′ → ，

使得若 ( )f x i= ，则 ( )( ) j if x I′ = ， ( )j iI 是τ 中包含 i 的一个元素。显然，决策规则 f ′ 的正确识

别率为 

( )

( ) ( , )
j

f i f
i I l I i

P P i lω′
∈ ∈

= ∑ ∑ ε  

这里 ( )iP ω 是 iω 类的先验概率。我们对所有可能的树结构都进行计算以得到最大的正确识别

率。当类别数很大时，这种方法计算量非常大。例如，在类别数为 15 时，不同的树的结构达

到 1 386 298 975 种，因此实际实现时有很大的困难。但是若规定树结构的阶数(父节点所具

有的子节点的数目)，例如规定阶数等于 2，即二叉树，则树的结构总共只有 16 384 种。对于

高速计算机来说，这样做还是可行的。 

 

图 3.10  一个二叉决策树的例子 
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② 软决策的决策树设计方法。一般的决策树希望用误识率和特征测量的平均代价的加

权和作为设计的最优化准则。这样一来，在不同节点上不同决策规则的特征选择和树结构的

设计就不可分割地结合在一起，从而造成了巨大的计算复杂性。当实际问题中要处理的特征

数和类别数都很多时，这样做几乎是不可能的。因此提出了不少把树结构设计和特征选择(即

使是局部的)加以分开的方法，有的限制每个节点只用一个特征，有的借助于启发式知识进行

设计和选择特征，有的则把树结构限制为二叉树形式，在每一个节点上只把某一个类别和其

他类分开等。所有这些方法的特点都是在每个非终止节点上做出唯一的决策。在对一个样本

进行识别时，必须从根节点开始，沿树的路径一个节点一个节点地检验，直到叶节点上为止。

在叶节点上得到它最后决策的类别标签。因此它的可靠性和根节点以及中途所有非终止节点

上的决策可靠性都有关。为了克服这个缺点，在每个节点上都产生某个条件后验概率的估计

向量而不做明确的分类决策。决策树和通常的单级贝叶斯分类的不同之处在于，它的条件后

验概率是通过一系列步骤计算出来的。对每个节点来说，输出是输入类别集合 I ′的一 
个互不相交的子集集合 1 2{ , , , }pI I I′ ′ ′L ，即

1,2,.., ii p
I I

=
′ ′= ∪ ，且当 i j≠ 时， i jI I′ ′∩ = ∅ 。子集 iI ′的

先验概率是 iI ′中包含各类别的先验概率之和，即 ( ) ( )
i

i
i I

P I P i
′∈

′ = ∑ 。数学上可以证明，在某个

节点上，样本 x 对某个输出子集 iI ′的条件后验概率可按照下式估计： 

1( | , ) ( | )
( | )iP I I P i

P I
′ ′ =

′
x x

x
 

假设对于各个节点的后验概率估计精确度都很高，这样的决策树的性能对子树结构来说

具有渐近的“鲁棒”性。我们可以选择各个节点上输出的互不相交的子集集合，使得 p 
个 ( | , )iP I I′ ′ x 的估计具有最大的可信度。从原则上说，这样做需要检验 I 的各种可能的子集

集合 1 2{ , , , }pI I I⋅ ⋅ ⋅ ，显然计算量是非常大的。对于子类别互相不重叠的情况，可以认为，后

验概率估计的可靠性和 iI ′ 与 jI ′ 之间的距离是成比例的，因此有可能用分级聚类的方法来确

定集合 1 2{ , , , }pI I I⋅ ⋅ ⋅ ，从而大大简化计算的复杂度。 

还有一些其他的决策树设计方法，如二叉树，它们用多元逐步回归选择特征，并在对应

的两个分支上类别数相等的条件下使余数最小。 

3.6  Fisher线性判别函数 

在应用统计模式识别方法时，经常会遇到“维数灾难”问题，在低维空间里适用的方法

在高维空间可能完全不适用。于是人们开发了一些降低特征空间维数的方法，Fisher 线性判

别方法就是其中之一。 
把多维特征空间的所有点投影到一条过原点的直线上，就能把特征维数压缩到 1。这在

数学上是很容易办到的。但是，在高维空间中很容易分开的样本，把它们投影到任意一条直

线上，不同类别的样本可能混杂在一起，无法区分，如图3.11(a)所示两类二维模式的分布，

它们的投影无论在 x1或 x2轴上都是混杂的，因此单纯取它们在 x1或 x2轴上的投影不容易分

类。但是如果把直线绕原点转动一下，就有可能找到一个方向，使这些样本点的投影能很好

地区分开，如图3.11(b)所示。因此直线方向的选择很重要。如何找到最好的直线方向使样本
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在这条直线上的投影很容易分开，以及如何实现最好方向投影的变换，正是 Fisher 算法要解

决的基本问题，这个投影变换正是我们所寻求的解向量 ∗w [6]。 

 

图 3.11  Fisher 线性判别原理示意图 

设给定两类模式样本集 1ω 和 2ω ，它们各有 n1和 n2个 d 维样本。我们的目标就是找到这

样一条直线，使得模式样本在这条直线上的投影最有利于分类。设w 为这条直线正方向的单

位向量。于是 1ω 和 2ω 对直线的投影组成集合 Y1和 Y2，每个 iY∈y 就是 iω∈x 在单位向量w 上

的投影。从而有 

                                    T=y w x  (3.42) 

为了找到最有利于分类的投影方向，需要建立一个能反映不同类别模式在这条直线上投影分

离程度好坏的准则函数。 
为了使样本容易分类，应使各类模式投影均值彼此间相距尽可能大。设 iμ 是各类样本的

均值向量，ni是 iω 类的样本个数， 

                                 1 ,     1,2
i

i
i x

i
n ω∈

= =∑ xμ  (3.43) 

则这些样本在直线w 上的投影均值是 

                         T T1 1 ,  1,2
i i

i i
i iY

i
n n ω

μ
∈ ∈

= = = =∑ ∑%
y x

y w x wμ  (3.44) 

而投影均值差为 

                                      1 2−% %μ μ  (3.45) 

为了得到更好的分类效果，应该使投影均值差即式(3.45)尽量大。 
为了使类别分类效果好，还应该使同类模式的投影尽量密集。我们可以用类内离散度来

度量这个密集程度。定义一类模式投影的类内离散度为 

                                  
22 ( )

i

i i
Y∈

= −∑% %
y

S y μ  (3.46) 

则总的类内离散度为 

                                     2 2
1 2+% %S S  (3.47) 
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它代表整个样本集合中各类样本投影的密集程度。为了得到更好的分类结果，应选择直线w
使得类内总离散度尽可能小。 

综合以上讨论，我们定义 Fisher 准则函数为 

                                 
2

1 2
2 2
1 2

( )( )J −
=

+
% %
% %

μ μw
S S

 (3.48) 

显然应该寻找使 ( )J w 的分子尽可能大，分母尽可能小，也就是使 ( )J w 尽可能大的w 作

为投影方向。 
通过推导变换(具体推导过程参见文献[12])，解得使 ( )J w 取得最大值的 ∗w 为 

                                  1
1 2( )∗ −= −μ μw S  (3.49) 

其中 1 2= +S S S ，
T

( )( ) , 1,2
i

i i i i
ω∈

= − − =∑
x

S x xμ μ 为第 i 类的离散度矩阵。 ∗w 就是 d 维 X 空

间到一维 Y 空间的最好投影方向。有了 ∗w ，利用式(3.42)，就可以把 d 维样本 ix 投影到一维，

即直线 ∗w 上，变成一维样本 iy 。这样 d 维分类问题就转化为一维分类问题了。 
现在只要确定阈值 0y ，将投影 iy 与 0y 相比较，就可以做出决策。 0y 的选取有不同的方

案，比较常用的三种分别是 

                                  1 2
0 2

+
=

% %μ μ
y  (3.50) 

                               1 1 2 2
0

1 2

n n
n n

+
= =

+
% % %μ μ

μy  (3.51) 

                            1 2 1 2
0

1 2

ln( ( ) / ( ))
2 2

P P
n n

ω ω+
= +

+ −
% %μ μy  (3.52) 

其中 1( )P ω 和 2( )P ω 分别为 1ω 类和 2ω 类样本的先验概率[7]。 
这样，对于任意给定的未知样本 x，只要计算它的投影点 y， T∗=y w x ，再根据决策规则 

                                 0 1

0 2

ω
ω

> ⇒ ∈⎧
⎨ < ⇒ ∈⎩

y y x
y y x

 (3.53) 

进行分类，就可以判别出样本 x 的类别。 

习题 3 

3.1  设五维空间的线性方程为 1 2 3 4 555 68 32 16 26 10 0x x x x x+ + + + + = ，试求出其权向量与样

本向量点积的表达式 T
0 0+ =w x w 中的w和 x，以及相应的增广权向量与增广特征向量。 

3.2  给出一组三类问题的判别函数： 

g1(x) = −x1，g2(x) = x1+ x2−1，g3(x) = x1−x2−1 

① 假设每一模式类与其他模式类之间可用单个判别平面分隔； 
② 每两类模式之间都可分别用判别平面分隔开，且 

g12(x) = g1(x)，g13(x) = g2(x)，g23(x) = g3(x) 
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对于以上两种情况，分别求出每类的判别边界和区域。 

3.3  设两类样本的类内离散矩阵分别为 1
1 1/ 2

1/ 2 1
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

S ， 2
1 1/ 2
1/ 2 1

−⎡ ⎤
= ⎢ ⎥−⎣ ⎦

S ，各类样本均

值分别为 T
1 (2,  0)=μ , T

2 (2,  2)=μ ，试用 fisher 准则求其决策面方程。 
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第 4章  模式特征提取与选择 

在一个较完善的模式识别系统中，或者明显或者隐含地有特征提取与选择的环节，通常

其处于对象特征数据采集和分类识别两个环节之间，特征提取与选择方法的优劣极大地影响

着分类器的设计和性能，它是模式识别三大核心问题之一。 
通常能描述对象的元素很多，为了节约资源，节省计算机存储空间，提高运行速度，有

时更是为了可行性，需要进行特征提取与选择。 
特征提取：原始特征的数量可能很大，或者说样本处于一个高维空间中，通过映射(或

变换)的方法可以用低维空间来表示样本，这个过程称为特征提取。映射后的特征称为二次特

征，它们是原始特征的某种组合(通常是线性组合)。所谓特征提取，在广义上就是指一种变

换。若 Y 是测量空间，X 是特征空间，则变换 :A Y X→ 就称为特征提取器[1]。 
特征选择：从一组特征中挑选出一些最有效的特征以达到降低特征空间维数的目的，这

个过程称为特征选择[1]。 
特征提取与选择的基本任务是，在保证分类识别正确率的条件下，研究如何从众多特征

中选择出那些对分类识别最有效、数量最少的特征，从而实现特征空间维数的压缩。在具体

实施特征提取与选择时，可以在一定的准则下从 n 维特征中选取 m 维特征来反映原来的模

式，即直接选择法。但是直接选择法简单删去的 n m− 维的特征不一定是无用的信息，这种

方法总是不十分理想。因为一般来说，原来的 n个数据各自在不同程度上反映识别对象的某

些特征，简单删去可能会丢失较多的有用信息。如果将原来的特征做变换，获得的每个数据

都是原来 n个数据的线性组合，得到新的变换过的模式，这样可以保证在信息损失最小的情

况下获得有利于分类的特征。离散 K-L 变换、离散傅里叶变换、正弦余弦变换和小波变换都

是常用的变换方法。 
本章分别介绍几种特征提取和选择的相关理论和方法。 

4.1  离散K-L变换 

利用正交变换将原始特征变换为新模式，可以更多地保留所有特征提供的分类信息，以

获得有利于分类的特征。本节介绍常用的正交变换：离散 K-L(Karhunen-Loeve)变换，又称

主成分分析，它是一种基于目标统计特性的正交变换。它具有如下重要且优良的性质：使变

换后产生的新分量正交或不相关；以部分新的分量表示原向量使得均方误差最小；使变换向

量更趋确定、能量更趋集中等，它适用于任意概率密度函数[2]。这些性质使离散 K-L 变换在特

征提取、数据压缩等方面都有着极为重要的应用。例如，可以用在汽车车牌字符识别中[14]、路

标识别中[15]以及人脸自动识别中[1]。 
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4.1.1  离散K-L展开式 

假设 x 为 n 维的随机向量，x 可以用 n 个基向量的加权和来表示： 

                                   
1

n

j j
j

a
=

=∑ ϕx  (4.1) 

式中， jϕ 为基向量， ja 为加权系数。 

式(4.1)可以写成矩阵形式表示为 

                             

1

2
1 2=( , , , )n

n

a
a

a

⎡ ⎤
⎢ ⎥
⎢ ⎥ =
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

L
M

x aΦϕ ϕ ϕ  (4.2) 

其中 1 2( , , , )n= ⋅ ⋅ ⋅Φ ϕ ϕ ϕ , T
1 2( , , , )na a a= ⋅ ⋅ ⋅a 。取基向量为正交向量，即 

                                 T 1,   
0,   j k

j k
j k
=⎧

= ⎨ ≠⎩
ϕ ϕ  (4.3) 

Φ 由正交向量构成，所以为正交矩阵，即 

                                    T =Φ Φ I  (4.4) 

将式(4.2)两边左乘 TΦ ，并考虑到Φ 为正交矩阵，得 

                                     Τa xΦ=  (4.5) 

即 

                              j j
Τ xα ϕ= ，j = 1, 2,L , n (4.6) 

K-L 展开式的根本性质是将随机向量 x 展开为另一组正交向量 jϕ 的线性和，且其展开式

系数 ja (即系数向量a 的各个分量)具有不相关的性质。那么在上述条件下怎样确定正交向量

集{ }jϕ 呢？ 

设随机向量 x的总体自相关矩阵为 

                                   T{ }E=R xx  (4.7) 

将式(4.2)代入式(4.7)，有 

                           T T T T{ } { }E E= =R aa aaΦ Φ Φ Φ  (4.8) 

我们希望向量 a的各分量互不相关，即应使 1( )j na a aL L 满足 

                              
,         

{ }
0,          

j
j k

j k
E a a

j k
λ =⎧

= ⎨ ≠⎩
 (4.9) 

写成矩阵形式，应使 
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                          T

1

{ }

0

0

j

n

E λ

λ

λ

λ

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥

=⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎢ ⎥⎣ ⎦

=
O

O
aa D  (4.10) 

则 T
λ=R DΦ Φ 。 

因为Φ 为正交矩阵，上式两边右乘Φ ，有 

                                T
λ λ= =Φ Φ Φ Φ ΦR D D  (4.11) 

即 

                                , 1,2, ,j j j j nϕ = = Lλ ϕR  (4.12) 

可见Φ 实际上是由矩阵 R 的本征向量组成的， jϕ 对应自相关矩阵 R 的本征向量， jλ 是

自相关矩阵 R 的本征值。 
所以当需要写出 x 的 K-L 展开式时，展开式系数计算步骤如下。 
(1)首先计算 x 的自相关矩阵 R 。 
(2)然后求 R 的本征向量 jϕ , 1,2, ,j n= L ，得到矩阵 1 2( , , , )n= LΦ ϕ ϕ ϕ 。 

(3)最后由式(4.5)可以确定展开式系数 T=Φa x 。 

4.1.2  基于K-L变换的数据压缩  

K-L 展开式用于特征选择时相当于一种线性交换。如果从自相关矩阵 R 的 n 个本征向量

中取出m 个组成变换矩阵Φ ，即 

                               1 2( ),  <m m n= LΦ ϕ ϕ ϕ  (4.13) 

这时Φ 是一个 n m× 矩阵。令 x 为 n 维向量，经过 TΦ x 变换，得到降维为 m 的新模式。现在

的问题是怎样选取变换矩阵Φ ，使降维的新模式在最小均方误差的条件下接近原来的向量

x 。 
对于式(4.1)，取其中 m 项，对略去的项用常数b 代替，这时对 x 的估计值为 

                               
1 1

ˆ
m n

j j j
j j m

a b
= = +

= +∑ ∑ϕ ϕx  (4.14) 

则产生的误差为 

                             
1

ˆ ( )
n

j j
j m

a b
= +

Δ = − = −∑ ϕx x x  (4.15) 

Δx 的均方误差为 

                          { } { }2 2 2

1

|| || ( )
n

j
j m

E E a bε
= +

= Δ = −∑x  (4.16) 

要使 2ε 最小，对b 的选择应满足 
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2 2 2( ) ( 2 )

2 ( )

0

j j j

j

E a b E a a b b
b b

E a b

∂ ∂⎡ ⎤ ⎡ ⎤− = − +⎣ ⎦ ⎣ ⎦∂ ∂
⎡ ⎤= − −⎣ ⎦

=

 (4.17) 

所以 
                                     [ ]jb E a=  (4.18) 

也就是说，对于省略掉的那些分量，可以用它们的期望值来代替，这时的误差为 

                          

2 2

1

T T

1

T

1

( { })

( { })( { })

n

j j
j m

n

j j
j m

n

j j
j m

E a E a

E E E

ε

Σ

= +

= +

= +

⎡ ⎤= −⎣ ⎦

⎡ ⎤= − −⎣ ⎦

=

∑

∑

∑ x

x x x xϕ ϕ

ϕ ϕ

 (4.19) 

其中 xΣ 是 x 的协方差矩阵。 
现在，我们还需要确定 jϕ 以使 2ε 最小。由于 T 1j j =ϕ ϕ ，利用拉格朗日乘数法求 jϕ ，使 2ε

最小： 

2 2 T T T
0

1 1

1 ( 1)
n n

j j j j j j j j
j m j m

ε ε
= + = +

⎡ ⎤ ⎡ ⎤= − − = − −⎣ ⎦ ⎣ ⎦∑ ∑ xλ ϕ ϕ ϕ Σ ϕ λ ϕ ϕ  

式中， jλ 为拉格朗日乘数。利用二次梯度运算公式，可得 

T[ ] 2∇ =Φ Φ Σ Φ Σ Φx x ， 2
0[ ] 2 2 0

j x j j jε∇ = − =Φ Σ ϕ λ ϕ  

即 x j j j=Σ ϕ λ ϕ 。这说明 jλ 是协方差矩阵Σ x 的第 j 个本征值，而 jϕ 是与 jλ 对应的本征向量。

将上式代入 2ε ，则得最小均方误差为 

                             2 T
0

1 1

n n

j j j
j m j m

ε
= + = +

= =∑ ∑ϕ Σ ϕ λx  (4.20) 

可见， jλ 越小，误差也越小。 

从以上分析可得出以下结论。 
(1)按照 K-L 展开式的性质和最小均方差的准则来选择特征，应使式(4.14)中的 0b = 。 

由式(4.18)可知，相当于 [ ] 0jE a = 。因为 T T[ ] [ ] [ ]E E E= =Φ Φa x x ，故应使 [ ] 0E =x 。正因为

这个条件，在将模式总体做 K-L 变换前，先将其均值作为新坐标轴的原点。  
(2)计算自相关矩阵 R ，求出 R 的本征值 jλ ，j = 1, 2,…, n 及其对应的本征向量 jϕ ，j =1, 

2, …, n。由式(4.20)可看出，为使误差最小，不采用的本征向量对应的本征值应尽可能小。 
因此，将本征值按照大小次序编号，即 

1 2 0m n> > > > > ≥L Lλ λ λ λ  

取前 m 个大的本征值对应的本征向量构成变换矩阵为 
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1 2( , , , )m= LΦ ϕ ϕ ϕ  

(3)将 n 维的原向量变换成 m 维新向量： 

                                    T=Φy x  (4.21) 

K-L 变换是在均方误差最小的意义下获得数据压缩的最佳变换，且不受模式分布的限制。

对于一种类别的模式特征提取，显然它不存在分类问题，只是怎样用低维m 个特征来表示原

来高维 n个特征，使其误差最小，也就是使其整个模式分布结构尽可能保持不变。 

【例 4.1】[23]  给出样本数据如下： 

5 5 4 5 6 5 5 6 5 4
, , , , , , , , ,

5 4 5 6 5 5 6 5 4 5
− − − − −⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤
⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥− − − − −⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦

 

试用 K-L 变换做一维数据压缩。 

解： 
(1)求样本总体均值向量 

5 5 4 01
5 4 5 010

⎡ − − ⎤⎡ ⎤ ⎡ ⎤ ⎡ ⎤ ⎡ ⎤
= + + + =⎢ ⎥⎢ ⎥ ⎢ ⎥ ⎢ ⎥ ⎢ ⎥− −⎣ ⎦ ⎣ ⎦ ⎣ ⎦ ⎣ ⎦⎣ ⎦

Lμ ，不用做坐标平移。 

(2)求自相关矩阵 

5 4 25.4 25.01 ( 5, 5) (4,5)
5 5 25.0 25.410

⎡ − ⎤⎡ ⎤ ⎡ ⎤ ⎡ ⎤
= − − + + =⎢ ⎥⎢ ⎥ ⎢ ⎥ ⎢ ⎥−⎣ ⎦ ⎣ ⎦ ⎣ ⎦⎣ ⎦

LR  

(3)求本征值和本征向量。解本征值方程 

25.4 25.0
0

25.0 25.4
λ

λ
−

=
−

 

得 1 250.4, 0.4,λ λ= = 由 j j j=ϕ λ ϕR 得到本征向量为 

1 2
1 11 1,
1 12 2
⎡ ⎤ ⎡ ⎤

= =⎢ ⎥ ⎢ ⎥−⎣ ⎦ ⎣ ⎦
ϕ ϕ  

(4)因为要求做一维压缩，所以取 1
11
12
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

ϕ 作为变换矩阵Φ ，由 T=Φy x 将原样本变

换为新的样本： 

10 9 9 11 11 10 11 11 9 9, , , , , , , , ,
2 2 2 2 2 2 2 2 2 2

⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞ ⎛ ⎞− − − − −⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠ ⎝ ⎠

 

4.1.3  基于K-L变换的特征提取 

K-L 变换能在信息损失最小的情况下获得互不相关的新特征。由于这种变换是沿着方差

较大的几个方向选择新坐标的轴系，变换的结果突出了差异性，而减小了相关性，当进一步

考虑提取有利于鉴别分类的特征时，这一变换特性就成为分析的依据。 
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在进行K-L变换时，可以根据不同的散布矩阵求本征向量，以构成变换矩阵，而这样做

的结果对提取鉴别各类模式的信息具有不同的效应。 
(1)按总体散布矩阵做 K-L 变换 
这是把多类模式合并起来视为一个总体分布，按其协方差矩阵做 K-L 展开，采用与大本

征根对应的向量组成变换矩阵，使降维后的模式能在均方差最小的条件下逼近原来的模 
式。把这种散布矩阵称为总体散布矩阵 tS ，即 

                   T
0 0{( )( ) } ; 1, 2, ,t iE i cω= − − ∈∀ = LS x x xμ μ  (4.22) 

采用总体散布矩阵能保留模式原有分布的主要结构。如果原来的多类模式在总体分布上

存在可分性好的特征，用总体散布矩阵的 K-L 变换能尽量多地保留可分性信息。 
(2)按类内散布矩阵做 K-L 变换 
采用类内散布矩阵 wS 做 K-L 变换，即 

                       T

1

( ) {( )( ) },   
c

w i i i i
i

p E xω ω
=

= − − ∈∑ μ μS x x  (4.23) 

它等于各类模式的协方差矩阵之和，为了突出各类模式的主要特征分量，可选用对应于

大本征根的本征向量组成变换矩阵；反之，为使同一类模式能聚类于最小的特征空间范围，

也可选用对应于小本征根的本征向量组成变换矩阵。 
图4.1 显示了不同形式的两类模式分布。如采用类内散布矩阵做 K-L 变换，则图4.1(a)

宜采用小本征根向量组成变换矩阵，提取一维的可分特征；图 4.1(b)宜采用大本征根向量组

成变换矩阵；图4.1(c)用小本征根还是大本征根的向量，需要试探一下；图4.1(d)所求的类内

散布矩阵，其大小本征根的差异不明显，需要用其他散布矩阵来确定变换矩阵。从以上四种

模式分布的情况分析，类内散布矩阵适用于各类模式的分布都比较相似且某一维特征分量的

可分性较好的场合[3]。 

 

图 4.1  两类模式的不同分布形式与广义 K-L 变换 

(3)按类间散布矩阵做 K-L 变换 
为了强调不同类别之间的差异，类别之间的平均距离是重要的指标，因此可以利用类间

散布矩阵 

                         T
0 0

1

( )( )( )
c

B i i i
i

p ω
=

= − −∑ μ μ μ μS  (4.24) 

做 K-L 变换进行特征提取。式中， 0μ 为 c 类模式总体的均值向量。  

BS 由不大于 1c − 个独立向量组成，只有 1c − 个非零本征值。通常，模式维数 n 大于

类别数 c ，所以 BS 虽也是对称正定的，但是为奇异矩阵。同样，求出 BS 的本征根，排列成
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1 2 1cλ λ λ −> > >L ，并且 , , 0c nλ λ =L ，选出 m 个与大本征根对应的本征向量组成变换矩阵。 
一般说来，类间距离比类内距离大得多的多类问题，采用类间散布矩阵比较合适，例如

图4.1(d)所示的分布用类间散布矩阵就比较合适。 

4.2  离散傅里叶变换 

离散傅里叶变换(Discrete Fourier Transform, DFT)建立了离散时域与离散频域之间的关

系，使时域和频域有关的计算都限制在有限空间中。如果信号直接在时域上进行，则计算量

大，且随着样点数目的增加而急剧增加，难以实时处理。而采用离散傅里叶变换的方法，将

输入的数字信号首先做离散傅里叶变换，把时域中的卷积或相关运算简化为频域的相乘处理，

然后再做离散傅里叶逆变换，恢复为时域信号，可以大大减少计算量，提高处理速度。另外，

DFT 还有一个明显的优点就是存在快速算法，即 FFT 算法。FFT 算法极大地提高了 DFT 的

计算速度，随样点数的增加，其优越性愈加显著[4]。 
因为许多书籍和资料都对离散傅里叶变换有详细的介绍，所以这里只简单的介绍一下它

的定义和性质。 

4.2.1  一维离散傅里叶变换 

给定 N 个输入样本 (0), (1), , ( 1)f f f N −L ，其离散傅里叶变换(DFT)产生一个包含 N 个

样本的新的样本集 ( )F u ，定义为 

            
1 1

0 0

2( ) ( )exp j ( ) , 0,1, , 1
N N

ku
N

k k

F u f k ku f k W u N
N

− −

= =

π⎛ ⎞= − = = −⎜ ⎟
⎝ ⎠∑ ∑ L , j 1= −  (4.25) 

( ), 0,1, , 1F u u N= −L 的离散傅里叶逆变换(IDFT)定义为 

            
1 1

0 0

1 2 1( ) ( )exp j ( ) , 0,1, , 1
N N

ku
N

u u

f k F u ku F u W k N
N N N

− −
−

= =

π⎛ ⎞= = = −⎜ ⎟
⎝ ⎠∑ ∑ L  (4.26) 

式中， 

                                2exp jNW
N
π⎛ ⎞≡ −⎜ ⎟

⎝ ⎠
 (4.27) 

DFT 具有很多性质，这里介绍几种常用的性质。 
(1)线性性质 
函数 1 2( ) ( )af k bf k+ 满足 

                           1 2 1 2( ) ( ) ( ) ( )af k bf k aF u bF u+ ⇔ +  (4.28) 

(2)时移性质 
如果序列 ( )f k 向右(或向左)移动 i 位，则有 

                                ( ) ( ) ui
Nf k i F u W− ⇔  (4.29) 

即位移后的 DFT 是位移前的 DFT 与一个指数相乘。 
(3)频移性质 
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对任意实整数，有 

                               ( ) ( )ki
Nf k W F u i− ⇔ −  (4.30) 

即将 ( )f k 与一指数相乘，相当于其变换后的频域中心移动到新的位置。 
(4)时间卷积定理 
离散卷积的定义为 

                           
1

0

( ) ( ) ( ) ( ) ( )
N

i

y k f k g k f i g k i
−

=

= ∗ = −∑  (4.31) 

其中 ( )f k 和 ( )g k 是具有相同周期 N 的周期函数。如果 ( )f k 和 ( )g k 的 DFT 分别为 ( )F u 和

( )G u ，则离散卷积的 DFT 为 

                             ( ) ( ) ( ) ( ) ( )y k f k g k F u G u= ∗ ⇔  (4.32) 

(5)频率卷积定理 
频率卷积为 

                           
1

0

( ) ( ) ( ) ( ) ( )
N

i

Y u F i G u i F u G u
−

=

= − = ∗∑  (4.33) 

因为 ( )F u 和 ( )G u 是周期性的，所以上式是在频率平面中的一个循环卷积。此表达式的

逆 DFT 为 
                           ( ) ( ) ( ) ( ) ( )Y u F u G u f k g k= ∗ ⇔ ∗  (4.34) 

4.2.2  二维离散傅里叶变换 

设二维离散信号为{ ( , ) | 0,1, , 1; 0,1, , 1}f x y x M y N= − = −L L ，则其二维 DFT 定义为 

                        

1 1

0 0

( , ) ( , )exp j2

0,1, , 1;    0,1, , 1

M N

x y

ux vyF u v f x y
M N

u M v N

− −

= =

⎡ ⎤⎛ ⎞= − π +⎜ ⎟⎢ ⎥⎝ ⎠⎣ ⎦
= − = −

∑∑
L L  (4.35) 

其逆傅里叶变换(IDFT)为 

                      

1 1

0 0

1( , ) ( , )exp j2

0,1, , 1; 0,1, , 1

M N

u v

ux vyf x y F u v
MN M N

x M y N

− −

= =

⎡ ⎤⎛ ⎞= π +⎜ ⎟⎢ ⎥⎝ ⎠⎣ ⎦
= − = −

∑∑
L L  (4.36) 

如果要处理的图像信号为方阵，即M N= ，则 DFT 变换可以简化为 

                        
1 1

0 0

( , ) ( , )exp j2
N N

x y

ux vyF u v f x y
N

− −

= =

+⎛ ⎞= − π⎜ ⎟
⎝ ⎠∑∑  (4.37) 

                        
1 1

2
0 0

1( , ) ( , )exp j2
N N

u v

ux vyf x y F u v
NN

− −

= =

+⎛ ⎞= π⎜ ⎟
⎝ ⎠∑∑  (4.38) 

式中 , , , 0,1, , 1u v x y N= −L 。 
二维 DFT 除了具有一维 DFT 变换的性质外，还具有以下性质[4]。 
(1)变换的可分离性 
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二维 DFT 正反变换都可以分为两次一维 DFT 运算： 

      

1 1

0 0

1 1

0 0

( , ) ( , )exp j2

( , )exp j2 exp j2 ,        , 0,1, , 1

N N

x y

N N

x y

ux vyF u v f x y
N

vy uxf x y u v N
N N

− −

= =

− −

= =

+⎛ ⎞= − π⎜ ⎟
⎝ ⎠

⎡ ⎤⎛ ⎞ ⎛ ⎞= − π − π = −⎢ ⎥⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠⎢ ⎥⎣ ⎦

∑∑

∑ ∑ L  (4.39) 

      

1 1

2
0 0

1 1

0 0

1( , ) ( , )exp j2

1 1 ( , )exp j2 exp j2 ,        , 0,1, , 1

N N

u v

N N

u v

ux vyf x y F u v
NN

vy uxF u v x y N
N N N N

− −

= =

− −

= =

+⎛ ⎞= π⎜ ⎟
⎝ ⎠

⎡ ⎤⎛ ⎞ ⎛ ⎞= π π = −⎢ ⎥⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠⎣ ⎦

∑∑

∑ ∑ L  (4.40) 

上式分离后，二维 DFT 就分解为水平和垂直两部分运算。上式中方括号中的项表示在图

像的行上计算 DFT，方括号外的求和则为数组在列上的 DFT。所以，二维 DFT 就分成了两

个一维 DFT 来实现。 
(2)旋转不变性 
引入极坐标，使 

cos
sin

x r
y r

θ
θ

=⎧
⎨ =⎩

,    
cos
sin

u
v

ω ϕ
ω ϕ

=⎧
⎨ =⎩

 

则 ( , )f x y 和 ( , )F u v 分别表示为 ( , )f r Fθ ω ϕ和 ( , )。在极坐标中，存在以下变换对： 

                           0 0( , )f r Fθ θ ω ϕ θ+ ⇔ +( , ) (4.41) 

这表明，如果图像旋转一个角度 0θ ，则它的频率也旋转同样的角度。 
(3)去相关性 
当输入的像素高度相关时，变换系数趋于不相关。变换系数的协方差矩阵中的对角元素

值比非对角元素值大得多。对于一个信号来说，如果它的各个分量之间完全不相关，则表示

该数据中没有冗余。因此正交变换的去相关性有利于图像数据的压缩。 
(4)熵保持性 
如果把 ( , )f x y 视为一个具有一定熵值的随机函数，那么变换函数 ( , )F u v 的熵值和原来图

像信号 ( , )f x y 的熵值相等。 

【例 4.2】 图像的二维离散傅里叶变换。 
图 4.2(a)所示为一幅原始图像，图 4.2(b)所示为该图像的离散傅里叶频谱。在图 4.2(b)

中可以看到图像的低频能量都集中在中心部分，而高频能量则集中在四周，这样就便于以后

对图像频谱进行各种处理(如滤波、降噪等)。 
在图像处理的广泛领域中，傅里叶变换起着非常重要的作用，包括图像的效果增强、图

像分析、图像复原和图像压缩等。在图像数据的数字处理中常用的是二维离散傅里叶变换，

它能把空间域的图像转变到频率域上进行研究，从而简化处理过程，增强处理效果。 
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图 4.2  二维图像的傅里叶变换 

4.3  离散余弦和正弦变换 

在模式识别领域中，除了前面介绍的 DFT 之外，还有许多种离散正交变换被广泛应用，

如离散正弦变换(Discrete sine Transform, DST)和离散余弦变换(Discrete Cosine Transform, 
DCT)就是其中的两种方法。在数字图像处理领域中，DCT 与 DFT 相比有着许多优点，其中

最显著的是 DFT 是复数域的计算，尽管借助 FFT 可以提高运算速度，但是在实际应用中特

别是在实际处理中，会带来了不便，而离散余弦变换是实数变换[4]。 

4.3.1  余弦变换 

给定 N 个输入样本 (0), (1), , ( 1)x x x N −L ，一维离散余弦变换(DCT)定义为 

                   
-1

0

(2 1)( ) ( ) ( )cos ,  0,1, , 1
2

N

n

n ky k a k x n k N
N=

π +⎛ ⎞= = −⎜ ⎟
⎝ ⎠∑ L  (4.42) 

逆 DCT 为 

                    
-1

0

(2 1)( ) ( ) ( )cos ,  0,1, , 1
2

N

k

n kx n a k y k n N
N=

π +⎛ ⎞= = −⎜ ⎟
⎝ ⎠∑ L  (4.43) 

其中， 

                              

1 , 0
( )

2 , 0

k
Na k

k
N

⎧
=⎪

⎪= ⎨
⎪ ≠⎪⎩

 (4.44) 

上式写成向量形式为 T=y C x 。其中矩阵C 的元素是 

( ,  ) 1 ,  0,0 1

2 (2 1)( ,  ) cos ,  1 1,  0 1
2

c n k N k n N

n kc n k k N n N
N N

= = −

π +⎛ ⎞= − −⎜ ⎟
⎝ ⎠

≤ ≤

≤ ≤ ≤ ≤
 

余弦变换具有以下性质[5]。 
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(1)余弦变换是实变换，也是正交变换，即 

                                     1 T− =C C  (4.45) 

(2)余弦变换是一种快速变换。对包含 N 个元素的向量进行余弦变换，采用 N 点 FFT 时，

其计算复杂度为 ( lb )O N N 。 
(3)余弦变换对于高度相关的数据具有很强的能量压缩能力。这是由下面的性质决定的。 
(4)余弦变换的基向量(也就是矩阵C 的各行)是对称三角阵 cQ 的特征向量。 cQ 定义   

如下： 

1 0
1

1
0 1

c

a a
a

a
a a

− −⎡ ⎤
⎢ ⎥−⎢ ⎥
⎢ ⎥=
⎢ ⎥

−⎢ ⎥
⎢ ⎥− −⎣ ⎦

O
O O O

O
Q  

(5)长度为 N 的一阶平稳马尔可夫序列，当它的相关系数 ρ 接近 1 时， N N× 的余弦变

换与 K-L 变换非常接近。 
根据一维 DCT，我们可以推导出二维 DCT。设{ ( , ) |f x y x 0,1, , 1; 0,1, , 1}M y N= − = −L L

为二维信号序列集合，则其二维 DCT 定义为 

                

-1 -1

0 0

(2 1) (2 1)( , ) ( ) ( ) ( , )cos cos
2 2

0,1, , 1; 0,1, , 1

M N

x y

x u y vF u v a u a v f x y
M N

u M v N
= =

π + π +⎛ ⎞ ⎛ ⎞= ⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

= − = −

∑∑
L L

 (4.46) 

其逆 DCT 为 

                

-1 -1

0 0

(2 1) (2 1)( , ) ( ) ( ) ( , )cos cos
2 2

0,1, , 1;   0,1, , 1

M N

u v

x u y vf x y a u a v F u v
M N

x M y N
= =

π + π +⎛ ⎞ ⎛ ⎞= ⎜ ⎟ ⎜ ⎟
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 (4.47) 

其中， 

1 , 0
( )

2 , 0

u
Ma u

u
M

⎧
=⎪⎪= ⎨

⎪ ≠⎪⎩

，

1 , 0
( )

2 , 0

v
Na v

v
N

⎧
=⎪

⎪= ⎨
⎪ ≠⎪⎩

 

从式(4.46)和式(4.47)可以看出，二维 DCT 的正反变换都具有可分离性，因而可通过两

次一维变换实现一个二维变换。 

【例 4.3】 二维图像及其离散余弦变换频谱。 
图4.3(a)所示为一幅原始图像，图4.3(b)所示为该图像的离散余弦变换频谱。在图4.3(b)

中可以看出图像的低频能量都集中在左上角区域，而高频能量则集中在右下角区域。与例 4.2
的离散傅里叶频谱图进行比较，可以发现高低频的能量集中在不同的区域，这主要是因为离

散傅里叶变换的变换核是复数，而离散余弦变换的变换核实际上是取其实部。 
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图 4.3  二维图像及其离散余弦变换频谱的显示 

离散余弦变换在图像处理中占有重要位置，尤其是在图像的变换编码中有着非常成功的

应用。静止图像压缩标准 JPEG 就采用了离散余弦变换。离散余弦变换实际上是傅里叶变换

的实数部分，但是它比傅里叶变换有更强的信息集中能力。对于大多数自然图像，离散余弦

变换能将大多数的信息放到较少的系数上去，因此能够提高编码的效率。 

4.3.2  正弦变换 

给定 N 个输入样本 (0), (1), , ( 1)x x x N −L ，它们的离散正弦变换(DST)定义为 

                
1

0

2 ( 1)( 1)( ) ( )sin  ,   0,1, , 1
1 1

N

n

n ky k x n k N
N N

−

=

π + +⎛ ⎞= = −⎜ ⎟+ +⎝ ⎠∑ L  (4.48) 

其逆 DST 为 

                
1

0

2 ( 1)( 1)( ) ( )sin  ,  0,1, , 1
1 1

N

k

p n kx n y k n N
N N

−

=

+ +⎛ ⎞= = −⎜ ⎟+ +⎝ ⎠∑ L  (4.49) 

上式写成向量形式为 T=y S x。其中矩阵 S 的元素是 

2 ( 1)( 1)( ,  ) sin  ,   ,  0,1, , 1
1 1

n ks k n k n N
N N

π + +⎛ ⎞= = −⎜ ⎟+ +⎝ ⎠
L  

正弦变换具有以下性质[5]。 
(1)正弦变换是实变换、对称变换和正交变换，即 

                                 * 1 T−= = =S S S S  (4.50) 

因此正向和逆向正弦变换是完全一样的。 
(2)正弦变换是一种快速变换。通过 2(N + 1)点 FFT，一个 N 元向量的正弦变换计算复杂

度为 ( lb )O N N 。 
(3)长度为 N 的一阶平稳马尔可夫序列，当它的相关系数 ρ 属于区间 ( 0.5, 0.5)− 时，正弦

变换非常接近于 K-L 变换。一般来说，它对图像能量的压缩性能可以达到“好”至“非常好”

的等级。 
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4.4  Hadamard变换 

下面介绍的 Hadamard 变换和 Haar 变换与前面提到的 DFT、DCT、DST 相比，具有计算

方面的优点，它们的单位矩阵由±1 组成，并且变换只是加法和减法运算，没有乘法运算。因

此，与那些需要乘法运算的变换相比，节省了处理器运算时间。 
Hadamard 变换矩阵 Hn是 N × N 矩阵，其中 N = 2n, n = 1, 2, 3。可以很容易地由核矩阵 

                                  1
1 11
1 12
⎡ ⎤

= ⎢ ⎥−⎣ ⎦
H  (4.51) 

和 Kronecker 的积递归生成 

                      1 1
1 1 1 1

1 1

1
2

n n
n n n

n n

− −
− −

− −

⎡ ⎤
= ⊗ = ⊗ = ⎢ ⎥

⎣ ⎦

H H
H H H H H

H H
 (4.52) 

以 n = 3 为例，Hadamard 矩阵为 

3 1 2= ⊗H H H  

2 1 1= ⊗H H H  

由此可得 

3

1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 11
1 1 1 1 1 1 1 18
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1
1 1 1 1 1 1 1 1

H

⎡ ⎤
⎢ ⎥− − − −⎢ ⎥
⎢ ⎥− − − −
⎢ ⎥

− − − −⎢ ⎥= ⎢ ⎥− − − −
⎢ ⎥

− − − −⎢ ⎥
⎢ ⎥− − − −⎢ ⎥

− − − −⎢ ⎥⎣ ⎦

 

1N × 维向量 u 的 Hadamard 变换记为 

                                      =v Hu  (4.53) 

反变换为 

                                      =u Hv  (4.54) 

其中 H = Hn, lb n N= 。写成级数的形式，变换记为 

                        
1

( , )

0

1( ) ( )( 1) ,   0 1
N

b k m
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v k u m k N
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=

= − −∑ ≤ ≤  (4.55) 
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1( ) ( )( 1) ,   0 1
N

b k m

k

u m v k m N
N

−

=
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式中， 
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式中{ } { }i ik m和 分别是 k 和 m 的二进制表示，即 
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二维 Hadamard 变换表示为 

                            ,    n n n n= =Y H XH X H YH  (4.57) 

Hadamard 变换具有以下性质[5]。 
(1)Hadamard 变换是实变换、对称变换和正交变换，即 

* T 1−= = =H H H H  

(2)Hadamard 变换是一种快速变换。式(4.52)给出的一维变换可通过 ( lb )O N N 次加法

和减法运算完成。 
因为 Hadamard 变换只包含±1 两个值，所以在变换中不需要计算乘法。更进一步，加法

和减法的次数还可以由 2N 次减少到大约 lbN N 次。这是因为 Hn 可以写为 n 个稀疏矩阵的

乘积，即 

,  lbn
n n N= = =%H H H  

其中， 

1 1 0 0
0 0 1 1 0 0

0 0 1 11
1 1 0 02
0 0 1 1

0 0 1 1
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M M M M
L%@

M M M M
L

H  

因为 %H 每行只包含两个非零值，所以变换 

,   lbn
n n N= =%v H u  

可以通过对 u 进行 n 次 %H 变换实现。由于 %H 的结构，每次对向量进行 %H 操作只需要 N 次加

法或减法，即总共要进行 lbnN N N= 次加法或减法。 
(3)对于高度相关的图像，Hadamard 变换的能量压缩性能可以达到“好”到“很好”的程

度。 

【例 4.4】 二维图像的 Hadamard 变换。 
图4.4(a)所示为二维原始图像，对其进行 Hadamard 变换后的结果如图4.4(b)所示。 
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图 4.4  二维图像的 Hadamard 变换 

4.5  Haar变换 

Haar 函数 ( )kh x 定义在[0, 1]连续闭区间内，且 k = 0, 1,…, N−1，其中 2nN = 。整数 k 可
以唯一地分解为两个整数 p 和 q 的表达式： 
                                  2 1pk q= + −  (4.58) 

其中0 1p n −≤ ≤ ，且当 p = 0 时，q = 0, 1；当 0p ≠ 时，1 2 pq≤ ≤ 。例如，当 N = 4 时，有 

k 0  1  2  3 

p 0  0  1  1 

q 0  1  1  2 

用(p, q)表示 k，Haar 函数可定义为 

                             0 0,0
1( ) ( ) , [0,1]h x h x x
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= = ∈  (4.59) 
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≤  (4.60) 

令 x 取离散值 m/N, 0,1, , 1m N= −L ，代入式(4.60)得到的行组成 Haar 变换矩阵。例如

N = 8 时的 Haar 变换为 

                

1 1 1 1 1 1 1 1
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从式(4.61)表示的 Hr结构可以看出，Haar 变换体现了输入样本向量之间的差异或是各样

本的局部均值之间的差异。因此二维 Haar 变换系数 ( , )y k l ，除了 0k l= = 的情况，体现了图

像像素的局部均值沿着行和列方向的差异。所以它可以对原始图像进行边缘提取。 
Haar 变换具有以下性质[5]。 
(1)Haar 变换是实变换和正交变换，因此 

1 T

*r r

r r
−

=

=

H H

H H
 

(2)Haar 变换的速度非常快。对于一个 1N × 向量，其计算复杂度为 O(N)。 
(3)Haar 变换对图像的能量压缩性能比较差。 

【例 4.5】 二维图像的 Haar 变换。 
图4.5(a)所示为原始图像，对其进行 Haar 变换后的结果如图4.5(b)所示。 

 
图 4.5  二维图像的 Haar 变换 

4.6  小波变换 

长期以来，傅里叶分析一直被认为是最完美的数学理论和最实用的方法之一。但是用傅

里叶分析只能获得信号的整个频谱，而难以获得信号的局部特性，特别是对于突变信号和非

平稳信号难以获得希望的结果。  
为了克服经典傅里叶分析本身的弱点，人们发展了信号的时频分析法。1946 年 Gabor 提

出的加窗傅里叶变换就是其中的一种，但是加窗傅里叶变换还没有从根本上解决傅里叶分析

的固有问题。小波变换的诞生，正是为了克服经典傅里叶分析本身的不足。 

4.6.1  连续小波变换 

1．一维连续小波变换 

给定一个基本函数 1 2( )t L Lψ ∈ I ，且 (0) 0Ψ =
)

，令 

                        ,
1( ) , , ,    0a b

t bt a b R a
aa

ψ ψ −⎛ ⎞= ∈ ≠⎜ ⎟
⎝ ⎠

 (4.62)  

显然， , ( )a b tψ 是基本函数 ( )tψ 先做移位再做伸缩以后得到的。b 的作用是确定对 ( )x t 分析的
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时间位置，也即时间中心。尺度因子 a 的作用是把基本小波 ( )tψ 做伸缩， ,a b 不断地变化，

可得到一组函数{ , ( )a b tψ }，称之为小波基函数，或简称小波基。给定平方可积的信号 ( )x t ，

即 2( ) ( )x t L R∈ ，则 ( )x t 的小波变换(Wavelet Transform , WT)定义为 

             , ,
1( , ) ( ) d ( ) ( )d ( ), ( )x a b a b

t bW a b x t t x t t t x t t
aa

ψ ψ ψ∗ ∗−⎛ ⎞= = = 〈 〉⎜ ⎟
⎝ ⎠∫ ∫      (4.63) 

式中 ,a b 和 t 均是连续变量，因此该式又称为连续小波变换(CWT)。如无特别说明，式中及

以后各式中的积分域都为 ( , )−∞ +∞ 。信号 ( )x t 的小波变换 ( , )xW a b 是 a和b 的函数，b 是时移，

a是尺度因子。若 ( )x t 是实信号， ( )tψ 也是实信号，则 ( , )xW a b 也是实信号；反之， ( , )xW a b
为复函数。显然，式(4.63)的W 又可解释为信号 ( )x t 和一族小波基的内积。 *ψ 表示ψ 的复共

轭。这一变换存在的前提是 

                              
2

( )
d

R
Cψ

Ψ ω
ω

ω
= < ∞∫

)

 (4.64) 

式中， ( )Ψ ω
)

是 ( )tψ 的傅里叶变换。由 ( , )xW a b 重构 ( )x t 的小波逆变换为 

                         , 2
1 d( ) ( , ) ( ) dx a b

ax t W a b t b
C aψ

ψ
∞ ∞

−∞ −∞
= ∫ ∫  (4.65) 

式中Cψ 由(4.64)给出。 

小波变换有如下性质。 
(1)小波变换是一种满足能量守恒方程的线性运算，它把一个信号分解成对空间和尺度

(即时间和频率)的独立贡献，同时又不失原信号所包含的信息。 
(2)小波变换相当于一个具有放大、缩小和平移等功能的数学显微镜，通过检查不同放

大倍数下信号的变化来研究其动态特性。 
(3)小波变换不一定要求是正交的，而且小波基不唯一，小波函数系的时宽-带宽积很小，

且在时间和频率轴上都很集中，即展开系数的能量很集中。 
(4)小波变换巧妙地利用了非均匀的分辨率，较好地解决了时间和频率分辨率的矛盾；

在低频段用高频率分辨率和低时间分辨率(宽的分析窗口)，而在高频段则用低频率分辨率和

高时间分辨率(窄的分析窗口)，这与时变信号的特征一致。 
(5)小波变换将信号分解为在对数坐标中具有相同大小频带的集合，这种以非线性的对

数方式而不是以线性方式处理频率的方法，对时变信号具有明显的优越性。 
(6)小波变换是稳定的，是一个信号的冗余表示。由于 a 和 b 是连续变化的，相邻分析

窗的绝大部分是相互重叠的，因而相关性很强。 
(7)小波变换同傅里叶变换一样，具有统一性和相似性，其正反变换具有完美的对称性。 

2．二维小波变换 

在图像处理中，应用的小波变换是二维小波变换。二维函数 ( , )f x y 的连续小波变换的定

义如下： 

                    *
, ,( , , ) ( , ) ( , )d d

x yf x y a b bW a b b f x y x y x yψ
∞ ∞

−∞ −∞
= ∫ ∫  (4.66) 
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式中， xb 和 yb 分别表示在 x 轴和 y 轴上的平移。二维连续小波逆变换定义为 

                  , , 30

1 d( , ) ( , , ) ( , )d d
x yf x y a b b x y

af x y W a b b x y b b
c aψ

ψ
∞ ∞ ∞

−∞ −∞
= ∫ ∫ ∫  (4.67) 

式中， cψ 为系数， , , ( , )
x ya b b x yψ 为 

                         , ,
1( , ) ,

x y

yx
a b b

y bx bx y
a a a

ψ ψ
−⎛ ⎞−

= ⎜ ⎟
⎝ ⎠

 (4.68) 

而 ( , )x yψ 是一个二维小波基。 

4.6.2  离散小波变换 

连续小波主要用于理论分析方面，而把连续小波离散化则更有利于实际应用。对 a 和 b
按照如下规律采样： 

                               0
ma a= ， 0 0

mb nb a=  (4.69) 

式中， 0 1a > , 0b R∈ ， ,m n Z∈ 。则由式(4.62)得离散小波基 

                       / 2
, 0 0 0( ) [ )], ,m m

m n t a a t nb m n Zψ ψ− −= − ∈  (4.70) 

对给定的信号 ( )x t ，离散小波变换(Discrete Wavelet Transform, DWT)为 

                             *
,( , ) ( ) ( )dx m nW m n x t t tψ= ∫  (4.71) 

如果 ( )x t 也是离散的，记为 ( )x k ，则有 

                             *
,( , ) ( ) ( )x m n

k

W m n x k kψ=∑  (4.72) 

小波逆变换的离散形式为 

                            ,
,

( ) ( , ) ( )x m n
m n

x k W m n kψ=∑  (4.73) 

由于离散小波变换是对连续小波变换的伸缩因子和平移因子按一定规则采样得到的，故

连续小波变换所具有的性质，离散小波变换一般仍具备。 
小波分析的应用是与小波分析的理论研究紧密地结合在一起的。现在，它已经在电子信

息产业领域取得了令人瞩目的成就。电子信息技术是六大高新技术领域之一，其重点在于图

像和信号处理。现在，对于时间不变的信号，处理的理想工具仍然是傅里叶分析，但是在实

际应用中，绝大多数信号是时变的非稳定信号，因而小波分析就成为分析非稳定信号的有力

工具。 
小波分析的应用领域十分广泛，包括数学领域的许多学科，信号分析、图像处理，量子

力学、理论物理，军事电子对抗与武器的智能化，计算机分类与识别，音乐与语言的人工合

成，医学成像与诊断，地震勘探数据处理，大型机械的故障诊断，等等。 

4.6.3  多分辨率分析 

S. Mallat 提出的多分辨率分析(Multi Resolution Analysis, MRA)的概念，在泛函分析的框
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架下统一了各种具体的小波构造方法，给出了构造正交小波基的一般方法及其快速算法，并

将小波变换应用于图像分解和重建，这是小波理论上的一个突破性进展。 
多分辨率分析建立在函数空间分解概念之上，将信号在不同尺度的函数空间进行分解，

然后比较各个空间所包含的信号信息。多分辨率分析的目的是在不同尺度(频域空间)对信号

进行观察。在大尺度下，观察信号的全貌或信号的缓变成分，或对信号进行粗略逼近；在小

尺度下，观察信号的局部或信号的快速变化成分[6]。 
Mallat 给出了多分辨率分析的定义。 
设{ }jV , j Z∈ 是 2 ( )L R 空间中的一系列闭合子空间，如果它们满足如下五个性质，则说

{ }jV , j Z∈ 是一个多分辨率近似。这五个性质如下所示。 

(1)固定尺度下的平移不变性 
2( , )j k Z∀ ∈ ，若 ( ) jx t V∈ ，则 

                                  ( 2 )j
jx t k V− ∈  (4.74) 

也就是说，空间 jV 对于正比于尺度 2 j 的位移具有不变性，也即函数的时移不改变其所属的空

间。若令 2 ja = ，则b 应取 02 jb kb= ，将 0b 归一化为1，则 

                       / 2
, ,

1( ) (2 ) ( )j j
a b j k

t bt a t k t
aa

ψ ψ ψ ψ− −−⎛ ⎞= = − =⎜ ⎟
⎝ ⎠

 (4.75) 

所以，式(4.74)实际上应等效为 

                            j Z∀ ∈ ，若 ( ) jx t V∈ ，则 ( ) jx t k V− ∈  (4.76) 

这是因为若 j Z∀ ∈ ，则必有 2 j Z∈ 。 
(2)一致单调性 

                       j Z∀ ∈ ， 1j jV V +⊃ ，即 0 1 2 1j jV V V V V +⊃ ⊃ ⊃L L  (4.77) 

性质 2 说明，在尺度 2 j (或 j)时，对 ( )x t 做的是分辨率为 2 j− 的近似，其结果将包含在较

低一级分辨率 12 j− − 时对 ( )x t 近似的所有信息，这就是空间的包含，也即式(4.77)。  
(3)尺度伸缩性 

                           j Z∀ ∈ ，若 ( ) jx t V∈ ，则 1( / 2) jx t V +∈  (4.78) 

性质 3 是性质 2 的直接结果。在 1jV + 中，函数做了二倍的扩展，分辨率降为 12 j− − ，所以

( / 2)x t 应属于 1jV + 。 

(4)逼近性 

                    lim {0}j jj j
V V

∞

→∞ =−∞
= =I ， 2lim Closure ( )j jj j

V V L R
∞

→∞ =−∞

⎛ ⎞= =⎜ ⎟
⎝ ⎠

U  (4.79) 

性质 4 说明当 j →∞时，分辨率 2 0j− → ，这时我们将会失去 ( )x t 的所有信息，即 

lim ( ) 0jj
P x t

→∞
=  

从空间上讲，所有 , ~jV j = −∞ +∞的交集为零空间。 
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(5)正交基存在性 
存在一个基本函数 ( )tθ ，使得{ }( )t kθ − , k Z∈ 是 0V 中的 Riesz 基。 

性质 5 是性质 4 的另一面，即当 j →−∞时，分辨率 2 j− →∞，那么信号 ( )x t 在该尺度下

的近似收敛于自身，即 

                               lim ( ) ( ) 0jj
P x t x t

→−∞
− =  (4.80) 

从空间上讲，即所有 , ~jV j = −∞ +∞的并集收敛于整个 2 ( )L R 空间。 

性质 5 说明了 0V 中 Riesz 基的存在性问题，并将由此引出 0 1, , , jV V VL 中正交基的存在性

问题，因此需要着重加以解释。 
设 0V 是一能量有限的空间 2 ( )L R ，{ }( ) ,t k k Z= − ∈θ θk 是 0V 中的一组向量，其个数与 0V

的维数一致。自然， 0V 中的任一元素 x 都可表示为 kθ 的线性组合，即 

                                ( ) ( )k
k

t c t k
∞

=−∞

= −∑ θx  (4.81) 

我们知道，若(1) { }( ) ,k t k k Z= − ∈θ θ 之间是线性无关的，(2)并且存在常数 0 A<  
B < ∞≤ 使得 

                              22 2
k

k

A c B
∞

=−∞
∑≤ ≤x x  (4.82) 

则 ( ),t k k Z− ∈θ 是 0V 中的 Riesz 基。 
若将信号 ( )t L R∈ 2( )x 按以下空间进行分解： 

                               2 ( )
J

j J
j

L R W V
=−∞

⎡ ⎤
= ⊕⎢ ⎥
⎢ ⎥⎣ ⎦
∑  (4.83) 

其中 J 为任意尺度。 ( )tx 分解成 jW ( ~j J= −∞ )的投影和 JV 空间的投影，即 

                        , , , ,( ) ( ) ( )
J

j k j k J k J k
j k k

t d t c t
∞ ∞

=−∞ =−∞ =−∞

= +∑ ∑ ∑ψ φx  (4.84) 

当分解尺度 J 趋于无穷大时， JV 空间趋向{0}，式(4.84)可改写为 

                            , ,( ) ( )j k j k
j k

t d t
∞ ∞

=−∞ =−∞

= ∑ ∑ ψx  (4.85) 

【例 4.6】 二维图像的小波变换。 
图4.6(a)所示为原始图像，图4.6(b)所示为用 MATLAB 提供的正交小波 db2 对图像做一

级小波分解后的图像。可以看出，经过一级小波分解，原始图像被分解成几个子图像，每个

子图像包含了原始图像中不同的频率成分。左上角子图包含了原始图像的低频分量，即图像

的主要特征，低频分量可以再次分解；右上角子图包含了图像的垂直分量，即包含了较多的

垂直边缘信息；左下角子图包含了图像的水平分量，即包含了较多的水平边缘信息；右下角

子图包含了图像的对角分量，即同时包含了垂直和水平边缘信息。从图 4.6(b)中可以看出，
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经过小波变换，原始图像的全部信息被重新分配到了 4 个子图中，左上角子图包含了原始图

像的低频信息，但失去了一部分边缘细节信息，这些失去的细节信息被分配到了其他三个子

图中。由于失去了部分细节信息，所以左上角子图比原始图像模糊了一些，不仅如此，其长

宽尺寸也降低到原来的一半，即分辨率降低到原来的 1/4。一种最容易理解的图像压缩方法

就是，丢弃三个细节子图，只保留并编码低频子图。但实际上，并不是通过这么简单的处理

来进行图像压缩的，三个细节子图不会被丢掉，而是与低频子图一起编入码流，这样才可能

在解码时恢复出完整的原始图像，当然，如果用户只需要一个小尺寸的图像，那就只需从码

流中解码出低频子图即可。低频子图可以进一步分解，经过二级分解后，系数矩阵所对应的

图像如图4.6(c)所示。在图4.6(c)中，低频子图的尺寸降到了原始图像的 1/16，可见每一级小

波分解都是对空间分辨率和频率分量的进一步细分。从此例可以看出，小波变换为在一个码

流中实现图像多级分辨率提供了基础。 

 

图 4.6  图像的小波变换 

4.6.4  正交小波包 

上节讨论的多分辨率分析，信号子空间仅仅针对尺度空间(信号的近似部分) JV 展开，并

没有对小波空间(信号的细节部分) jW 再次剖分，其空间剖分如图4.7所示。 

V0 

V1 W1 

V2 W2 W1 

W2 W3 W2 W1 

图 4.7  多分辨率分析过程的空间剖分 

显然，小波空间的分辨率不够。如果感兴趣的信号落在小波空间 jW 中，同时在空间 jW 中

所占的区域(或频率范围)又很小(例如窄带信号)，则该信号的特征可能会被空间 jW 中的其他

成分掩盖。针对小波变换的这个缺陷，20 世纪 90 年代初 Coifman, Meyer, Wickerhauster 等提

出了小波包分解理论，对小波空间分解进行扩展。理想的小波包时-域空间分解如图4.8 所示
[6]。 

图4.8 分解子空间 ,j nU 中的 j 表示分解层次，相应尺度 2 ja = ，n 表示第 j 层分解的子空

间编号，第 j 层共有 2 j 组正交基。第 j 层的第 n 个编号子空间由 ,{ ( ), }j nU t k k Z− ∈ 构成。 
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V0 

U1, 0 U1, 1 

U2, 0 U2, 1 U2, 2 U2, 3 

U3, 0 U3, 1 U3, 2 U3, 3 U3, 4 U3, 5 U3, 6 U3, 7 

图 4.8  小波包分析过程的空间剖分 

小波包分解过程要求同一层之间的各子空间相互正交。同时，同一层的所有子空间之和

应该等于整个信号空间。各子空间的正交基 ,{ ( ), }j nU t k k Z− ∈ 之间必须满足 

                                , 1 , 2 1 2{ ( ), } { ( ), } 0,j n j nU t k k Z U t k k Z n n− ∈ − ∈ = ≠I  (4.86a) 

                             { ( ) } ( )2
j,ni

i
U t k ,k Z = L R

⊕
− ∈U  (4.86b) 

采用小波包分解之后，信号可由不同的子空间组合构成。针对每一类待分析信号，采用

选定的小波包分解函数，都存在一个最优树。 

【例 4.7】 对二维图像进行小波包分析。 
对图4.9(a)所示的原始图像，利用 MATLAB 对图像进行小波包分析(小波基函数为 db2)，

得到的结果如图4.9(b)所示。 

 
图 4.9  二维图像的小波包分析 

习题 4 

4.1  已知有两个数据集分别为 1 :ω (0, 0, 1), (1, 1, 1), (1, 0, 1), (1, 0, 0)和 2 :ω (0, 0, 0), (1, 1, 
0), (0, 1, 0), (0, 1, 1)。 
(1)将该 8 个数据作为一个数据集对其进行 K-L 变换 
(2)求这两个数据集的类内离散矩阵，并以此作为其产生矩阵进行 K-L 变换。 

4.2  已知一组数据的协方差矩阵为
1 1 2

1 2 1
⎡ ⎤
⎢ ⎥
⎣ ⎦

，试问 

(1)协方差矩阵中各元素的含义。 
(2)K-L 变换的最佳准则是什么？ 
(3)为什么说经 K-L 变换后，消除了各分量之间的相关性？ 

4.3  求如下序列的离散傅里叶变换： 
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(1) 1( ) ( 3)x n nδ= −      (2) 2
1 1( ) ( 1) ( ) ( 1)
2 2

x n n n nδ δ δ= + + + −  

(3) 3
(1/ 2) , 0, 2, 4( )

0,

n nx n
⎧ = ⋅ ⋅ ⋅⎪= ⎨
⎪⎩

,

其他
 

4.4  简述离散傅里叶变换的性质及在图像处理中的应用。 
4.5  小波变换有哪些特点？ 
4.6  取一幅实际的图像，对其进行傅里叶变换并观察变换后的图像，从图像上来分析两者之

间的关系。 
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第 5章  聚 类 分 析 

聚类(Clustering)就是按照一定的要求和规律对事物进行区分和分类的过程，在这一过程

中没有任何关于分类的先验知识，仅靠事物间的相似性作为类属划分的准则，因此是无监督

分类。聚类分析是指用数学的方法研究和处理给定对象的分类。聚类是一个古老的问题，它

伴随着人类社会的产生和发展而不断深化，人类认识世界就必须区分不同的事物，并认识事

物间的相似性。 
多年来，人们提出了许多关于“聚类”的定义[1-4]，但一直没有通用的定义。温熙森[5]

给出的聚类分析定义是：“聚类分析是统计模式识别的另一重要工具，它把模式归入到这样的

类别或聚合类：同一个聚合类的模式比不同聚合类中的模式更相近”。它的基本原理就是在没

有先验知识的情况下，基于“物以类聚”的观点，用数学方法分析各模式向量之间的距离及

分散情况，按照样本的距离远近划分类别。 
为了能够准确描述聚类的定义，希腊的 Sergios Theodoridis 给出了聚类的数学定义[4]。设

{ }1 2, , , N= LX x x x 是待聚类样本的数据集，定义 X 的 K 聚类就是将 X 分割成 K 个集合(聚

类) 1 2, , , KC C CL ，使其满足下面三个条件： 
(1) 1 , 1, ,C i K≠ ∅ = L  
(2) 1 2 KC C C =U UL U X  
(3) , ; , 1, ,i jC C i j i j K≠ ∅ ≠ =I L  

与聚类相关的概念是聚集(Clumping)，聚集允许一个模式属于多个类。例如，根据单词

的意思将其分类，某些单词有多个意思，可以属于几个不同的类。但是，在本章中，我们只

讨论聚类问题。 
聚类分析是无监督分类方法，它把一个没有类别标记的样本集按照某种准则划分成若干

个子集，使相似的样本尽可能归为一类，不相似的样本尽量划分到不同的类中。在实际应用

中，很多情况下无法预先知道样本的类别，只能用没有样本类别标记的样本集进行分类器设

计，这就是无监督分类方法。监督分类方法和无监督分类方法的区别主要如下： 
(1)监督分类方法有训练样本集，在训练样本集中给出不同类别的训练样本，用这些训

练样本可以找出区分不同类样本的方法，从而在特征空间中划定决策域。 
(2)监督分类方法由训练阶段和测试阶段组成。训练阶段利用训练集中的训练样本进行

分类器设计，确定分类器参数；测试阶段将待识别样本输入，根据分类的决策规则，确定待

识别样本的所属类别。 
(3)无监督分类方法可用来分析数据的内在规律，它没有训练样本；如聚类分析、主分

量分析、数据拟合等方法都是无监督分类方法。 
对样本集进行聚类分析要考虑的问题如下： 
(1)相似性测度。如何度量样本间的相似性。 
(2)聚类准则。如何聚类取决于聚类的准则函数，使某种聚类准则达到极值。 
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(3)聚类算法。用什么算法找出使准则函数取极值的最好聚类结果。 
(4)聚类有效性。判定聚类在多大程度上反映了样本集的真实结构，应如何确定样本集

中正确的类别数。 

5.1  相似性测度和聚类准则 

5.1.1  相似性测度 

为了将样本集划分成不同的类别，需要定义一种相似性测度(Similarity Measure)来度量

同一类样本之间的相似性和不同样本之间的差异性。具体选用什么样的测度进行分类，要依

据样本之间的实际情况做适当的选择。 

1．欧氏距离(Euclidean Distance) 

对两个样本 x 和 y，其欧氏距离定义为 

                   
1

T 22

1

( ) ( ) ( )
d

i i
i

D x y
=

⎡ ⎤= − = − − = −⎣ ⎦ ∑x y x y x y  (5.1) 

欧氏距离是最常用的相似性测度。如果选用欧氏距离作为相似性度量，需要特征空间是

各向同性的。也就是说，由欧氏距离所确定的样本具有平移和旋转不变性。 

2．马氏距离(Mahalanobis Distance) 

                              T 1
2 ( ) ( )D −= − −x m x m∑  (5.2) 

其中 x 是样本的特征向量，m 是样本的均值向量，∑ 是协方差矩阵。 
若∑ 为单位阵，则马氏距离与欧氏距离相似。马氏距离使用的难点在于，只有当已知类

别的样本集给定时，才能计算出协方差矩阵∑ ，这往往是难以做到的，因为待分类的样本本

身是无类别的。 

3．明氏距离(Minkowski Distance) 

                             

1

( , )
mm

m i i
i

D x y
⎡ ⎤

= −⎢ ⎥
⎣ ⎦
∑x y  (5.3) 

其中 m 为正整数，xi和 yi分别表示 x 和 y 的第 i 个分量。当 m = 2 时，为欧氏距离；当 m = 1
时，为绝对距离，也称市区距离(City Block Distance)： 

                                1( , ) i i
i

D x y= −∑x y  (5.4) 

4．Tanimoto 测度 

Tanimoto 测度也称为 Tanimoto 距离，Tanimoto 测度可用于实向量测量，也可用于离散值

向量测量，定义为 
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T

2 2 T
( , )Ts =

+ −

x yx y
x y x y

 (5.5) 

向量 x 和 y 越相似， ( , )Ts x y 值越大。 

5．角度相似性函数 

相似性测度不一定只限于距离，可以用向量夹角余弦反映几何相似性。在模式向量具有

扇形分布时，经常采用这种测度： 

                            
T

( , ) cos( )s = ⋅ =
⋅

x yx y x y
x y

 (5.6) 

其中 ( , )s x y 是向量 x 和 y 之间夹角的余弦。 
如图5.1所示，x 和 x2同属于一类， 2 1( , ) coss θ=x x ；x3属于另一类， 3 2( , ) coss θ=x x ，

此时余弦值越大，相似性就越大。 
距离和角度相似性函数作为相似性的测

度各有其局限性。距离对于坐标系的旋转和位

移是不变的，对于放大缩小并不具有不变性的

性质。角度相似性函数对于坐标系的旋转、放

大、缩小是不变的，但对于位移不具有不变性

的性质。用角度相似性函数作为相似性的测度

还有一个缺点，即当不同类的样本分布在从模

式空间原点出发的一条直线上时，所有样本之

间角度相似性函数几乎都等于 l，造成归为一

类的错误。 

5.1.2  聚类准则 

有了相似性测度，就能聚类相似的模式样本。而要剔除相异的样本，就需要有数值的聚

类准则，用聚类准则衡量对样本集的一种划分结果的好坏。 
假定有一组样本 { }1 2, , , N= LX x x x ，我们要把它划分成K 个不相交的子集 1 2, , , KC C CL ，

每个子集代表一个聚类。同一类中的样本比不同类中的样本相似性高一些，于是存在多种分

类方法。那么到底哪种分类方法最好呢？这时，需要定义一个准则函数，有了准则函数，聚

类问题就变成求解准则函数最优问题。下面介绍几种准则函数。 

1．误差平方和准则 

误差平方和准则是聚类问题中最简单而又广泛应用的准则。准则函数为 

                               2

1 i

K

i
i

J
= ∈

= −∑∑
x C

x m  (5.7) 

其中 K 是聚类类别数目，Ci是第 i 类聚类中心域的样本集合，ni是 Ci中的样本数，mi是第 i
类的样本的均值向量： 

 
图 5.1  角度相似性函数 
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                                  1

i

i
in ∈

= ∑
x C

m x  (5.8) 

J 度量了用 m 个聚类中心 1 2, , , KLm m m 代表的 K 个子集 1 2, , , KC C CL 所产生的总误差

平方。对于不同的聚类，J 极小的聚类是误差平方和准则下的最优结果。 
经过简单的代数运算，可以将式(5.7)中的均值向量mi消去，得到另一种准则函数表示形式 

                                   
1

K

i i
i

J n s
=

= ∑  (5.9) 

其中 K 是聚类类别数目，ni是第 i 个聚类 Ci中的样本数，si是相似性算子： 

                              2
2

1 || ||
i i

i
i

s
n ′∈ ∈

′= −∑ ∑
x C x C

x x  (5.10) 

si是第 i 类中各对点之间距离平方的平均，以欧氏距离作为相似性测度。 
若 si以无量纲的相似性函数 ( , )s ′x x 来取代相似性算子 si中的欧氏距离，则有 

                              
T

2
1

i i

i
i

s
n ′∈ ∈

′
=

′⋅∑ ∑
x C x C

x x
x x

 (5.11) 

把式(5.11)代入式(5.9)即准则函数 J 的表示式中，可得到准则函数的另一种表示形式。 
这种准则函数适用于同类的样本很密集且类别间分离明显的情况。如果类别间距离小或各

类别中样本数目相差很大时，可能发生错误。图5.2(a)中所示的模式分类，使用这种准则进行

聚类可获得最好的效果。而图5.2(b)中的模式分布，使用这种准则得到的效果就不理想。 

 
图 5.2  模式分布图 

当不同类别中的样本数相差很大而类别之间距离较小时，样本数多的一类有可能被一分

为二，这样聚类的结果是：将样本数大的类拆分，得到的误差平方和准则函数 J 比保持完整

时小(如图5.3所示)。因此，有可能将 C1和 C2分错［见图5.3(a)］，发生错误聚类。 

 
图 5.3  把大类错误地拆分的问题 
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2．离散度准则 

离散度准则也称为散布准则，它不仅能反映同类样本的聚集程度，也能反映不同类之间

的分离程度。在介绍离散度准则之前，首先定义离散度矩阵。 
第 i 类的均值向量(第 i 类的中心) 

                                  1

i

i
in ∈

= ∑
x C

m x  (5.12) 

总平均向量 

                                  
1

1 K

i i
i

n
N =

= ∑m m  (5.13) 

第 i 类的离散度矩阵 

                             T( )( )
i

i i i
∈

= − −∑
x C

S x m x m  (5.14) 

类内离散度矩阵 

                                   
1

K

W i
i=

= ∑S S  (5.15) 

类间离散度矩阵 

                            T

1

( )( )
K

B i i i
i

n
=

= − −∑S m m m m  (5.16) 

总离散度矩阵 

                             T( )( )T
∈

= − −∑
x X

S x m x m  (5.17) 

其中 K 是聚类类别数目，Ci是第 i 类聚类中心域的样本集合，ni是 Ci中的样本数，mi是第 i
类的样本的均值向量。 

根据上述定义可以证明，总离散度矩阵等于类内离散度矩阵与类间离散度矩阵之和，即 

T W B= +S S S  

总离散度矩阵与如何划分类别无关，仅与全部样本有关，但是类内和类间离散度矩阵都

与类别划分有关。为了更准确地度量类内和类间离散度矩阵，需要引入一个标量来衡量离散

度矩阵的大小。下面介绍两种度量矩阵的标量，即矩阵的迹和矩阵的行列式。 
(1)迹准则 
方阵的主对角线元素之和称为这个方阵的迹，迹是度量离散度矩阵大小的最简单的标

量方法。大致来说，迹是离散度半径的平方和，它正比于数据在各个坐标轴方向上的方差

之和。所以最小化矩阵的对角线元素之和，最小化类内离散度矩阵 SW 的迹可以作为一种准

则函数。事实上，可以证明这个准则与前面介绍的误差平方和准则是一致的。由式(5.14)和
式(5.15)可得 

                         2

1 1

tr tr || ||
i

K K

W i i e
i i

J
= = ∈

= = − =∑ ∑∑
x C

S S x m  (5.18) 
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因为 tr tr trT W B= +S S S ，而 ST 与样本如何划分类别无关，所以最小化类内离散度矩阵迹准则

函数 trSW 的同时，也最大化了类间离散度矩阵迹准则函数 trSB，即 

                               2

1

tr || ||
K

B i i
i

n
=

= −∑S m m  (5.19) 

(2)行列式准则 
矩阵的行列式也可作为离散度矩阵的另一种标量度量。这种度量大致上反映了离散体积

的平方，这是因为它正比于数据在各个主轴方向上的方差之积。但是，当类别数小于或等于

特征向量的维数时，类间离散度矩阵 SB 是奇异矩阵，即行列式的值为 0。所以不能选择 SB

的行列式作为准则函数，一般选择类内离散度矩阵 SW 的行列式作为准则函数。假定类内离

散度矩阵 SW是非奇异的，于是得到准则函数为 

                                
1

K

d W i
i

J
=

= = ∑S S  (5.20) 

尽管类内离散度矩阵 SW 有时也会是奇异的，比如当样本数与类别数之差小于维数时，

但是使得样本数与类别数之差大于维数的条件易于满足，也就是说，使 SW非奇异比使 SB非

奇异的条件容易满足。 

5.2  聚类算法 

5.2.1  聚类算法的分类 

聚类算法是试图识别数据集合聚类的特殊性质的学习过程。聚类算法主要包括以下几

种[4]。 
(1)顺序算法(Sequential algorithms)。这类算法产生一个独立的聚类，并至少将所有特征

向量使用一次或几次，是直接、快速的算法；最后的结果与特征向量参与算法的顺序有关。

这类算法适用于致密和超球面或超椭圆面形状的聚类，并与使用的距离测度有关。 
(2)层次聚类算法(Hierarchical clustering algorithms)，也称分级聚类算法。具体有： 

  合并算法(Agglomerative algorithms)。这类算法在每一步都减少类数，聚类结果是合

并前一步的两个类。 

  分裂算法(Divisive algorithms)。这类算法的原理与合并算法的原理相反，在每一步增

加类数，聚类结果是将前一步的一个类分裂成两个类。 

(3)基于准则函数最优的聚类算法。这类算法用准则函数定量地判断聚类结果，通常类

数是固定的，通过迭代求最优准则函数，不断产生并调整聚类结果，当准则函数局部最优时，

迭代结束。具体有： 

  硬聚类算法(Hard clustering algorithms)。如果一个特征向量属于某一类，就不能属于

另一类；根据选择的准则函数，当准则函数局部最优时，将特征向量分到各个类中。

最著名的算法是 ISODATA [6]。 

  概率聚类算法(Probabilistic clustering algorithms)。它是硬聚类算法的特例，采用贝叶
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斯分类方法，并且每个特征向量 x 被分到使 P(Ci | x)最大的聚类 Ci中，通过适当地定

义优化任务完成概率估计。 

  模糊聚类算法(Fuzzy clustering algorithms)。在这类算法中，计算特征向量属于某类

的隶属度，当隶属度大于给定阈值时，特征向量属于该类。 

  可能聚类算法(Possibilistic clustering algorithms)。这类算法测量特征向量 x 属于聚类

Ci的可能性。 

(4)其他算法。 

  分支和约束聚类算法(Branch and bound clustering algorithms)。对于给定的类数，这类

算法使用给定准则，不需要考虑所有可能的聚类就可以提供全局最优聚类。然而，它

们的计算量大。 

  遗传聚类算法(Genetic clustering algorithms)。这类算法用一个可能的聚类作为初始种

群，迭代生成新的种群，按照相关的准则，新种群一般比原来的种群具有更优的聚类。 

  随机松弛算法(Stochastic relaxation algorithms)。在指定准则情况下，这种方法保证在

一定的条件下概率收敛于全局最优聚类，但是计算量大。 

  谷点搜索聚类算法(Valley-seeking clustering algorithms)。这类算法把特征向量当做一

个多维任意变量 x 的实例，它基于一个假设，即很多特征向量驻留的 x 区域对应着 x
的概率密度函数值增加的区域。所以，对概率密度函数的估计可能使得聚类形成的区

域更加显著。 

  竞争学习算法(Competitive learning algorithms)。这类算法是迭代算法，不使用准则函

数。根据某种距离度量，产生一些聚类，而且收敛于最可判断的一个。其典型代表是

基本的竞争学习算法和漏洞学习算法。 

  基于形态学变换技术的算法(Algorithms based on morphological transformation techniques)。
这类算法使用形态学变换，以获得更好的聚类划分。 

  基于密度的算法(Density-based algorithms)。该类算法把聚类视为一维空间中数据较

为密集的区域。从这个角度看，该类算法与谷点搜索算法相似。 

  子空间聚类算法(Subspace clustering algorithms)。该类算法非常适合于处理高维数据

集。在某些应用中，特征空间的维数甚至可以达到几千。 

  基于核的方法(Kernel-based methods)。该类算法的基础是在非线性支持向量机中，采

用“核方法”实现原始空间 X 的映射，把 X 转化为高维空间，在高维空间中再使用

广义最优分类方法对样本进行划分。 

5.2.2  层次聚类算法 

层次聚类算法(Hierarchical clustering algorithms)也称系统聚类算法、分级聚类算法或树

聚类，是实际应用中采用得最多的算法之一。层次聚类算法的基本思想是：将 N 个样本自成

一类，然后计算类与类之间的距离，再将距离最近的两类合并，减少类别数，直至达到分类

要求为止。 
算法描述如下： 
(1)初始分类。N 个模式样本自成一类，即 Gi

(0) = {xi}, i = 1, 2,L , N。 
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(2)计算各类间的距离 Dij，得到一个对称的 m×m(初始时为 N×N)距离矩阵 D(l)，l 为逐次

聚类合并的次数，其中 m 为类别数。 
(3)找出 D(l)中的最小元素，将其对应的两类合并为一类，由此建立新的分类 G1

(l + 1), 
G2

(l + 1),L 。 
(4)转至(2)，重复计算及合并。 
结束条件： 

  检查类别数，如果类别数为 1，则停止。 

  设定一个距离阈值 DT，当 D(l)中的最小元素超过给定阈值 DT时，则停止。 

在层次聚类算法中，关键技术是类间距离的选择和类别数的确定。选择不同的类间距离，

将得到不同的聚类过程和结果。下面介绍几种类间距离的计算方法。 
(1)最短距离法。如果 H 和 K 是两个聚类，则两类间的最短距离定义为 

( ){ }min , , ,HK H K H KD D H K= ∈ ∈x x x x  

其中 ( , )H KD x x 表示 H 类中的样本 Hx 和 K 类中的样本 Kx 之间的欧氏距离，DHK表示 H 类中

所有样本与 K 类中所有样本之间的最小距离，如图5.4(a)所示。 
如果 K 类由 I 和 J 两类合并而成，则 

( ){ }min , , ,HI H I H ID D H I= ∈ ∈x x x x  

( ){ }min , , ,HJ H J H JD D H J= ∈ ∈x x x x  

得到递推公式 { }min ,HK HI HJD D D= 。 
在图5.4(b)中， HKD 是 HID 和 HJD 中最小的， HK HID D= 。 

 
图 5.4  最短距离法 

(1)最长距离法。与最短距离法类似，H 类和 K 类之间的距离定义为 

( ){ }max , , ,HK H K H KD D H K= ∈ ∈x x x x  

如果 K 类由 I 和 J 两类合并而成，则 

( ){ }max , , ,HI H I H ID D H I= ∈ ∈x x x x  

( ){ }max , , ,HJ H J H JD D H J= ∈ ∈x x x x  

得到递推公式 { }max ,HK HI HJD D D= 。 

(3)均值距离。设 H 和 K 是两个聚类，则两类间的均值距离定义为 

21
HK ij

H K i H
j K

D d
n n ∈

∈

= ∑  
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其中 2
ijd 表示 H 类中任一样本 xi和 K 类中的任一样本 xj之间的欧氏距离的平方，nH, nK分别是

H 类和 K 类中的样本数目。 
如果 K 类由 I 类和 J 两类合并而成，则可以得到 H 类和 K 类之间距离的递推式，如下所

示： 

2 2JI
HK HI HJ

I J I J

nnD = D + D
n + n n + n

 

【例 5.1】 已知 6 个二维样本 { }, 1, 2, , 6iX x i= = L ，如图 5.5 所示，其中 x1 = [0.2, 

0.3]T, T
2 [0.5,1]x = , T

3 [3, 3]x = , T
4 [3.4, 2.1]x = , T

5 [4.1, 3.5]x = , T
6 [4.5, 2.5]x = 。试按照最短

距离进行层次聚类。 

 
图 5.5  例 5.1 的样本 

解：(1)初始将每个样本视为一类，得 

{ } { } { } { } { } { }(0) (0) (0) (0) (0) (0)
1 1 2 2 3 3 4 4 5 5 6 6, , , , ,G x G x G x G x G x G x= = = = = =  

计算各类间的欧氏距离，得到距离矩阵 D(0)，如下表所示。 

D(0) G1
(0) G2

(0) G3
(0) G4

(0) G5
(0) G6

(0) 

G1
(0) 0 0.7616 3.8897 3.6715 5.0448 4.8301 

G2
(0) 0.7616 0 3.2016 3.1016 4.3829 4.2720 

G3
(0) 3.8897 3.2016 0 0.9849 1.2083 1.5811 

G4
(0) 3.6715 3.1016 0.9849 0 1.5652 1.1705 

G5
(0) 5.0448 4.3829 1.2083 1.5652 0 1.0770 

G6
(0) 4.8301 4.2720 1.5811 1.1705 1.0770 0 

(2)将最短距离 0.7616 对应的类 G1
(0)和 G2

(0)合并为一类，得到新的分类： 

{ }(1) (0) (0)
12 1 2,G G G=  

{ } { } { } { } { }(1) (0) (1) (0) (1) (0) (1) (0) (1) (0)
2 2 3 3 4 4 5 5 6 6, , , ,G G G G G G G G G G= = = = =  

计算各类间的欧氏距离，得到距离矩阵 D(1)，如下表所示。 
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D(1) G12
(1) G3

(1) G4
(1) G5

(1) G6
(1) 

G12
(1) 0 3.2016 3.1016 4.3829 4.2720 

G3
(1) 3.2016 0 0.9849 1.2083 1.5811 

G4
(1) 3.1016 0.9849 0 1.5652 1.1705 

G5
(1) 4.3829 1.2083 1.5652 0 1.0770 

G6
(1) 4.2720 1.5811 1.1705 1.0770 0 

(3)将最短距离 0.9849 对应的类 G3
(1)和 G4

(1)合并为一类，得到距离矩阵 D(2)，如下表所

示。 
D(2) G12

(2) G34
(2) G5

(2) G6
(2) 

G12
(2) 0 3.1016 4.3829 4.2720 

G34
(2) 3.1016 0 1.2083 1.1705 

G5
(2) 4.3829 1.2083 0 1.0770 

G6
(2) 4.2720 1.1705 1.0770 0 

(4)将最短距离 1.0770 对应的类 G5
(2)和 G6

(2)合并为一类，得到距离矩阵 D(3)，如下表所

示。 
D(3) G12

(3) G34
(3) G56

(3) 

G12
(3) 0 3.1016 4.2720 

G34
(3) 3.1016 0 1.1705 

G56
(3) 4.2720 1.1705 0 

(5)将最短距离 1.1705 对应的类 G34
(3)和 G56

(3)合并为一类，得到距离矩阵 D(4)，如下表

所示。 
D(4) G12

(4) G3456
(4) 

G12
(4) 0 3.1016 

G3456
(4) 3.1016 0 

设定一个距离阈值为 DT = 2，D(4)中的最小元素为

3.1016，超过给定阈值，则聚类结束。结果为 

{ } { }1 1 2 2 3 4 5 6, , , , ,G x x G x x x x= =  

如果无阈值条件，继续聚类，最终全部样本归为一类。 
上述层次聚类过程可用图5.6所示的分类树表示，左边

的数据为类间的最短距离。 

5.2.3  K均值算法 

K 均值算法(K-mean Algorithm，也称为 C 均值算法)是基于准则函数最优的聚类算法，

它能够使各类样本到聚类中心的距离平方和取得极小值。 
已知样本集合 { }1 2, , , n= LX x x x ，xj是 d 维特征向量， 1, 2, ,j n= L ；已知类别数 K 和

初始聚类中心 Ci；相似性测度可以采用欧氏距离；聚类准则采用误差平方和准则，其准则函

数为 

 
图 5.6  例 5.1 的层次聚类法分类树 
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                     2

1 i

K

i
i

J
= ∈

= −∑ ∑
Cx

x C ,  Ci是第 i 类的聚类中心 (5.21) 

K 均值算法就是通过不断调整聚类中心，使得误差平方和准则函数 J 取得极小值。 
K 均值算法如下： 

(1)初始化：给定类别数 K，初始化聚类中心 Ci(l)， 1, 2, ,i K= L , 1l = 。 
(2)第 l 次迭代的修正：逐个将样本 { }1 2, , , n= LX x x x 按照最小距离原则分配给 K 个聚

类中心的某一个。若 ( ) ( )j p j il l− < −x C x C ， , 1, ,i p K= L , i ≠ p，则 ( )p l∈x C ，x 是聚类

中心为 Cp(l)的样本集。 
(3)计算新的聚类中心： 

( )

1( +1)
i

i
i l

l
N ∈

= ∑
x C

C x ,  1, 2, ,i K= L  

其中 Ni为第 i 个聚类所包含的样本个数。 
用均值向量作为新的聚类中心，可使准则函数 

2

i

i iJ
∈

= −∑
x C

x C ,   1, 2, ,i K= L  

最小。 
在这一步要分别计算 K 个聚类的样本均值向量，所谓的 K 均值算法就由此特点得名。 
(4)若 ( +1) ( )i il l≠C C , 1, 2, ,i K= L ，令 1l l= + ，转(2)；将样本逐个重新分类，重复迭

代计算。 
若 ( +1) ( )i il l=C C , 1, 2, ,i K= L ，算法收敛，计算完毕。 
K 均值算法的计算复杂度是 O(ndKl)，其中 n 是样本数量，d 是样本维数，K 是类别数，

l 是迭代次数。 
K 均值算法是以确定类别数和选定的初始聚类中心为前提，使样本到其所在类中心的距

离之和最小。分类结果受到类别数和初始聚类中心的影响，得到的聚类结果是局部最优的。

但是该方法简单，聚类结果可以令人满意，因而应用比较普遍。 
当类别数 K 未知时，在使用 K 均值算法时假

设 类 别 数 逐 步 增 加 。 可 采 用 试 探 法 ， 令

2, 3, 4,K = L ，对应算出准则函数 J，作出 J 与 K
的关系曲线(见图5.7)，J 随 K 的增加而逐步减少。

通常情况下，当 J 下降变慢时，对应的 K 较为合

适。如图5.7所示，从 5 至 6 下降较小，因而认为

5 较合适，故 K = 5。但并非所有情况都能找到这

样的转折点，当无明显转折点时，可利用对该问题

的先验知识分析选取合理的类别数。 
初始聚类中心的选择，有以下几种方法： 
(1)凭先验知识，将样本集大致分类，取代表点。 
(2)将全部样本随机地分为 K 类，计算每类的中心，作为初始聚类中心。 

 
图 5.7  J 与 K 的关系曲线 
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(3)以每个样本为中心，某个正数 r 为半径，在球内落入的点的个数作为密度，取最大密

度点为 C1(0)，然后再找出与 C1(0)的距离大于 r 的次大密度作为新的聚类中心，依次选定。 
(4)选择给定样本集的前 K 个样本作为聚类中心。 
(5)从 1K − 类问题得出 1K − 个聚类中心，再找出一个最远点。 

【例 5.2】 图5.8给出了 20 个二维样本，用 K 均值算法进行分类，取 K = 2。 

 
图 5.8  例 5.2 的 K 均值算法样本 

解： 

(1)令 K = 2，选择 [ ]T
1 1(1) 0, 0= =C x , [ ]T

2 2(1) 1, 0= =C x 。 
(2)因为 1 1 1(1) ( )i l− < −x C x C 和 3 1 1(1) ( )i l− < −x C x C , 2i = ，故 1(1)X = { }1 3,x x , N1 = 2。

同样，剩余的样本接近于 C2(1)，故 { }2 2 4 5 20(1) , , , ,X x x x x= L , 2 18N = 。 

(3)更新聚类中心，如图5.9所示。 

1

1 1 3
1 (1)

01 1(2) ( )
0.52

x x
N ∈

⎡ ⎤
= = + = ⎢ ⎥

⎣ ⎦
∑

x C

C x  

2

2 2 4 5 20
2 (1)

5.71 1(2) ( )
5.318

x x x x
N ∈

⎡ ⎤
= = + + + + = ⎢ ⎥

⎣ ⎦
∑ L

x C

C x  

(4)因为 (2) (1)j j≠C C , j = 1, 2，转到(2)。 

(5)因为 1 2(2) (2)l l− < −x C x C , 1, 2, , 8l = L ，所以 { }1 1 2 3 8(2) , , , ,x x x x= LC , 1 8N = 。

又因为 ( )2 1(2) 1l l− < −x C x C , 9,10,11, , 20l = L ，故 { }2 9 10 11 20(2) , , , ,x x x x= LC , 12N = 。 

(6)更新聚类中心： 

1

1 1 2 8
1 (2)

1.21 1(3) ( )
1.18

x x x
N ∈

⎡ ⎤
= = + + + = ⎢ ⎥

⎣ ⎦
∑ L

x C

C x  

2

2 9 10 11 20
2 (2)

7.71 1(3) ( )
7.318

x x x x
N ∈

⎡ ⎤
= = + + + + = ⎢ ⎥

⎣ ⎦
∑ L

x C

C x  

(7)因为 (3) (2)j j≠C C , j = 1, 2，转到(2)。 

(8)本次分类结果与前一次迭代产生的结果相同， 1 1(4) (3)=C C ， 2 2(4) (3)=C C 。 
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(9)本次的聚类中心也与前一次的相同。 
因为 (4) (3)j j=C C , j = 1, 2，故算法收敛。聚类中心为 

1
1.2
1.1

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
C ， 2

7.7
7.3

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
C  

 
图 5.9  例 5.2 的聚类过程 

5.2.4  核聚类 

在 K 均值算法中，仅用一个聚类中心点作为

一类的代表，而一个点往往不能充分地反映出该

类的样本分布结构；当类的分布是球状或近似球

状时，才能有较好的效果。对于图5.10 的样本分

布，它是各个分量方差不等的正态分布，K 均值

算法的分类效果不好[10, 11, 12]。在图5.10 中，A 点

依概率密度应属于ω1 类，但由于它离ω2 类的均值

m2更近，用 K 均值算法就会将 A 点分到ω2类。 
如果已知各类样本分布，则可以利用它们进

行聚类。已知样本集合 { }1 2, , , n= LX x x x ，类别

数 c，基于样本与核的相似性测度准则函数为 

 
图 5.10  各分量方差不等的正态分布 
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1

( , )
i

c

i
i

J d
= ∈

= ∑ ∑
x

x K
Γ

 (5.21) 

其中 { }1 2, , , c= LK K K K 为核集， { }1 2, , , c= LΓ Γ Γ Γ 为 X 划分为 c 类的子集，d 表示某种

相似性测度。则聚类就是不断调整核集 K 和子集Γ，最终使准则函数 J 取得极小值的过程。

相应的算法如下： 

(1)初始化，将样本集 X 划分成 c 类，并确定每类的初始核 jK , 1, 2, ,j c= L 。 

(2)计算每个样本与所有核的相似性测度 ( , )j jd x K , 1, 2, ,j n= L , 1, 2, ,i c= L ，如果

1 1, 2, ,
( , ) min ( , )j j ii c

d d
=

=
L

x K x K , 1, 2, ,j n= L ，则 j l∈x Γ ，将每个样本分到相应的类别中。 

(3)重新修正核 , 1, 2, ,i i c= LK 。若所有的核 iK 都保持不变，则算法结束；否则，转到(2)。 

实践证明，只要选择合适的核函数，核聚类算法通常都能取得合理的聚类，比较好地拟

合不同样本的数据分布。实际上，K 均值算法是基于核 iK 聚类算法的特例，是用样本均值替

代核 iK 。 
为了进一步说明核聚类算法，下面介绍两种核函数和相似性测度。 
(1)正态分布函数为核函数 
当已知某类的分布为正态分布时，可以用正态分布函数作为核函数： 

T 1
1/ 2/ 2

1 1 ˆˆ ˆ( , ) exp ( ) ( )
2ˆ(2π)

i k i k i i k i
d

i

−⎡ ⎤= − − −⎢ ⎥⎣ ⎦
K x V x xμ Σ μ

Σ
 

其中 ˆˆ( , )i i i=V μ Σ ， ˆiμ 为子集 iΓ 的均值， ˆ
iΣ 为 iΓ 的协方差矩阵，d 是样本 xk的维数。 

( )

1

1ˆ
in

i
i l

i ln =

= ∑ xμ ,  1, 2, ,i c= L  

( ) ( ) T

1

1ˆ ˆ ˆ( )( )
in

i i
i l i l i

i ln =

= − −∑ x xΣ μ μ ,  1, 2, ,i c= L  

相似性测度可定义为 

T1 ˆ( , ) ( )
2k i k id = −x K x μ 1ˆ (i k

− −xΣ 1 ˆˆ ) lg
2i i+μ Σ  

(2)主轴核函数 
当已知各类样本分别在相应的主轴附近分布时，如图 5.11

所示，第一类样本在 D1 表示的主轴方向上集中，第二类样本在

D2表示的主轴方向上集中。在这种情况下，可定义核函数为 
T( , )j j j=K x V U x  

式中 { }1 2, , ,j dj= LU u u u 是样本协方差矩阵 ˆ
jΣ 的 dj 个最大特征

值所对应的本征向量系统。 
任一样本 x 与一个轴 Uj之间的相似程度可以用 x 与ωj类主

轴之间的欧氏距离的平方来度量： 

 
图 5.11  主轴核函数 



第 5 章  聚 类 分 析 

 

95 

2 T T Tˆ ˆ ˆ ˆ( , ) [( ) ( )] [( ) ( )]L j j j j j j j j jd x x x x= − − − − − −x K U U U Uμ μ μ μ  

式中 ˆ jμ 是ωj类样本的均值向量。 

5.2.5  ISODATA算法 

ISODATA(Iterative Self-Organizing Data Analysis Techniques Algorithm，迭代自组织数据

分析算法)[8-9]是基于准则函数最优的聚类算法，它与 K 均值算法有相似之处，即聚类中心同

样是通过样本均值的迭代运算得到的。ISODATA 在迭代过程中，增加了产生和消除某些类别

的方法，能自动合并和分裂类，因而有自动寻找类别数 K 的能力。ISODATA 的特点是计算

简单，适用于识别致密聚类。 
合并主要发生在某一类样本数太少的情况，或者两类聚类中心之间距离太小的情况。为

此，设置每一类中最少样本数和两类聚类中心之间的最小距离参数。 
分裂主要发生在某一类的某分量出现类内方差过大的现象时，适合将其分裂成两类，使

类内方差比较合理。为此，设置类内某个分量方差的参数，用以决定是否需要将某一类分裂

成两类。 
ISODATA 算法中的参数如下： 
K——要找的聚类中心数； 
θN——每一类中至少应具有的样本个数； 
θs——类内的样本标准差阈值； 
θc——两个聚类中心之间的最小距离； 
L——在一次迭代运算中可合并的最多对数； 
I——允许迭代的次数。 
ISODATA 算法如下： 
(1)初始化：任意选定 c 个聚类中心 1 2(1), (1), , (1)cLz z z ；定义算法参数 , , , , ,N S ck L Iθ θ θ 。

其中 c 不一定等于所要求解的聚类中心数 K。 
(2)分配 N 个样本到 c 类中。按最近邻原则计算，若 i j− < −x z x z ， 1, 2, ,i c= L , i j≠ ，

则 x∈Xi，其中 Xi表示分到聚类中心 zi的样本子集，Ni为 Xi中的样本数。 
(3)对任意 i，若 Ni < θN，则去除 Xi，使 c = c−1，也就是将样本数比θN少的样本子集去除。 
(4)修正聚类中心 zi： 

1

i

i
iN ∈

= ∑
x X

z x , 1,2, ,i c= L  

(5)计算 Xi中样本与各个聚类中心间的平均距离： 

1

i

i i
i

d
N ∈

= −∑
x X

x z ， 1,2, ,i c= L  

(6)计算总体的平均距离： 

1

1 c

i i
i

d N d
N =

= ∑  
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其中 N 为样本集中的样本总数。 
(7)判断分裂、合并及迭代运算步骤。 
① 若是最后一次迭代，置θc = 0，转到(11)，算法结束。 

② 若 c≤
2
K

，转到(8)，将已有的聚类分裂。 

③ 若 c ≥ 2K，或是偶次迭代，直接转到(11)。 
④ 若②、③不满足，继续。 
(8)计算标准差σij： 

21 ( )
i

ij ik ij
iN

σ
∈

= −∑
x X

x z ， 1, 2, ,i d= L ; 1, 2, ,j c= L  

其中 d 是样本的维数，xik是 Xk中第 i 个样本的第 k 个分量，zij是 zj的第 i 个分量。 
T

1 2{ , , , }j j j djσ σ σ σ= L  

(9)找出 jσ 中的最大分量 maxjσ , 1, 2, ,j c= L 。 

(10)如果 maxj sσ θ> , 1, 2, ,j c= L ，同时满足以下条件之一： 

① jd d> 和 2( 1)j NN θ> +  

② c ≤ 2
K  

则将 Xj分成两类，出现两个新的聚类中心 j
+z 和 j

−z ，删去 jz ，并使 c = c + 1。在对应于 maxjσ

的 jz 的分量上加上一个给定量 jγ ，而 jz 的其他分量保持不变构成 j
+z ；在对应于 maxjσ 的 jz 的

分量上减去 jγ ，而 jz 的其他分量保持不变构成 j
−z 。规定 jγ 是 maxjσ 的一部分， maxj jγ ασ= , 0 

< α ≤1。选择α 的基本要求是，使任意样本到这两个新的聚类中心 j
+z 和 j

−z 之间有一个足够可

检测的距离差别，但又不能太大。 
如果完成分裂，迭代次数加 1，l = l + 1，转到(2)。否则，继续进行(11)。 
(11)计算全部的聚类中心的两两距离 dij： 

ij i jd = −z z ， i j≠ ; , 1, 2, ,i j c= L  

(12)比较： 
如果 dij ≥ θc，转到(14)；否则，如果 dij < θc，将 dij < θc的值按升序排序，即 di1j1 < di2j2 <L < 

diljl , l ≤ L。 
(13)从 di1j1开始，逐对合并，算出新的聚类中心： 

* 1 [ ]l il il jl jl
il jl

N z N z
N N

= +
+

z ， 1, 2, ,l L= L  

删去 zil和 zjl，并使 c = c−1。注意，只允许一对对合并，并且一个聚类中心只能合并一次。 
(14)迭代处理： 
如果是最后一次迭代，l = I，算法结束。否则， 
① 不修改参数，l = l + 1，转到(2)。 
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② 需要人工参与修改参数，l = l + 1，转到(1)。 
每次回到算法的第一步或第二步就计为一次迭代。 

【例 5.3】  如图 5.12 所示，有 8 个二维的样本 { }, 1, 2, , 8i i= = LX x ，其中 1x = [ ]T0.5, 0.5 , 

[ ]T
2 1,1x = , [ ]T

3 1.5,2x = , [ ]T
4 5,5x = , [ ]T

5 5,3x = , [ ]T
6 4,4x = , [ ]T

7 5,4x = , [ ]T
8 6,5x = 。用

ISODATA 算法进行聚类。 

 
图 5.12  例 5.3 的样本 

解：假设初始聚类中心数 c = 1，z1 = x1 = (1, 1)T。 
第一次迭代 

(1)初始化：聚类中心数 K = 2，每一类中至少应具有的样本个数 θN = 1，类内的样本标

准差阈值θs = 1，两个聚类中心之间的最小距离θc = 4，在一次迭代运算中可合并的最多对数 L 
= 2，允许迭代的次数 I = 4。若分析的模式中无法得到先验信息，则任意选择这些参数，然后

通过算法在逐次迭代中进行调整。 
(2)因为只有一个聚类中心 z1，所以 { }1 1 2 8, , ,= LX x x x , N1 = 8。 

(3)由于 N1 > θN，故无子类要去除。 
(4)更新聚类中心 z1： 

1

1 1 2 8
1

3.501 1 ( )
3.06258N ∈

⎡ ⎤
= = + + + = ⎢ ⎥

⎣ ⎦
∑ L
x X

z x x x x  

(5)计算 id ： 

( )
1

1 1 1 1 8 8
1

1 || || / 8 2.4246d
N ∈

= − = − + + − =∑ L
x X

x z x z x z  

(6)计算 d ，此时 1 2.4246d d= = 。 

(7)因为这不是最后一次迭代，且
2
Kc = (K = 2, c = 1)，所以转到(8)。 

(8)求 X1的标准差： 
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1

2 2 2
11 1 11

1

1 1( ) [(0 3.38) (6 3.38) ] 2.0156
8kN

σ
∈

= − = − + + − =∑ L
x X

x x  

1

2 2 2
21 2 21

1

1 1( ) [(0 2.75) (5 2.75) ] 1.6286
8kN

σ
∈

= − = − + + − =∑ L
x X

x x  

1
2.0156
1.6286

σ
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

 

(9)取 1σ 的最大值 1maxσ = 2.0156。 

(10)因为 1max sσ θ> , 
2
Kc = ，则 z1分裂成两个新的聚类中心。 

令 1 1max0.5 0.5 2.0156 1.0078γ σ= = × ≈ ，则 1
4.5078
3.0625

+ ⎡ ⎤
= ⎢ ⎥

⎣ ⎦
z ， 1

2.4922
3.0625

− ⎡ ⎤
= ⎢ ⎥

⎣ ⎦
z 。为方便起见，

令 1
+z , 1

−z 分别为 z1和 z2，c = c + 1 = 2，转到(2)。 
第二次迭代 

(2)将样本重新分配给 z1和 z2，现在样本集为 

{ }1 4 5 6 7 8, , , ,=X x x x x x ，N1 = 5， { }2 1 2 3, ,=X x x x , N2 = 3 

(3)因为 N1 > θN和 N2 > θN，故无子集要去除。 
(4)更新聚类中心： 

1

1
1

5.01
4.2N ∈

⎡ ⎤
= = ⎢ ⎥

⎣ ⎦
∑
x X

z x  

2

2
2

1.00001
1.1667N ∈

⎡ ⎤
= = ⎢ ⎥

⎣ ⎦
∑
x X

z x  

(5)计算 id ，i = 1, 2： 

1

1 1
1

1 ( ) 0.9001d
N ∈

= − =∑
x X

x z  

2

2 2
2

1 ( ) 0.6573d
N ∈

= − =∑
x X

x z  

(6)计算 d ： 
2

1 1

1 1 (5 0.9001 3 0.6573) 0.8090
8

c

i i
i i

d N d
N = =

= = × + × =∑ ∑  

(7)因为是偶次迭代，转到(11)。 
(11)计算两两距离 d12： 

12 1 2 5.0201d = − =z z  

(12)d12 > θc(θc = 4)，不发生合并。 
(14)因为不是最后一次迭代，所以需要判定是转到(1)，还是转到(2)。此例中：①已得

到 K = 2 的聚类数；②聚类间的分离度大于样本分离的标准差；③每一个聚类中包括一定数
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量的样本总数。因此，得出的聚类中心 z1 和 z2 具有代表性。下一次迭代不需要更改算法参

数，于是转到(2)。 
第三次迭代 

(2)~(6)同第二次迭代，产生同样的结果。 
(7)所有条件都不满足，继续进行计算。 
(8)计算 X1和 X2的标准差： 

1

2
11 1 11

1

1 ( ) 0.6325kN
σ

∈

= − =∑
x X

x z  

1

2
21 2 21

1

1 ( ) 0.7483kN
σ

∈

= − =∑
x X

x z  

1
0.6325
0.7483

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
σ  

2

2
12 1 12

2

1 ( ) 0.4082kN
σ

∈

= − =∑
x X

x z  

2

2
22 2 22

2

1 ( ) 0.6236kN
σ

∈

= − =∑
x X

x z  

2
0.4082
0.6236

⎡ ⎤
= ⎢ ⎥

⎣ ⎦
σ  

(9)这里 1max 0.7483σ = 和 2max 0.6263σ = 。 
(10) 1max sσ θ< , 2max sσ θ< ，不满足分裂条件，继续计算。 
(11)得到与上次迭代时相同的结果： 12 1 2 5.0201D = − =z z 。 

(10)得到与上次迭代时相同的结果。 
(12)无归并。 
(13)除标准差计算外，在本次迭代中，无新的增加，转到(2)。 
第四次迭代 

(2)~(6)与上次迭代一样，产生同样的结果。 
(7)因 I = 4 是最后一次迭代，置θc = 0，转到(11)。 
(11)得到与上次迭代时相同的结果：D12 = 5.0201。 
(12)得到与上次迭代时相同的结果。 
(13)无归并发生。 
(14)因 I = 4 是最后一次迭代，故算法结束。 

5.3  聚类有效性 

聚类分析是无监督分类方法，聚类算法都是以假定类别数目已知为前提，来通过迭代或

某种搜索方法求得各个类别的聚类中心的。即使样本集没有自然的聚类，聚类算法也可以将
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样本集分类。不同的聚类算法会得到不同的分类结果，如何才能确定分类结果是否适合样本

集？这就需要对聚类结果进行评价的工具。对聚类算法的结果进行定量评价的方法，一般称

为聚类有效性(Cluster Validity)。 
在聚类分析中，类别数的选择是一个非常困难的问题，至今还没有令人满意的方法。

在相关文献中，报道了大量关于聚类有效性的方法。类别数的有效性评价方法可分为如下

3 类[14]： 

  有效性指标，包括 Silhouette 指标、Davies-Bouldin 指标、Calinski-Harabasz 指标等。 

  检测稳定聚类结构的稳定性方法。 

  模拟热力学系统的系统演化方法。 

这些方法都有各自的优点，例如有效性指标容易使用，稳定性方法能处理更复杂的数据，

系统演化方法能提供各聚类之间的距离或可分离程度信息。 

1．平均 Silhouette(Sil)指标 

设 a(x)为聚类 Cj中的样本 x 与类内所有其他样本的平均不相似度或距离，d(x, Ci)为样

本 x 到另一个聚类 Ci的所有样本的平均不相似度或距离，则 b(x) = min{d(x, Ci)}, i = 1, 2,L , 
k(类别数)，i ≠ j。Sil 指标计算每个样本与同一聚类中样本的不相似度，以及与其他聚类中样

本的不相似度，其每个样本 x 的计算公式如下： 

( ) ( )Sil( )
max{ ( ), ( )}

b a
a b

−
=

x xx
x x

 

一般以一个样本集的所有样本的平均 Sil 值来评价聚类结果的质量，Sil 指标越大表示聚

类质量越好，其最大值对应的类别数作为最优的聚类个数。 

2．Davies-Bouldin(DB)指标 

DB 指标是基于样本的类内散度与各聚类中心间距的测度，进行类数估计时其最小值对

应的类数作为最优的聚类个数。DWi表示聚类 Ci的所有样本到其聚类中心的平均距离，DCij

表示聚类 Ci和聚类 Cj中心之间的距离，则 DB 指标如下： 

1~ ,
1

1DB( ) max
k

i j

j k j i
iji

DW DW
k

k DC= ≠
=

⎛ ⎞+
= ⎜ ⎟⎜ ⎟

⎝ ⎠
∑  

3．Calinski-Harabasz(CH)指标 

CH 指标(伪 F 统计量)是基于全部样本的类内离差矩阵与类间离差矩阵的测度，其最大

值对应的类别数作为最优的聚类个数。CH 指标为 

( ) tr ( ) /( 1)CH
tr ( ) /( )

K Kk
K n K

−
=

−
SB

SW
 

其中，SWi为类 Ci的离差矩阵，且 1 2( ) kk SW SW SW= + +SW ，SB(K)为 K 个聚类的类间离差

矩阵，trSW 表示矩阵 SW 的迹。 
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4．稳定性方法 

稳定性方法对一个样本数据集进行两次重采样产生 2 个样本数据子集，再用相同的聚类

算法对 2 个样本数据子集进行聚类，产生 2 个具有 K 个聚类的聚类结果，计算 2 个聚类结果

的相似度的分布情况。2 个聚类结果具有高的相似度说明 K 个聚类反映了稳定的聚类结构，

其相似度可以用来估计聚类个数。 

5．系统演化方法 

系统演化方法将一个样本数据集视为伪热力学系统，当样本数据集被划分为K个聚类时，

称系统处于状态 K。系统由初始状态 K = 1 出发，经过分裂过程和合并过程，系统将演化到

它的稳定平衡状态 Ko，其所对应的聚类结构决定了最优类数 Ko。系统演化方法能提供关于

所有聚类之间的相对边界距离或可分程度，它适用于明显分离的聚类结构和轻微重叠的聚类

结构。 
有效性指标方法均是基于数据的类内与类间的离散矩阵或(不)相似度的明显差别进行

统计计算的。但对于 2 个聚类很靠近或重叠的情况，会有许多样本的类内相似度与类间相似

度相差不大，这种不明显的差别会使有效性指标的性能变差。而稳定性方法对重采样的 2 个

样本数据子集进行相同的聚类，则靠近或重叠的聚类只表明 2 次聚类时的相同条件，并不影

响性能。系统演化方法则分析任意 2 个聚类之间的相对边界距离或可分程度，因此，能判别

靠近或轻微重叠的聚类。 
在实际应用中，确定类别数的一种简单方法是在数据的低维表示中观察数据，可以使用

线性和非线性投影方法将高维空间的数据降维。当使用准则函数最优进行聚类时，通常假设

类别数分别是 1, 2, 3 等情况进行聚类，观察准则函数与类别数之间的关系，如图5.7所示，找

到拐点确定最佳类别数。但是，不是所有情况都能找到拐点的。 
可以使用统计检验方法，进行聚类有效性的判定在给定类别数 K 的条件下，得到最佳聚

类后，对所得到的 K 个样本子集分别做单峰分布的α 显著性检验，只要还有一个子集不满足

显著性检验，则说明仍存在可分性，令 K = K + 1 重新进行聚类，直到有 K 个子集均不具备

类可分性，此时对应的 K 为最佳类别数。这种方法属于系统演化方法。 

习题 5 

5.1  简述监督分类方法和无监督分类方法的区别。 
5.2  证明欧氏距离满足三角不等式。 

5.3  证明总离散度矩阵等于类内离散度矩阵与类间离散度矩阵之和，即 ST = SW + SB。 
5.4  已知 6 个二维样本 { }, 1, 2, , 6i i= = LX x ，其中 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [1, 1.5]T, x4 = 

[4, 3]T, x5 = [4.5, 3]T, x6 = [5, 4]T。试按照最短距离进行层次聚类。 
5.5  已知 13 个二维样本 { }, 1, 2, ,13i i= = LX x ，其中 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [1, 0]T, x4 =   

 [0.5, 4]T, x5 = [1, 3]T, x6 = [1, 5]T, x7 = [1.5, 4.5]T, x8 = [6, 4]T, x9 = [6.5, 5]T, x10 = [7, 4]T, x11 
=  

 [7.5, 7]T, x12 = [8, 6]T, x12 = [8, 7]T。用 K 均值算法进行分类，分别取 K = 2 和 K = 4。 
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5.6  用 K 均值算法对鸢尾属植物(Iris)样本数据进行分类，取 K = 3。 
5.7  对习题 5.5 中的样本集 X，用 ISODATA 算法进行聚类分析。 
5.8  用 ISODATA 算法对鸢尾属植物(Iris)样本数据进行聚类分析，并与习题 5.6 的结果进行

对比分析。 
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第 6章  人工神经网络 

人工神经网络(Artificial Neural Network, ANN)是一门活跃的边缘性交叉学科，它作为一

门新思想得到了广泛传播。人工神经网络理论是巨量信息并行处理和大规模并行计算的基础，

可用来描述认知、决策及控制的智能行为。它的中心问题是智能的认知和模拟。人工神经网

络与生物神经网络(Biological Neural Network, BNN)并不完全相同，本章神经网络指的是人工

神经网络。 

6.1  人工神经网络的构成 

人工神经网络是由大量神经元(处理单元)互相连接而成的网络。为了模拟大脑的基本特

性，在现代神经科学研究的基础上，人们提出了人工神经元网络模型。人工神经网络并没有

完全地真正反映大脑的功能，它只是对生物神经网络进行某种抽象、简化和模拟。人工神经

网络的信息处理由神经元之间的相互作用来实现；知识与信息的存储表现为网络元件互连间

分布式的物理联系；人工神经网络的学习和识别决定于各神经元连接权的动态演化过程。 

6.1.1  神经元的结构模型 

不论什么样的神经网络模型，其中一个最小的信息处理单元就是神经元。到目前为止，人

们已经建立了数百种人工神经元模型[1]，最常用的神经元模型仍

然是最早提出的 MP 模型。神经元是一个多输入单输出的信息

处理单元，是神经元网络的基本处理单元，其一般的结构模型

如图6.1所示。其中 ui为神经元 i 的内部状态；θi为阈值；xi为

输入信号；wij表示神经元 i 与神经元 j 的连接权值，其正、负分

别表示兴奋和抑制；si表示某一外部输入的控制信号。 
神经元模型常用一阶微分方程来描述： 
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神经元的输出由函数 f 表示。作用函数反映了神经元的特征，根据作用函数不同，可将

神经元分为多种类型。常用以下函数表达其非线性特征。 
(1)线性函数： 

                                    ( )i if u u=  (6.2) 
(2)半线性函数： 
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图 6.1  神经元模型 
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(3)分段线性函数： 
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(4)硬限函数： 
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(5)Sigmoid 函数： 
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上述神经元作用函数的取值范围有时会略做改变，但并不改变相应神经网络的性质。例

如，分段线性函数的取值范围也可为[0, 1]，硬限函数的取值也可为{0, 1}。 
神经网络就是由多个神经元加权连接而成的网络。虽然单个神经元只能进行十分简单的

信息处理，但多个神经元连接而成的网络却具有强大的计算能力。神经网络计算表现为神经

元之间的互相作用。改变神经元之间的连接方式和连接强度就可以改变神经网络的计算效果，

其中，两个神经元之间的连接强度大小由一个实数表示，该实数称为连接权值。神经元之间

的连接形式和连接权值通常由神经网络学习过程决定。根据神经元类型、神经元连接方式和

学习方式的不同，人们设计形成了各种不同的神经网络模型。 
神经网络可以视为如图6.2所示的信息处理系统，每当网络接收到外部信息时，便输出一

个经过处理后的结果。人们可以通过修改网络连接

方式和连接权值，使网络具有某种特殊的信息处理

能力，但却不能控制网络的每一个计算步骤。 
神经网络具有如下的计算特征： 
(1)每个神经元独立于其他神经元进行工作，

且每个神经元在某时刻的输出信息只依赖于该时刻

来自与其连接的其他神经元的有效信息。 
(2)每个神经元只能对来自局部的信息进行处理，一个神经元只能处理与其连接的神经

元发送来的信息，不连接的神经元状态信息，不影响其处理进程。 
(3)大量的连接必然带来信息的分布式冗余表示。 
前两个特征使神经网络具备了大规模并行计算能力，后一个特征则使得神经网络具备了

很好的容错和泛化能力(或称推广能力)。这种计算特性使得神经网络在下述三种基本情形下

具有特别的优势： 
(1)将大量数据根据某种属性分为较少的类，或利用大量数据进行具有较少可能结果的

决策。例如在图像、声音信号处理时经常遇到这种情况。 
(2)某些非线性函数映射事先并不知道，且会随环境适当变化，须自动在实践中获得。

在机器人控制中，这种情况是常见的。 
(3)某些组合优化问题需要在应用时实时求近似最优解，如计算机处理中的任务排工、

网络通信中的路由计算等。 

 
图 6.2  神经网络的信息处理 
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6.1.2  人工神经网络的连接方式 

一般神经网络具有严格的分层结构形式，一个神经网络分为几层，每层有多少个神经元，

层内和层间神经元是怎样连接的，称为神经网络的拓扑结构。神经网络的结构主要是指构成

网络的各神经元之间相互连接的逻辑关系而不是空间排列关系。尽管神经网络是由大量的神

经元组成的，但是组成网络的神经元并不需要空间位置的描述，各神经元之间也没有空间距

离的概念。在描述和理解神经网络的逻辑结构时有两个概念非常重要，它们是“层”和“反

馈”。 
“层”是指可以进行并行操作的神经元集合。同一层中的所有神经元因其具有相同的输

入输出关系而在网络中处于等同的地位。相同输入是指同一层中的所有神经元的输入向量完全

相同，但是不同神经元的权值向量却可以不同，因此对于同一层中的神经元来说它们的净输入

不相同。即同一层的神经元在同一时刻所处理的信息是相同的，但是对相同的信息处理的结果

却不一定相同。正是因为处理的信息相同，才能使它们可以“互不干扰”地同时执行，从而实

现并行操作。而相同输出则是指同一层的神经元其输出的目的相同：要么成为另一层神经元的

输入，要么成为神经网络的系统输出。如果某一层神经元输出不再构成其他层的输入，而是直

接成为神经网络的系统输出，那么称这个层为输出层；如果该层中神经元的输出构成其他层的

输入，则称其为隐层；而为网络中第一个隐层提供输入的集合有时也称为输入层。只有输出层

的网络称为单层网络，带有隐层的网络统称为多层网络。为了简洁和直观，在画神经网络结构

示意图时通常会把同一层的神经元排列在一起。同一层的神经元虽然具有相同的输入输出结

构，但是不一定具有相同的传输函数。也就是说，它们虽然同时处理相同的信息，但是处理的

方式可以完全不同，这也是神经网络具有强大计算功能的原因之一。 
“反馈”是使神经网络具有动力学行为的一种途径。如果神经网络中信息的流向不再是

由输入层“直线”地到输出层，而是出现“折回”现象，就说网络中有反馈结构。两种情况

可以产生反馈，一种是后一层神经元的输出成为前层神经元的输入，另一种则是同一层内的

神经元之间相互连接。通常所说的反馈网络主要是指由后者构成的网络。反馈神经网络是一

个典型的非线性动力系统，它比前馈网络具有更强的计算能力和更广泛的应用前景。一个典

型的代表就是 Hopfield 神经网络模型，它是一个单层神经网络，其中每一个神经元都与其他

所有神经元相连接。 
根据连接方式的不同，神经网络的神经元之间的连接有如下几种形式。 
(1)前馈网络 
前馈网络如图6.3所示，神经元分层排列，分别组成输入层、中间层(隐层)和输出层。每

一层的神经元只接受来自前一层神经元的输入，后面的层对前面的层没有信号反馈。 

 
图 6.3  前馈网络 
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输入模式经过各层次的顺序传输，最后在输出层上得到输出。感知器和误差反向传播算

法所采用的网络属于前馈网络类型。 
(2)有反馈的前向网络 
有反馈的前向网络如图6.4所示，从输出层到输入层有信息反馈。这种网络可以用来存储

某种模式序列，如神经认知机即属此类。 
(3)层内有相互结合的前馈网络 
层内有相互结合的前馈网络如图6.5所示，通过层内神经元的相互结合，可以实现同一层

内神经元之间的横向抑制或兴奋机制。这样可以限制每层内能同时动作的神经元数，或者把

每层内的神经元分成若干组，让每组作为一个整体来运作。例如，可以利用横向抑制机理把

某层内具有最大输出的神经元挑选出来，而抑制其他神经元处于无输出的状态。 

     
             图 6.4  有反馈的前馈网络                            图 6.5  相互结合型网络 

学习能力是神经网络最有吸引力的特征之一。学习方法的好坏对于神经网络在应用中的

实际计算效果具有十分显著的影响。有关神经网络学习的若干概念如下。 

1．输入与输出模式 

神经网络的任何操作均离不开数据。输入和输出模式通常是以向量形式表示的神经网络

的输入数据和输出结果。某些神经网络并不需要输入模式和输出模式同时存在，这种只需单

一模式的网络通常又称为自联想网络，同时需要输入和输出模式的网络称为异联想网络。通

常在实际应用中，模式表达了来自实际物理模型并带有不同属性的实际数据。输入、输出模

式的选择，对神经网络的实际处理效果有很大影响。参与神经网络计算的数据模式称为样本

模式或训练样本。 

2．连接权值 

神经元之间的连接强度由一个实数来表达。因此神经网络的拓扑结构可以表示为一个边

带权的有向图，设某网络由 n 个神经元组成，并分别编号为1, 2, , nL ，则由节点 i 到节点 j
的连接权值记为 wij。神经网络学习算法的基本问题是确定神经网络的连接权值。 

3．处理单元 

处理单元即神经元，是神经网络中最基本的信息处理单位。神经元所处理的只是来自与

其连接的其他神经元送来的信号。目前人们已经提出了许多神经元的信号处理方法。最常用

的神经元信号处理过程分为两步，如下所示。 
(1)将外来输入信号进行加权求和，这一步也体现了连接权值的作用： 
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(2)将加权求和的结果做非线性变换后向其他神经元输出： 

                                    ( )i iy f u=  (6.8) 

神经网络结构确定后，神经网络的学习就是计算神经元网络之间的连接权值。 

6.1.3  神经网络模型分类 

按照网络的性能可分为离散型和连续型神经网络，又可分为确定型和随机型神经网络。

按照网络结构可分为前馈和反馈神经网络。按照学习方式可分为监督学习和无监督学习神经

网络。按照连接突触性质可分为一阶关联网络和高阶非线性关联网络。按照对生物神经系统

的不同组织层次模拟，神经网络模型又可分为神经元层次模型、组合式模型、网络层次模型、

神经系统层次模型、智能模型等。 
一些有代表性的神经网络模型如下[2]。 
(1)自适应共振理论(Adaptive Resonance Theory, ART)：包括 ART1 和 ART2，可对多个

复杂的二维模式进行自组织、自稳定的大规模并行处理。ART1 用于二进制离散输入，ART2
用于连续信号输入，主要用于模式识别。缺点是对转换、失真及规模变化较敏感。 

(2)雪崩网络(Avalanche Network)：主要用于学习、识别和重演时空模式的神经网络，如

连续语言识别和教学机器人。缺点是连接权值调节较为困难。 
(3)双向联想存储器(Bidirectional Associative Memory, BAM)：由相同神经元构成的双向

联想记忆式单层网络，具有学习功能。缺点是存储容量较小且需要编码。 
(4)BP 网络：多层前馈神经网络，采用误差反向传播算法学习，是使用较为广泛的网络。

可用于语言综合、语音识别、自适应控制等。缺点是对于稍复杂的网络，训练时间长。 
(5)Boltzman 机/Cauchy 机：用噪声过程代替代价函数的全局极小值，主要用于模式识别。

缺点是训练时间长，且有噪声。 
(6)盒中脑模型：具有最小均方差的单层自联想网络，可用于从数据库中提取知识。缺

点是仅为单步决策。 
(7)Hopfield 网络：由相同元件构成的单层反馈自联想网络。缺点是需要对称连接，存储

容量较小。 
(8)Madaline：具有最小方差学习功能的线性网络，它是 Adaline 的扩展，具有较强的学

习功能，主要用于自适应控制。缺点是输入输出仅为线性关系。 
(9)神经认知机：多层结构的字符识别网络。缺点是需要大量处理元件和连接。 
(10)感知器：由硬限函数神经元组成的多层神经网络。单层感知器目前已很少使用，多

层感知器的学习算法是这类网络实用化的关键。 
(11)特征映射网络：描述某种最优映射，可在工作中自动抽取数据特征。 
(12)细胞神经网络：单层反馈神经网络，神经元的作用函数采用分段线性函数。主要用

于模式识别、文字识别与噪声控制。 
(13)RECURRENT 网络：多层反馈神经网络，用于连续信号识别与处理。 
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6.1.4  神经网络学习规则 

对于神经网络的学习问题，若神经网络结构确定后，学习算法的任务就是计算网络神经

元之间的连接权值。按照连接权值的计算规则，可将目前常见的神经网络学习算法分类简述

如下[2]。 
(1)Hebb 规则学习 
D. O. Hebb 提出了生物神经元突触权值的变化规则[3]：若一个神经元 A 是兴奋的，且引

起与其相连接的另一个神经元 B 也兴奋时，则 A 和 B 之间的连接强度增加。这种网络所能

记忆的模式数目受到网络输入模式维数的限制[4-6]。Hopfield 于 1982 年提出了 Hopfield 神经

网络模型，他利用能量函数的思想证明了网络稳定性[7, 8]。Hopfield 模型是一种单层的反馈神

经网络，连接权值不加限制，而神经元输出值限制为{0, 1}或{ − 1, +1}，当用做联想存储器时，

连接权值的计算方法同样采用了 Hebb 规则。后来的分析表明以 Hebb 规则学习为基础的联想

记忆网络所能存储的模式数目也是有限的。若网络的连接权值也限制为只取{0, 1}值，则网络

的连接权值计算采用从 Hebb 规则演化出来的逻辑计算规则[9-12]。这种网络所能存储的信息量

较大，但需要对二进制向量稀疏编码。 
δ　规则学习也可以用 Hebb 规则解释，因此是 Hebb 规则学习的特殊形式。在前馈网络学

习时，由某模式得到网络实际输出和外部输出的差值δ，网络连接权值恰好按照δ 的一定比例

进行修正。单层感知器网络和 BP 网络的学习算法均是采用δ 规则进行权值计算的。 
(2)因素元件学习 
某些神经网络的学习算法可以产生一组有关输入模式的因素元件作为网络的连接权值。

一组数据的因素元件是由模式集合的协方差矩阵求得最小正交向量集合而得到的。求得基本

集合后，可以利用线性变换得到所有的向量。 
(3)竞争学习 
竞争学习通常是一个两步过程，第一步，神经元根据输入模式和现有状态进行竞争，竞争

结果只有一个神经元获胜；第二步，取胜神经元修正连接权值，权值向量修正的方向是输入模

式向量的方向。竞争学习有许多变种算法，如自组织特征映射网络[13, 14]、ART1 和 ART2 均采

用竞争学习规则[15, 16]。近年来人们已将基于竞争学习的神经网络应用于各种实际问题中，大量

实验表明竞争学习的收敛性质，但这类学习算法收敛性的理论证明仍未得到彻底解决。 
(4)最小-最大学习 
最小-最大学习分类器是模糊神经网络分类器，系统利用由两个向量组成的二元组表示

一类模式[18]。每一类模式均由一个神经元输出表示，一个神经元由两个连接权值向量 vj 和

wj 表达，vj 称为最小向量，wj 称为最大向量。每个神经元的最小权值向量和最大权值向量分

别通过最小和最大过程计算得到。一般最小向量和最大向量的每个分量均限制在 0 和 1 之间，

最小向量和最大向量的每个分量的值界定了一个超立方体区域，若网络输入向量位于该区域

中的程度由一个模糊成员函数确定，则相应的最小最大向量就形成了一个模糊集[6, 18]。 
(5)误差修正学习 
误差修正学习用于多层前馈神经网络的学习过程。若多层前馈网络的神经元采用连续的

神经元作用函数，则这种网络就可以采用误差修正法计算其连接权值。最典型也最著名的误

差修正学习算法是 BP 网络[19, 20]。这种学习算法需要首先设计一个误差函数，网络连接权值



第 6 章  人工神经网络 

 

109 

是该函数的变量，连接权值的计算过程是误差函数的减小过程。根据误差函数的构造方法和

神经元信息处理方法的不同，人们设计了多种类型的前馈网络误差修正学习算法。 
(6)随机学习 
随机神经网络模型的神经元输出值是根据概率分布函数随机地在一定范围内取值的。随

机学习利用随机处理、概率和能量关系调整网络的连接权值。利用随机方法模拟系统的能量

下降过程，由此收集每个神经元的评价值，并根据该评价值随机调整连接权值，这是随机学

习的基本步骤。这种方法又称为模拟退火算法[21]。Ackley 等[22]于 1985 年提出的 Boltzman 机

首次采用模拟退火算法实现了学习过程。模拟退火学习算法可在理论上保证求得与样本模式

达到最优匹配的网络连接权值，但在实际应用中，该算法的学习速度太慢。 

6.2  多层前馈网络学习算法 

感知器网络[23-25]是最早提出的前馈神经网络。Widrow 与 Hoff 给出了单层感知器的学习

算法[27]，该算法在固定网络结构的基础上利用δ　规则计算神经网络的连接权值，固定网络结

构就是固定单层网络的神经元个数。算法首先赋给每个网络连接权一个随机实数，然后不断

对网络连接权值进行修正，直到对所有样本模式输入，网络都给出正确输出为止。虽然从多

层感知器可以获得任意的非线性映射，但该算法却无法推广到多层感知器的学习。由于单层

感知器只能实现线性可分的分类问题，因此只有当参与网络学习的样本模式线性可分时，该

算法才会学习成功。 
若多层前馈网络的神经元均采用 Sigmoid 作用函数，则相应的神经网络称为 BP 网络。

BP 网络因 1986 年 Rumelhart 等提出的 BP 算法而得名。BP 算法采用了与 Widrow-Hoff 算法

相同的计算思想，因此 BP 算法所采用的方法又称广义δ 规则。该算法计算网络的连接权值，

需构造一个误差函数 E(W, U)，W 表示所有连接权值变量形成的向量，U 表示所有样本模式

组成的集合。首先赋予每个连接权值一个随机初始量，然后利用梯度下降法计算连接权值的

修正量： 

                                   Eη ∂
Δ = −

∂
W

W
 (6.9) 

算法不断根据式(6.9)修正网络连接权值，直到误差函数取值达到所要求的范围。BP 算

法首次提供了多层前馈神经网络的学习方法，其巧妙地通过误差反传获得了梯度 /E∂ ∂W 的

计算方法。近年来许多学者对 BP 算法做了广泛深入的研究，从各个方面探索了该算法的性

质[27-29]。根据 BP 算法的计算思想，可得到多种形式的误差反传学习算法，如下所示。 
(1)前馈神经网络的神经元采用其他类型的作用函数，若该作用函数是连续可导的，则

几乎用同样的方法就可得到 /E∂ ∂W 的计算方法[27]。 
(2)BP 算法的误差函数 E 采用平方误差函数，若将该函数换为其他类型的误差函数，如

概率误差函数，同样可利用误差反传方法计算 /E∂ ∂W 。因而有概率误差反传算法[27, 30, 31]。 

6.2.1  前馈网络模型 

没有反馈连接的神经网络就是前馈神经网络。通常前馈网络分为输入层、中间层和输出

层。因输入层不需要任何非线性变换，通常该层并不算前馈网络的一层。多层感知器、径向
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基函数网络、BP 网络等都属于前馈网络，且都采用广义 δ规则设计其学习算法。前馈网络的

输入输出关系是一种映射关系，从系统观点看，这种映射是高度非线性映射，其信息处理能

力也来自简单非线性函数的多次复合。关于前馈神经网络所能实现的映射能力，不加证明给

出下述结论。 

【定理 6.1】 m 维单位立方体 [ ]0,1 mmE = 中的任意一个连续函数Φ, m nE R→ , ( )y Φ= x 都

可以用三层神经网络去精确地实现。 

【定理 6.2】 设Φ 为有界非线性单调递增函数，K 为 Rn 的紧致子集(有界闭子集)，

1 2( ) ( , , , )nf f x x x= Lx 为 K 上的实值连续函数，则对任意 ε > 0，存在整数 N 和实常数 Ci，

( )1, 2, ,i i Nθ = L 和 { }1 ,ijw i j N≤ ≤ ，使 

                          1
1 1

ˆ ( , , )
N n

n i ij j i
i j

f x x C w xΦ θ
= =

⎛ ⎞
= −⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑L  (6.10) 

满足 1 1
ˆmax ( , , ) ( , , )n nK
f x x f x x ε

∈
− <L L

x
。也就是说，对任意给定的ε > 0，存在一个 3 层网络，

其隐单元输出函数为Φ(x)，输入和输出单元的输出函数是线性的，使网络输出与函数 ( )f ⋅ 的

实际值的误差不超过ε。 
上述结论保证了前馈神经网络逼近任意映射的能力。 

1．感知器网络 

Rosenblatt 于 1959 年提出了感知器的概念[23, 24, 32]。利用 δ规则，容易给出单层感知器的

学习算法。单层感知器的映射能力有限，多层感知器则可以实现任意映射 { }: 0,1 mF R → 。但

多层感知器的映射能力并不能直接套用定理 6.1、定理 6.2 的结论，因为感知器神经元的作用

函数均采用硬限函数，并不连续可导。 
(1)单层感知器 
单层感知器既可用于连续值输入，也可用于二进制值输入。图6.6给出一个判断输入到底

属于 A, B 两类中哪一类的单层感知器模型。在图6.6中， 

                       
1

0, 0
( )

1, 0

n

i i
i

u
y f w x f u

u
θ

=

⎛ ⎞ <⎧
= − = =⎜ ⎟ ⎨

⎩⎝ ⎠
∑ ≥

 (6.11) 

 
图 6.6  硬限函数神经元及分类域 

该神经元的作用相当于一个 n−1 维超平面对 n 维空间的分割。若输入 x 落在超平面上方，

则 y = 1，表示输入属于 A 类；若输入 x 落在超平面下方，则 y = 0，表示输入属于 B 类。超

平面即图中的决策界面，该决策界面是由突触权值 w 和阈值 θ决定的，显然，若 A 类区域和
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B 类区域可以被一个超平面分开，则能够用单层感知器实现分类。利用单层感知器容易实现

逻辑与、或运算，与、或函数都是线性可分的函数映射。但对非线性可分函数，单层感知器

无能为力。 

【定理 6.3】 单层感知器不能实现异或(XOR)函数。 
证明：若有单层感知器可以实现布尔变量 x1与 x2的异或，即存在 w1, w2和θ使 1 1(f w x +  

2 2 1 2)w x x xθ− = ⊕ ，则有 

1

2

1 2

1 2

0
0

0
0

w
w

w w
w w

θ
θ

θ
θ

−⎧
⎪ −⎪
⎨ + − <⎪
⎪− − − <⎩

≥

≥
                          (6.12) 

由式(6.12)的第3式和第4式得θ > 0，由式(6.12)的第1式、第2式、第3式得 2θ ≤  1 2 0w w+ < ，

矛盾。 
单层感知器不能实现异或运算的几何解释如图6.7所示。显然找不到一条直线将点集{(0, 1), (1, 0)}

分在直线一边，而将点集{(0, 0), (1, 1)}分在另一边。 
(2)多层感知器 
多层感知器是在输入和输出节点之间含有一层或多层隐含节点的前馈网络。可以证明，

只要隐层神经元个数足够多，多层感知器可以实现任意的函数映射 { }: 0,1 mnF R → 。因此多

层感知器可以实现异或运算。 
只要在输入与输出之间加一个隐层，形成一个两层的感知器就可完成异或逻辑门。神经

网络结构与决策域如图6.8所示。 

        
        图 6.7  几何解释                     图 6.8  异或运算的多层感知器实现及其决策域 

多层感知器的映射能力来自各节点中的非线性函数 ( )f ⋅ 。由图 6.8(b)可知，异或函数实

现的决策域是一个凸区域。图6.9给出了一、二、三层感知器的决策域形状。分析表明，单层

感知器形成一个半平面决策域；二层感知器能形成任何可能的无界的由输入模式张成的凸区

域；三层感知器可形成任意复杂的决策域。 
凸域指该区域中任意两点连线中的所有点仍在该区域中。凸域是由多层感知器第一层的

各个节点所形成的半平面相互重叠而成的。第一层中的各个节点如同单层感知器一样，当输

入点落在由权值和阈值形成的超平面之上时,节点输出为 1，否则为 0。若第一层 N1个节点到

输出节点的所有权值均为 1，且输出节点的阈值为 1N ε− (0 < ε < 1)，则只有当第一层节点均
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输出 1 时，输出节点才输出 1，相当于逻辑与运算。最终的决策域是由第一层所形成的所有

半平面重叠而得出的。此凸区域的边界数不会超过第一层中的节点个数。 

 
图 6.9  感知器网络结构与分类区域的关系 

一个三层感知器可以形成任意复杂的决策区域。下面用构造法简单予以说明。将所希望

的决策域分成若干小的凸区域，每个凸区域可由两层感知器决策，将所有凸区域的决策结果

进行逻辑或操作，即为所希望决策域的输出结果。逻辑或只需要一个神经元实现。 
三层感知器可以实现任意复杂的决策域，因此不必采用三层以上的感知器就可以达到所

需目的。从上面的分析可以了解利用三层感知器解决具体问题时应该怎样选择节点个数。如

果决策域是互不相连的或是网状的，并且不能由一个凸面形成，则第二层中的节点个数一

定要大于 1。最坏情况下，第二层中的节点个数等于输入分布中互不相连的区域个数。第

一层中的节点个数必须充分多，使得能为每个第二层节点所产生的凸区域提供多条边。 

【例 6.1】 用多层感知器网络实现回归问题，数据是从噪声正弦函数产生的，网络有 3 个

隐层单元，权值衰减系数为 0.01。初始化网络之后，使用标准共轭梯度算法进行 100 次训练。

数据、函数和网络输出结果如图6.10所示。 

 
图 6.10  多层感知器实现回归问题的数据、函数和输出结果 
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2．BP 神经网络 

BP网络是一种多层前馈神经网络，因使用误差反向传播算法即BP算法进行学习而得名。

该网络神经元的作用函数采用 Sigmoid 函数。该网络的学习算法即为反向传播算法，简称 BP
算法。基本思想是根据样本数据构造一个误差函数，再利用梯度下降法求该函数的最小值，

由此得到神经网络的连接权值。 
由定理 6.1、定理 6.2 可知，多层的 BP 网络可以实现任意的非线性映射。图6.11给出了

BP 网络的一般拓扑结构。 

 
图 6.11  BP 神经网络模型 

在图中，设网络输入向量为(x1, x2,L , xn)
T，输出向量为(y1, y2,L , ym)

T，网络的 q 层神经元

分别有 n1, n2,L , nq个节点，第 i 层网络的神经元输出分别为 , ,i i
i nx xL ，则有 

                          1 1 1
1

1

,        1, 2, ,i ij j i
j

w x i nσ θ
=

= − =∑ L  (6.13)  

                             1 1
1( ),           1, 2, ,i ix f i nσ= = L  (6.14) 

                   
1

1

1

,        1,2, , ,   2, ,
sn

s s s s
i ij j i s

j

w x i n s qσ θ
−

−

=

= − = =∑ L L  (6.15) 

                         ( ),     1, 2, , ,  2, ,s s
i i sx f i n s qσ= = =L L  (6.16) 

                              ,      1, 2, ,q
i i qy w i m n= = =L  (6.17) 

其中神经元作用函数 ( )f ⋅ 取 Sigmoid 函数式(6.6)。Rumelhart 等提出的 BP 网络学习算法，使

BP 网络乃至一般多层前馈网络的实际应用变得不再困难。 

6.2.2  感知器分类学习算法 

学习问题是由训练样本集合描述的。设感知器的模式分类问题由 N
个样本组成的训练样本集合描述： { }1 2, , , NU = Lu u u ，其中 t =u  

( , )t tx d , T
1 2( , , , ) n

t t t tmx x x R= ∈Lx , T
1 2( , , , ) n

t t t tmd d d R= ∈Ld , 1,t =  
2, , NL 。学习的目的是建立感知器网络使当以 xt输入该网络时，网络

的输出为 dt，dt代表了样本 ut或输入 xt的类别。显然，实现 U 所描述

的分类问题的神经网络学习算法是有监督的学习算法。 
对于单层感知器的学习，训练样本给定后，感知器的拓扑结构也就

确定了。只需由 m 个 n 维输入的神经元组成单层感知器，结构如图6.12
所示。 

 
图 6.12  单层感知器 
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关键问题是如何确定网络的连接权值。设第 i 个输出神经元节点连接权值向量为
T

1 2( , , , )i i i inw w w= Lw ，阈值为 θi，则第 i 个神经元对于模式输入 xt的实际输出为 

                           
1

( )
n

ti ti ij tj i
j

y f f w xσ θ
=

⎛ ⎞
= = −⎜ ⎟⎜ ⎟

⎝ ⎠
∑  (6.18) 

定义平方误差代价函数如下： 

                              2

1 1

1 ( )
2

N m

ti ti
t i

E d y
N = =

= −∑∑  (6.19) 

先将 ( )f ⋅ 当做单调增的连续可微函数，得到 

                           
1

d 1 ( ) ( )
d

N

ti ti ti tj
ij t

E d y f x
w N

σ
=

′= − −∑  (6.20) 

                            
1

d 1 ( ) ( )
d

N

ti ti ti
i t

E d y f
N

σ
θ =

′= −∑  (6.21) 

因此，确定网络连接权值和阈值的基本思想是，先任意给出其初始值，然后根据式(6.20)和
式(6.21)不断修正 ijw 和 iθ ，直到误差函数 E 的取值小到一定范围为止。在式(6.20)和式(6.21)

中，因 ( )f ⋅ 是单调增函数，故 ( )iif σ′ 按照梯度下降法将 ijw 和 iθ 的修正设计为 

                           
1

d ( )
d

N

ij ti ti tj
ij t

Ew d y x
w N

ηη
=

Δ = − = −∑  (6.22)  

                           
1

d ( )
d

N

i ti ti
i t

E d y
N
ηθ η

θ =

Δ = − = − −∑  (6.23) 

式(6.22)和式(6.23)是由连续可微的神经元作用函数得到的，但其中并不包括求导计算，

因此适用于单层感知器的学习计算，η 表示连接权值和阈值每次修正量的步长控制量。在感

知器中 ( )f ⋅ 采用硬限函数，其学习算法的连接权值修正量计算仍由式(6.22)和式(6.23)给出，

单层感知器的学习算法形式描述如下： 

【算法 6.1】 单层感知器学习算法 
(1)给定 ijw 和 iθ 的初始值，选定 E 的终止值 ε、步长控制量 η。 

(2)根据式(6.19)计算误差函数值 E。 
(3)若 E < ε，则算法结束。否则， 
(4)按式(6.22)和式(6.23)计算 ijwΔ 和 iθΔ ，并做权值修正： ij ij ijw w w= + Δ 和 i i iθ θ θ= + Δ 。 

(5)转到(2)。 
上述算法在计算权值修正量时，每次都要用到所有训练样本。在实际算法编程时，可按

照一定顺序每次迭代只使用一个训练样本，若所有样本模式都使用完一次后，误差函数值仍

不满足要求，则重复使用，直到结束。但该算法的计算是否结束与参与训练的样本模式有关。

算法 6.1 对连接权值和阈值的计算是一个误差函数 E 不断减小的过程，当每个样本模式的输

出向量与对应网络实际输出向量相等时，E = 0，算法结束，称为收敛。算法收敛意味着学习
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成功而结束，后面的 BP 算法同样存在收敛问题。对于不依赖于误差修正技术的算法，收敛

性仅仅表示学习成功而结束。 

【定理 6.4】 若待分类的样本模式在空间内是线性可分的，则算法 6.1 可在有限次迭代

后收敛。 
定理 6.4 的证明很容易，在此略去。 
单层感知器只能进行线性可分的函数计算。因此，只有训练样本满足线性可分条件时，

上述算法才会学习成功。否则，算法不结束，在实际实现时可通过控制算法迭代次数强制算

法结束。 
因每次都要根据样本输出和网络实际输出的差值δ 来计算权值修正量，因此算法6.1又称

为δ 规则学习，这种δ 规则学习不能推广到多层感知器的学习问题，原因在于感知器的神经

元采用的硬限作用函数并不连续可导。 

6.2.3  BP网络分类学习算法 

BP 网络的拓扑结构与多层感知器相同。只是 BP 网络模型的神经元作用函数均采用

Sigmoid 函数。BP 网络可以实现一个映射 : n mF R R→ ，因此描述 BP 网络分类问题的训练样

本集合可给出为 { }1 2, , , NU = Lu u u ，其中 ( , )p p p=u x d , T
1 2( , , , ) n

p p p pmx x x R= ∈Lx , 
T

1 2( , , , ) n
p p p pmd d d R= ∈Ld , 1, 2, ,p N= L 。 

单层感知器的学习方法不能推广到多层感知器，但能推广到多层 BP 网络的学习，关键

是如何计算网络连接权值和神经元阈值的修正量。首先要求网络结构是已知的，即网络共有

几层，每层有多少个节点，都是事先确定好的。算法利用误差函数 E 衡量学习是否成功，通

过迭代不断修正网络的连接权值，以寻找误差函数 E 的最小值。网络连接权值的修正量利用

梯度下降法得到。 

1．标准 BP 算法 

根据 BP 网络结构，如图 6.11 所示，假设网络共有 q 层。因此定义误差函数 

                            2

1 1 1

1 ( )
2

N m N

pi pi p
p i p

E d y E
= = =

= − =∑∑ ∑  (6.24) 

其中， 

                                 2

1

1 ( )
2

m

p pi pi
i

E d y
=

= −∑  (6.25) 

                                      q
pi piy x=  (6.26) 

利用梯度下降法寻找 E 的局部最小值，每个连接权值均需沿着 E 对连接权值导数的反方

向修正。因此必须首先计算 / t
ijE w∂ ∂ 和 / t

iE θ∂ ∂ 。假设网络输入样本向量 xp时，网络 t 层的第 

i 个神经元的激励总和为
1

1

1

tn
t t t t
pi ij j i

j

w xσ θ
−

−

=

= −∑ ，令 

                                    pt
pi t

pi

E
δ

σ
∂

= −
∂

 (6.27)  
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下面给出误差函数对连接权值和阈值的计算公式： 

                               ( ) ( )q q q
pi pi pi pid x fδ σ′= −  (6.28) 

                                   1p q q
pi pjq

ij

E
x

w
δ −∂

= −
∂

 (6.29) 

                                     p q
piq

i

E
δ

θ
∂

=
∂

 (6.30) 
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w f t qδ δ σ
+

+ + +
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                                  1p t t
pi pjt

ij

E
x

w
δ −∂
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 (6.32) 

                                    p t
pit

i

E
δ

θ
∂

=
∂

 (6.33) 

由于假定 ( )f ⋅ 是 Sigmoid 函数，所以其导数可以按如下公式计算： 

                             1( )
1 e

t
pi

t t
pi pix f

μσ
σ

−
= =

+
 (6.34) 

                      ( ) ( )(1 ( )) (1 )t t t t t
pi pi pi pi pif f f x xσ μ σ σ μ′ = − = −  (6.35) 

于是得到网络连接权值和神经元阈值的修正量计算公式为 

                   1

1

,        1, 2, , ,    1, 2, ,
N

t t t
ij pi pj t

p
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=
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                    ( ) (1 ),      1, 2, ,q q q q
pi pi pi pi pi qd x x x i n mδ μ= − − = =L  (6.38) 
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(1 ),         1, 2, , 1,    1, 2, ,
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t t t t t
pi pk ki pi pi

k

w x x t q i nδ δ μ
+

+ +

=
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∑ L L  (6.39) 

要计算网络连接权值的修正量，需首先正向计算网络每一层的节点输出 t
pix ，然后反向计

算 t
piδ ，这就是反向传播计算思想。反向传播或 BP 算法形式化给出如下： 

【算法 6.2】 反向传播(Back Propagation)学习算法 
(1)给定 wij和θi的初始值，选定 E 的终止值 ε，步长控制量 η。 
(2)对每个训练样本 up，正向计算 t

pix ，并根据式(6.24)、式(6.25)计算误差函数值 E。 

(3)若 E < ε，则算法结束。否则， 
(4)对每个训练样本，反向计算 t

piδ ，根据式(6.32)和式(6.33)计算 t
ijwΔ 和 t

iθΔ 。 
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(5)权值修正： t t t
ij ij ijw w w= + Δ ， t t t

i i iθ θ θ= + Δ 。 

(6)转到(2)。 
由以上讨论看出，对于给定的样本集合，目标误差函数 E 是全体连接权值和全体神经元

阈值的函数，BP 算法实际是对误差函数 E 的寻优计算。E 函数又是关于连接权值和阈值的一

个非常复杂的超曲面，由于寻优参数太多，BP 算法的一个最大问题就是收敛速度慢。BP 算

法的另一个缺陷是局部极值问题，E 的超曲面可能存在多个极值点，但上述算法一般收敛到

极值附近的局部最小点，这可以通过重新选择初始值予以解决。只要有足够多的隐层和隐层

节点，BP 网络就可以逼近任意映射。BP 算法提供了一种确定网络连接权值的全局逼近方法，

因而 BP 网络和 BP 算法在实践中得到了广泛的应用。在应用中，如何根据特定问题确定网络

结构是十分重要的问题，若采用 BP 算法学习，只能凭经验和试验的方法确定网络结构。 
BP 网络能够实现输入、输出之间的非线性映射，但它并不依赖于由输入和输出向量描

述的具体模型。其输入与输出之间的关系分布存储在连接权值中。由于连接权的个数很多，

个别神经元的损坏只对输入输出关系有较小的影响，因而 BP 网络显示了很好的容错性能。 

2．BP 算法的改进 

人们对 BP 算法进行了广泛研究，提出了许多改进的 BP 算法。下面介绍典型的几种。 
(1)引入动量项 
标准 BP 算法实质上是一种简单的最速下降静态寻优算法，在修正网络连接权值 w 时，

只是按照当时的梯度反方向进行修正，而没有考虑以前积累的经验，即以前时刻的梯度方向，

从而常使学习过程发生振荡，收敛缓慢。在网络权值修正量中考虑当前时刻和前一时刻的梯

度，即 

                      ( ) (1 )
( ) ( 1)
E Et

t t
α η η

⎡ ⎤⎛ ⎞ ⎛ ⎞∂ ∂
Δ = − − +⎢ ⎥⎜ ⎟ ⎜ ⎟∂ ∂ −⎝ ⎠ ⎝ ⎠⎣ ⎦

w
w w

 (6.40) 

其中， ( )tw 表示第 t 次权值修正时网络的某个连接权值或神经元阈值。α 为学习率，n 为动

量项因子， 0α > ，0 1η <≤ 。该方法加入的动量项相当于阻尼项，它减小了学习过程的振荡

趋势，改善了收敛性。 
(2)变尺度法 
标准 BP 算法采用一阶梯度法是导致收敛速度慢的另一个原因。若采用二阶梯度法，收

敛性可以得到大大改善。二阶梯度法的权值修正量计算公式为 

                             
12

2( )
( )

E Et
t

α
−

⎛ ⎞∂ ∂
Δ = − ⎜ ⎟ ∂∂⎝ ⎠

w
ww

 (6.41) 

虽然二阶梯度法有较好的收敛性，但是需要计算 E 对 w 的二阶导数，二阶导数的计算量

很大，所以一般不直接采用二阶梯度法，而常常采用变尺度法或共轭梯度法。这样既能加快

算法的收敛速度，又无须直接计算二阶梯度。 
(3)变步长法 
一阶梯度法寻优收敛速度慢的一个原因是学习率α 选择得不恰当。α 选得太小，则收敛

速度慢，α 选得太大，则有可能修正过头，导致振荡甚至发散。变步长法即是针对这一问题
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提出的。变步长法的权值修正量计算如下： 

                                ( ) ( )
( )
Et t

t
α ∂

Δ = −
∂

w
w

 (6.42) 

                                 ( ) 2 ( 1)t tλα α= −  (6.43) 

                            sgn
( ) ( ( 1)
E E

t t
λ

⎡ ⎤∂ ∂
= ⎢ ⎥∂ ∂ −⎣ ⎦w w

 (6.44) 

上述算法说明，当连续两次迭代梯度方向相同时，表明下降太慢，因而步长加倍；当连

续两次迭代梯度方向相反时，表明下降过头，因而步长减半。当需要引入动量项时，式(6.42)
可修改为 

                     ( ) ( ) (1 )
( ) ( 1)
E Et t

t t
α η η

⎡ ⎤⎛ ⎞ ⎛ ⎞∂ ∂
Δ = − − + −⎢ ⎥⎜ ⎟ ⎜ ⎟∂ ∂ −⎝ ⎠ ⎝ ⎠⎣ ⎦

w
w w

 (6.45) 

在使用该算法时，由于步长在迭代过程中自适应进行调整，因此对于不同的连接权值实

际上采用了不同的学习率。也就是说，误差代价函数 E 在超曲面上于不同方向按照各自比较

合理的步长向极小点逼近。  

6.3  联想记忆网络学习算法 

联想记忆神经网络又称联想存储器，前馈网络和反馈网络都可以用做联想记忆网络。

Hopfield 联想存储器是根据 Hebb 规则学习得到的单层反馈神经网络，这是目前最有影响力的

联想记忆网络。Hopfield 联想记忆网络的神经元个数即样本模式维数，Hebb 学习方法能简单

而快速地计算网络的连接权值，因此基于 Hebb 规则的联想记忆网络学习算法是一种结构学

习算法。 
容错能力和存储容量是衡量联想记忆网络好坏的两个重要指标。Hopfield 联想记忆网络

由上述指标衡量时，并不十分理想。分析表明，若所有样本模式均是两两正交的，则 n 个神

经元的 Hopfield 网络可以存储 n 个模式，一般情况下，n 个神经元的 Hopfield 网络可存储

O(n/log n)个模式[33, 34]。当样本模式之间的海明距离较小时，会造成存储样本吸引域太小而

出现联想错误，又由于有与存储样本模式数目相当的假吸引中心存在，使得该网络的稳定性

和容错能力均不理想。近年来人们提出了多种新的神经网络联想记忆模型[34-36]及相应学习算

法，在网络存储容量和稳定性方面有所改进，但均未能消除假吸引中心的存在问题。 
利用 BP 网络可以将前馈网络用做自联想的联想存储器，只需将样本模式相应变为输入、

输出相同的样本训练 BP 网络即可。但 BP 网络用做联想存储器，非样本模式的稳定输出均为

假吸引中心，一般认为这样造成的假吸引中心更多。BP 算法学习时间复杂度太高是其另一缺

陷。分析表明，对于网络连接权值不随网络收敛而变化的反馈网络，其最大存储容量可表示

为 

                               存储容量 = O(c×网络规模) (6.46) 

其中网络规模即网络的神经元个数，c 为不大于 1 的正常数。Hopfield 联想记忆网络并未达到

最好的存储容量，其他的改进模型也都未能消除假吸引中心的存在性，容错能力亦受到限制。
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因此研究容错能力和存储容量俱佳的联想记忆网络学习算法仍具有十分重要的意义。 

6.3.1  反馈网络模型 

反馈网络是动态神经网络，一般需要工作一段时间才会达到稳定。最典型的反馈神经网

络是 Hopfield 网络，Hopfield 本人首先将该模型应用于联想记忆和优化计算。 
根据网络输出是离散量还是连续量，或根据网络所采用神经元的不同，Hopfield 网络可

分为离散和连续两种网络模型。 

1．离散型 Hopfield 网络 

(1)网络结构和工作方式 
离散型 Hopfield 网络是单层反馈神经网络，单个

神经元采用硬限作用函数。网络结构如图6.13所示。

每个神经元都有对其他神经元的反馈连接，但没有自

反馈连接。每个神经元的阈值以外部输入形式出现，

用来控制神经网络的初始状态。对于每个神经元，其

工作方式与硬限函数神经元完全相同，其中作用函数通常取{0, 1}或{−1, 1}值。 
Hopfield 网络有如下两种工作方式。 
① 异步方式。每次只有一个节点进行状态调整计算，其他节点的状态保持不变。网络

的动力学描述为 

                             1

( 1) ( )

( 1) ( ),           

n

i ij j i
j

j j

x t f w x t

x t x t j i

θ
=

⎧ ⎛ ⎞
⎪ + = −⎜ ⎟⎪ ⎜ ⎟⎨ ⎝ ⎠
⎪ + = ≠⎪⎩

∑  (6.47) 

每次由哪个神经元调整状态可以随机选定，也可以按照规定的次序进行。 
② 同步方式。所有节点同时调整状态。其动力学描述为 

                   
1

( 1) ( ) ,              1, 2, ,
n

i ij j i
j

x t f w x t i nθ
=

⎛ ⎞
+ = − =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ L  (6.48) 

上述计算也可以写成矩阵形式 

                                ( 1) ( ( ) )t f t θ+ = −x Wx  (6.49) 

其中， T
1 2( , , , )nx x x= Lx 是状态向量， T

1 2( , , , )nθ θ θ= Lθ 是阈值向量，W 是由 wij 所组成的

n×n 矩阵， ( )f ⋅ 是向量函数，表示 T
1 2( ) ( ( ), ( ), , ( ))nf f fσ σ σ σ= Lf 。该网络是动态的反馈网

络，初始状态为 T
1 2(0) ( (0), (0), , (0))nx x x= Lx 。网络的输入即为其初始状态，输出为网络的

稳定状态： lim ( )
t

t
→∞

x 。网络是否有稳定的输出状态是该网络必须考虑的问题。 

(2)网络的稳定性 
离散 Hopfield 网络是离散的非线性动力学系统。如果系统是稳定的，则可以从任意一个

初态收敛到一个稳定状态；若系统是不稳定的，由于网络输出点只有两种状态，因而系统不

可能出现无限发散，只可能出现限幅的自持振荡或极限环。若将稳态视为一个记忆样本，则

 
图 6.13  离散 Hopfield 网络 
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初态到稳态的收敛过程就是寻找记忆样本的过程。初态可认为是给定样本的部分信息，网络

改变的过程是从部分信息到全部信息的联想过程。因而 Hopfield 神经网络的重要应用是联想

存储器。若将稳态与某种优化计算的目标函数相对应，并作为目标函数的极小点，那么初态

到稳态的收敛过程是优化计算的过程。该优化计算是在网络演变过程中自动完成的。 

【定义 6.1】 若网络的状态 x 满足 ( )f θ= −x Wx ，则称 x 为网络的稳定点或吸引子。 

【定理 6.5】 对于离散 Hopfield 神经网络，若按异步工作方式调整状态，且网络的连接

矩阵 W 对称，则对于任意初态，网络都最终收敛到一个吸引子。 
证明：定义网络的能量函数为 

                           T T1( ) ( ) ( ) ( )
2

E t t t t θ= − +x Wx x  (6.50) 

由于神经元的状态只取两种状态 1 和−1(1 和 0)，因此上述定义的能量函数 E(t)是有界

的。令 ( ) ( 1) ( )E t E t E tΔ = + − , ( ) ( 1) ( )t t tΔ = + −x x x ，则 
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 (6.51) 

由于假定为异步工作方式，可假设在 t 时刻只有第 i 个神经元调整状态，即 ( )tΔ =x  
[0, 0, , 0, ( ), 0, , 0]ix tΔL L ，代入上式得 
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∑

 (6.52) 

设神经元节点取 1 和−1 两种状态，考虑 ( )ix t−Δ 可能出现的各种情况，可以得到

( ) ( ) 0ix t tσΔ ≥ ，可见在任何情况下均有 ( ) 0E tΔ ≤ 。由于 E(t)有下界，所以 E(t)将收敛到一个

常数。另外，当 ( ) 0E tΔ = 时，有以下两种情况之一： 
情况 1： ( 1) ( ) 1i ix t x t+ = =  或 ( 1) ( ) 1i ix t x t+ = = −  
情况 2： ( ) 1ix t = − , ( 1) 1ix t + = , ( ) 0i tσ =  
第一种情况表明网络已经进入稳态。对于第二种情况，若 xi由 1 再变回− 1，则有 0EΔ < ，

与 E(t)已经收敛到常数矛盾。所以网络最终将收敛到吸引子。 
上述分析假设 wii = 0，实际上，当 wii > 0 时结论也成立，而且收敛速度更快。同时假设

每个节点取 1 和 − 1 两种状态，不难验证当取 1 和 0 两种状态时结论也成立。 

【定理 6.6】 对于离散 Hopfield 网络，若按同步方式调整状态，且连接矩阵 W 为非负
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定对称阵，则对于任意初态，网络最终收敛到一个吸引子。 
证明：利用定理 6.1 的能量函数，得 

                      T T

T

1

( ) ( 1) ( )
1( )[ ( ) ] ( ) ( )
2

1( ) ( ) ( ) ( )
2

n

i i
i

E t E t E t

t t t t

x t t t t
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Δ = + −

= −Δ − − Δ Δ

= − Δ − Δ Δ∑

x Wx x W x

x W x

 (6.53) 

对 i∀ 有 ( ) ( ) 0i ix t tσ−Δ ≤ ，因为 W 非负定，所以 ( ) 0E tΔ ≤ ，也即 E(t)将最终收敛到一个

常数值，按照与上面同样的分析可知网络将最终收敛到一个吸引子。 
可见对于同步方式，要使网络收敛，则对连接矩阵的要求更高了。若不满足 W 非负定的

条件，则网络也可能收敛到一个两个状态的极限环。异步工作方式的稳定性较好，但失去了

神经网络并行计算的优点。 
(3)联想记忆 
对于给定的一组二进制数据，若能设计一个 Hopfield 神经网络，使给定数据成为该网络

的吸引子，则网络成为存储给定数据的联想存储器，给定的数据称为存储样本模式。Hopfield
网络用做联想记忆神经网络，亦称为 Hopfield 联想存储器，简称 HAM。 HAM 采用 Hebb
规则确定神经网络的连接权值，所确定的神经网络具有对称的连接矩阵。 

为了实现正确的联想记忆，要求每个存储模式都是网络的吸引子，每个吸引子都有一定

的吸引范围，吸引范围称为联想存储器的吸引域。一般认为一个模式向量 x(k)的吸引域是以

该向量为中心的球体，该球体内的向量 x(s)满足 ( ) ( )( , ) (0 0.5)s k
Hd nα α≤ ≤ ≤x x ，称α 为吸引半

径，n 为神经元个数。HAM 的吸引子具有如下性质。 

性质 1：若 x 是网络的一个吸引子，且对 i∀ , 0iθ = , 
1

0
n

ij j
j

w x
=

≠∑ ，则−x 也是该网络的

吸引子。 
证明：由于 x 是吸引子，即 ( )f=x Wx ，从而有 ( ( )) ( ) ( )f f f− = − = − = −W x Wx Wx x ，即

−x 也是网络的吸引子。 
性质 2：若 x(a)是网络的吸引子，则 x(a)与海明距离 ( ) ( )( , ) 1a b

Hd =x x 的 x(b)一定不是该网

络的吸引子，海明距离定义为两个向量中不相同的元素个数。 
证明：不失一般性，设 ( ) ( )

1 1
a bx x≠ ， ( ) ( )a b

i ix x= ，i = 2,L , n。因为 w11 = 0，所以有 

                    ( ) ( ) ( ) ( )
1 1 1 1 1 1

2 2

n n
a a b b

j j j j
j j

x f w x f w x xθ θ
= =

⎡ ⎤ ⎡ ⎤
= − = − ≠⎢ ⎥ ⎢ ⎥

⎢ ⎥ ⎢ ⎥⎣ ⎦ ⎣ ⎦
∑ ∑  (6.54) 

所以 x(b)一定不是网络的吸引子。 

推论：若x(a)是网络的一个吸引子，且对 i∀ , 0iθ = , 
1

0
n

ij j
j

w x
=

≠∑ ，则x(a)与海明距离dH(x(a), 

x(b)) = n − 1 的 x(b)一定不是该网络的吸引子。 
证明：若 ( ) ( )( , ) 1a b

Hd n= −x x ，则 ( ) ( )( , ) 1a b
Hd − =x x 。根据性质 1，x(a)是网络的吸引子，

− x(a)也是网络的吸引子，根据性质 2，x(b)一定不是吸引子。 
由上述性质可知，若要使存储样本成为 HAM 的吸引子，则必然产生同样多的假吸引子。
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Hopfield 神经网络最多能存储多少个样本是 HAM 的记忆容量或存储容量。记忆容量不仅与

网络节点个数有关，还与连接权的设计有关。对于 Hebb 规则设计连接权值的网络，如果记

忆样本是正交的，则可以获得最大的记忆容量。实际问题的样本不可能都是正交的，所以在

研究记忆容量时通常假设样本向量是随机的。记忆容量还与要求的吸引域大小有关，要求的

吸引域越大，则记忆容量越小。对于给定的网络，严格分析并确定其记忆容量并非易事。

Hopfield 给出的实验结果为 

                                    m ≤0.15n (6.55) 

按照记忆模式为随机分布的假设所做的理论分析表明，当 n→∞时，HAM 的记忆容量

为[28,33, 37] 

                                 
2(1 2 )

2ln
nm

n
α−

≤  (6.56) 

其中α 为要求的吸引半径。 
(4)双向联想记忆 
在实际应用中，许多情况下需要双向联想记忆。双向联想记忆网络的原理几乎与 Hopfield

联想记忆网络相同。 

2．连续 Hopfield 神经网络 

(1)网络结构和工作方式 
连续 Hopfield 神经网络也是单层的反馈网络，其结构仍如图 6.13 所示。对于每个神经元，

工作方式为 

                                 
1

d 1
d

( )

n

i ij j i
j

i
i i

i

i i

w x

y
y

t
x f y

σ θ

σ
τ

=

⎧
⎪ = −⎪
⎪⎪
⎨ = − +⎪
⎪

=⎪
⎪⎩

∑
 (6.57) 

同样假定 wij = wji。与离散 Hopfield 网络比较，式(6.57)中增加了一个微分方程，相当于

一个惯性环节。 iσ 是该环节的输入，yi是该环节的输出。对于离散的 Hopfield 网络，中间的

式子也可视为 i iy σ= ，差别在于神经元作用函数。连续 Hopfield 神经网络的神经元作用函数

取 Sigmoid 函数。对应于离散型网络，当 { 1,  1}ix ∈ − 时，此处可取神经元作用函数： 

                                   1 e( )
1 e

i

i

y

i yf y
μ

μ

−

−

−
=

+
 (6.58) 

当 {0,  1}ix ∈ 时，此处取神经元作用函数：  

                                   1( )
1 e i

i yf y μ−=
+

 (6.59) 
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式(6.58)和式(6.59)都是连续的单调上升函数。连续 Hopfield 网络是一个连续非线性动

力学系统，可用一组非线性微分方程来描述。给定初始状态 xi(0)， 1, 2, ,i n= L ，通过求解

非线性微分方程组可求得网络状态的运动轨迹。若系统是稳定的，则最终将收敛到一个稳定

状态。求解对应的微分方程组的过程由硬件实现电路自动完成，速度是非常快的。 
考虑连续 Hopfield 网络的稳定性，我们有如下定理。 

【定理 6.7】 对于连续 Hopfield 神经网络，若 wij = wji, τi > 0, ( )f ⋅ 单调递增，则网络是

稳定的。 
证明：定义该网络的能量函数为 

                

1

1 1 1 1 0

T T 1

1 0

1 1( ) ( ) ( ) ( ) ( )d
2

1 1( ) ( ) ( ) ( )d
2

i

i

n n n n

ij i j i i
ii j i i

n

ii

E t w x t x t x t f

t t t f

τ

τ

θ η η
τ

θ η η
τ

−

= = = =

−

=

= − + +

= − + +

∑∑ ∑ ∑ ∫

∑ ∫x Wx x

 (6.60) 

根据 Lyapunov 关于非线性动力系统稳定性理论，只需证明
d
d
e
t
≤0 即可说明网络的稳定性： 

                    

1

1 1 1

2

1 1

d dd 1 ( )
d d d

d d d d
d d d d

n n n
i i

ij j i i
i ii i j

n n
i i i i

ii i

x xE E w x f x
t x t t

y x y x
t t x t

θ
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−

= = =

= =

⎡ ⎤∂
= = − + +⎢ ⎥

∂ ⎢ ⎥⎣ ⎦

⎛ ⎞= − = − ⎜ ⎟
⎝ ⎠

∑ ∑ ∑

∑ ∑
 (6.61) 

因函数 ( )f ⋅ 单调递增，所以 1( )i iy f x−= 单调递增。所以 (d / d ) 0i iy x > ，同时 2(d / d )ix t ≥0 ，
因而有 

                                       d
d
E
t

≤0 (6.62) 

故网络一定是渐进稳定的。在网络的稳定态，能量函数一定取极小值，因此可以用 Hopfield 网

络进行优化计算。 

3．Boltzmann机 

Boltzmann 机的拓扑结构与 Hopfield 网络相同，是单层反馈的神经网络。但这种网络的

工作方式设计为一个随机收敛过程。该网络的随机动力学可描述如下： 

                               

1

( ) /

( ) /

( ) /

( ) ( 1)

1( ( ) 1)
1 e

e( ( ) 0)
1 e

i
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i
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σ θ
=

−
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−

⎧
= − −⎪

⎪
⎪⎪ = =⎨

+⎪
⎪

= =⎪
+⎪⎩

∑

 (6.63) 

其中，T 称为温度。可以构造该网络的能量函数为 
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                               T T1
2

E = − +x Wx x θ  (6.64) 

则从概率意义上看，网络的上述能量是随时间而不断下降的，因而网络在概率意义下是稳定的。 
Boltzman 机采用模拟退火算法进行学习，可用于模式分类、预测、组合优化等方面的实

际问题。 

6.3.2  联想记忆分类学习算法 

前馈网络的分类记忆是由当前的输入和网络的连接权值决定的，而反馈网络总是将以前

的输出返回到输入端，其输出不但取决于当前的输入，而且还取决于过去的输出。联想记忆

是对反馈网络计算收敛性的一种描述，实质上是一种分类记忆。联想记忆通常包括自联想和

异联想。自联想是指网络将缺损、畸变或受干扰的模式通过回忆联想出来。异联想是将缺损、

畸变或受干扰的模式通过存储器中的一对一关系，映射找到对应模式的属性。衡量容错记忆

性能的指标主要有容错性和存储容量。容错性是指对失真的样本仍然能给出其原本的属性。

存储容量是指网络中存储互不干扰样本的最大数目。神经网络联想记忆的容错性与它的非局

域存储方式有关，网络的存储容量则与网络结构、学习方式和网络设计参数有关。 

1．Hopfield联想记忆网络学习算法 

利用 Hopfield 网络做联想记忆同样需要根据训练样本确定具体的网络连接。其学习过程

就是形成网络连接和计算网络连接权值的过程。 
联想记忆学习问题由训练样本集合 { }1 2, , , NU = Lx x x 给出，其中 T

1 2( , , , )t t t tmx x x= ∈Lx  

{ }1, 1 n− + 。学习的目的是形成离散 Hopfield 神经网络，使每个样本模式都成为网络的吸引子。 

既然训练样本都是 n 维的二进制向量，因此网络结构就只需由 n 个硬限作用函数神经元

组成。关键问题是如何确定网络的连接权值。Hopfield 根据 Hebb 规则设计采用了如下十分简

单的连接权值计算方法： 

                          1

,
,      1 ,

0,            

N

pi pj
ij p

x x i j
w i j n

i j
=

⎧
≠⎪= ⎨

⎪ =⎩

∑
≤ ≤  (6.65) 

通常用连接矩阵描述 Hopfield 网络的所有连接权值。将式(6.65)写成矩阵形式，有 

                                  T

1

N

p p
p

I
=

= −∑W x x  (6.66) 

Hopfield 网络的连接一旦确定，只要输入某个样本模式，网络就不断演化，直至网络收

敛到吸引子，此吸引子是状态空间中的定态，即网络的最终输出态。Hopfield 网络联想记忆

分类的学习算法如下。 

【算法 6.3】 联想记忆分类学习算法 
(1)根据训练样本集合 1 2( , , , )NLx x x 设计连接权值矩阵。k = 0，开始迭代。 
(2)计算网络连接权值 ( 1), ( 1),( 1) ( )ij ij k i k jw k w k x x+ ++ = + 。 

(3) 1k k= + ，若 k N> ，则算法结束，否则转到(2)。  
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在学习阶段，因连接权值矩阵是死记硬背式学习，其学习是简单的。网络对输入任意给

定未知模式，一般需要经过若干次状态演化，网络才会输出稳定的值，达到收敛。如输入的

未知样本是原存储模式受到干扰形成的，最后输出的是原存储模式，即为联想记忆。 

【定理 6.8】 设 N 个样本模式 1 2( , , , )NLx x x 满足 

1( , ) (1 ) , , 0
2H i jn d n i jε ε ε− ≠ < <≤ ≤x x  

若
11

1 2
N

ε
+

−
≤ ，则当 N 足够大时， 1 2, , , NLx x x 都是根据算法 6.3 所得网络的吸引子。 

在离散联想记忆网络设计中，网络节点的作用函数采用硬限函数。上述讨论均假设网络

节点的输出取−1 和+1 两种状态。若网络节点的状态取值为{0, 1}时，按照 Hebb 规则，Hopfield
联想记忆网络的连接权值应按式(6.67)计算： 

                    1

(2 1)(2 1),    
,      1 ,

0,           

N

pi pj
ij p

x x i j
w i j n

i j
=

⎧
− − ≠⎪= ⎨

⎪ =⎩

∑
≤ ≤  (6.67) 

算法 6.3 中的计算公式也应做相应改动。 

2．双向联想记忆学习算法 

双向联想记忆网络是由 Kosko 于 1988 年提出的，简称 BAM。其拓扑结构如图6.14所示，

两层网络分别称为 X 层和 Y 层。 
该网络是两层的反馈网络。网络以前馈和反馈的方式

来处理信息，即网络存在输入→输出→输出→输入两层连接

权值。在网络的一端输入信号，则可在另一端得到输出，该

输出又反馈回来，直至网络达到稳态。 
BAM 网络主要用于任意二值模式的联想记忆。该网络

既能实现自联想记忆，也能实现异联想记忆。假设网络的 X
层和 Y 层分别有 n1和 n2个神经元节点，并用 1( )f ⋅ 和 2 ( )f ⋅ 分

别表示两层网络节点各自的作用函数，则网络的动力学描述

为 
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1
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y t f w x t j n
=

⎛ ⎞
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x t f w y t i n
=
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+ = =⎜ ⎟⎜ ⎟

⎝ ⎠
∑ L  (6.69) 

式(6.68)和式(6.69)并未考虑神经元的阈值，在 BAM 网络中一般假设所有神经元的阈值为 0，
下面讨论 BAM 网络的学习算法。 

BAM 网络联想记忆的学习问题由下述训练样本集合给出： { 1 1 2 2( ,  ), ( ,  ), ,U = Lx y x y  

}( ,  )N Nx y ，其中 { } 11, 1 n
p = + −x ， { } 21, 1 n

p = + −y ， 1, 2, ,p N= L 。学习目标是形成双向联想

记忆网络，使所有训练样本成为网络的稳态或吸引子。 

 
图 6.14  BAM 网络拓扑结构 
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根据训练样本中 X 向量和 Y 向量的维数，立即可设计出网络的结构，网络两层分别由

n1和 n2个神经元组成，神经元作用函数均采用硬限函数，并假设每个神经元的阈值为 0。因

此学习算法只需考虑网络连接权值的计算即可。通常将所有连接权值用两个连接权矩阵 W1

和 W2表示。W1表示由 X 层到 Y 层的连接权值矩阵，W2表示由 Y 层到 X 层的连接权值矩阵。

双向联想记忆的学习算法思想仍然来自于 Hebb 规则，有 

                                  1 T

1

N

p p
p=

= ∑W y x  (6.70) 

                                  2 T

1

N

p p
p=

= ∑W x y  (6.71) 

显然，网络的两个连接权值矩阵是对称的，即 W1 = (W2)T。式(6.70)和式(6.71)即是 BAM 的

连接权值计算方法。 

【定理 6.9】 若 BAM 学习的训练样本中，所有 X 向量和所有 Y 向量是各自相互正交的，

则所有训练样本都会成为由式(6.70)和式(6.71)所得网络的吸引子。 
证明：设 ( , )l lx y 是任意一个训练样本，t 时刻以向量 xl输入 BAM 的 X 端时，则 Y 端的

输出计算如下： 

              1 T T
2 2 2 2 1

1

( 1) ( ) ( ) ( )
N

l
l p p l l l l l
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t f f f f N
=

⎛ ⎞
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上述计算利用了训练样本中 X 向量的正交性，即 

                               1T ,    
0,    i j
n i j

i j
=⎧

= ⎨ ≠⎩
x x  (6.73) 

类似地，若 t 时刻以向量 yl输入 BAM 的 Y 端时，则 X 端的输出为 

                                   ( 1) lt + =x x  (6.74) 

故 ( , )l lx y 是网络的吸引子。 

【例 6.2】  假定有三个训练样本 1 1( , )x y , 2 2( , )x y , 3 3( , )x y ，其中 T
1 (1, 1, 1,1)= − −x , 2 =x  

T( 1,1,1, 1)− − , T
3 (1, 1,1, 1)= − −x , T

1 ( 1,1,1)= −y , T
2 ( 1, 1, 1)= − − −y , T

3 (1, 1,1)= −y 。按照式(6.70)
和式(6.71)计算得 

                          1 2 T

1 1 1 1
( ) 1 1 3   3

3 3 1 1

− −⎡ ⎤
⎢ ⎥= = − −⎢ ⎥
⎢ ⎥− −⎣ ⎦

W W  (6.75) 

不难验证， 1 1( , )x y , 2 2( , )x y , 3 3( , )x y 都是网络的吸引子即稳态。 

3．HAM与BAM网络模式分类器 

HAM 和 BAM 用做模式分类器，需满足如下两个条件： 
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(1)所有待分类模式为网络的稳定态，当这些模式作为网络输入时，网络能自动收敛到

它们的联想输出状态。 
(2)对于任意输入的模式样本，网络收敛后能自动确定该输入模式为哪个存储模式。 
条件(1)可以通过误差校正和正交归一化技术满足。条

件(2)联想记忆网络本身则不能解决。因为网络输出端的输

出只是输入模式样本的联想记忆结果。由于学习规则和存

储模式的限制，输入模式往往收敛到假吸引中心。为使网

络的联想输出能够按已存储模式类别判别出来，需要在网

络的输出端增加一个后处理器。 
最直接的方法是在网络的输出端串接一个前馈网络。图6.15和图6.16分别是 HAM 加前

馈网络和 BAM 加前馈网络形成的模式分类器。 

 
图 6.16  BAM 模式分类器  

网络在进行实际模式分类时，由前端的联想记忆网络对输入模式进行预处理，再由后端

的前馈网络做进一步的模式属性匹配，最后输出结果。 
上述两种联想记忆分类器通过在后端增加多层前馈网络而构成。前端的联想记忆网络可

采用前面介绍的学习算法形成。后端的前馈网络可以采用 BP 网络或多层感知器。若采用 BP
网络，需要确定两个常数 C1(0.8)和 C2(0.2)使神经元输出二值化，实际输出大于等于 C1时表

示 1；小于等于 C2时表示 0 即可。后端的 BP 网络需要根据前端联想记忆网络的稳定态及对

应的输出模式进行训练。 

6.4  海明网络分类学习算法 

6.4.1  海明神经网络结构 

海明(Hamming)网络可以认为是一种带有局部反

馈的前馈神经网络。该模型是 1987 年由 Lippmann 等

人提出的[38-40]，常用于各种检测问题。网络的拓扑结构

如图6.17所示。网络的输入端节点数是样本模式向量的

维数 n，隐层或输出层节点数 m 代表所有样本共分为 m
个类别，由输出节点的输出值确定输入向量的类别。 

网络的第一层类似于一个单层感知器，称为匹配

子网络，其功能是将输入模式与存储在网络中的标准

模式进行模式匹配，确定哪个标准模式与输入模式距

 
图 6.15  HAM 模式分类器 

 
图 6.17  海明神经网络的拓扑结构 
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离最近。网络第二层称为竞争子网络，竞争子网络与 Hopfield 结构相同，但连接权值的取值

不同，其功能是迭代寻找匹配子网络中的最大匹配值输出。海明网络的运行机理是，由第一

层网络通过学习将存储模式记忆在网络连接权中，在工作阶段计算输入模式与各样本模式的

匹配程度，把结果送入竞争子网络，竞争子网络选择匹配子网络中最大值输出，即选择最佳

匹配模式输出，从而实现对离散输入模式进行在海明距离最小意义下的识别及分类。海明网

络两个子网络的神经元作用函数均取分段线性函数，即 

                              
0,          0

( ) ,   0
,       

c

c c

f
σ

σ σ σ σ
σ σ σ

<⎧
⎪= ⎨
⎪ >⎩

≤ ≤  (6.76) 

要从海明网络的竞争子网络获得稳定的输出，竞争子网络必须具有竞争收敛性。可以证

明，若竞争子网络的连接权值满足 

                        
 1,     

 ,      , {1, 2, , }
,     ij

i j
w i j m

i jη
=⎧

= ∈⎨− ≠⎩
L  (6.77) 

则竞争子网络的竞争必是收敛的。 

6.4.2  海明网络分类学习算法 

1．分类原理 

二进制信息在信道中传递时，由于各种噪声干扰，可能发生比特位变化。假设二进制位

取{+1, −1}两种状态，则发生状态变化的条件概率为 

                                 

1
1

1 1
1

1
1

1 1
1

P

P

P
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 (6.78) 

在噪声干扰较小时，有0 0.5ε <≤ ， 0 0.5ρ <≤ 。分类误差最小的分类器是最佳分类器。

假设有 M 类模式，每类的代表模式为 1 2, , , MLx x x 。根据最佳分类原则，可利用如下规则判

断测试模式 x 属于哪一类： 

若
1

max
M

j
i j

P P
=

⎧ ⎫⎛ ⎞⎛ ⎞ ⎪ ⎪= ⎜ ⎟⎨ ⎬⎜ ⎟ ⎜ ⎟⎝ ⎠ ⎪ ⎪⎝ ⎠⎩ ⎭

x x
x x

，  则 i∈x x  

其中，
i

P
⎛ ⎞
⎜ ⎟
⎝ ⎠

x
x

表示模式 x 的最大输出类条件概率。在ε ρ= 时，条件概率 
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( , )

( , ) ( , )( | ) (1 ) (1 )
1

H j

H j H j

d
d N d N

jP εε ε ε
ε

− ⎛ ⎞= − = −⎜ ⎟−⎝ ⎠

x x
x x x xx x  (6.79) 

式中， ( , )H jd x x 表示模式 xj与测试模式 x 之间的海明距离。因 ε < 0.5，所以
1 1

1 ε
<

−
，故

( , )H jd x x 越小，则
i

P
⎛ ⎞
⎜ ⎟
⎝ ⎠

x
x

越大。由此可知，测试模式 x 与已存样本模式 xj 的最小海明距离

对应的输出，就是 x 的类别属性。 
要使 ( , )H jd x x 最小，就要使 N−dH(x, xj)最大。 ( , )H jN d− x x 的计算可以用单层前馈网

络实现。欲用单层前馈网络来拟合该变量，需要有 

                     
1

( , )
n

H j ji i j
i

N d w θ
=

− = +∑x x x ， 1, 2, ,j N= L  (6.80) 

若二进制信息的模式分量取+1 和 − 1 两个状态，则有 

                             
1

1( , )
2 2

n

H j ji i
i

NN d x
=

− = + ∑x x x  (6.81) 

因此 wji和θj可如下取值： 

                        2 ,    1, 2, , ,    1, 2, ,
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若二进制信息模式分量取 0 和+1 状态，则有 

                        
1 1

( , ) (2 1)
n n

H j ji ji i
i i

N d n x x x
= =

− = − + −∑ ∑x x  (6.83) 

因此 wji和θj可如下取值： 
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ji ji
n

j ji
i

w x
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=

= −⎧
⎪ = =⎨ = −⎪
⎩

∑ L L  (6.84) 

这样就将最小海明距离等价地用单层感知器网络输出端对应的最大输出值表示出来。 

2．学习算法 

海明网络分类问题描述如下：给定训练样本集合 { }1 2, , , NU = Lx x x , T
1 2( , , , )i i i inx x x= Lx ， 

其中，N 个样本模式是样本空间中 N 类模式的代表。欲建立神经网络存储上述 N 个模式，并

当网络输入任意一个模式时，网络输出应指明与该输入模式海明距离最近的一类样本模式，

即指明输入模式的类别。根据上面的分析可知，这种分类方法的分类误差最小。 
海明网络分类器的匹配子网络是由 n 个分段线性作用函数神经元组成的单层前馈网络。

因有 N 个样本模式，所以竞争子网络是由 N 个神经元组成的单层竞争反馈网络，每个神经元

节点的作用函数均采用分段线性函数，竞争子网络也是输出层网络。通过连接权值的设计 
实现竞争。设竞争子网络第 j 个神经元的输入连接权值记为 1 2, , ,j j jNv v vL ，则竞争连接权值

可如下给出： 
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1,

,   1, 2, ,
,jk
k j

v j, k N
k jη
=⎧

= =⎨− ≠⎩
L  (6.85) 

可以证明，当 η < 1/N 时，竞争子网络的竞争是收敛的。竞争结束时，对应有最大输入

的神经元输出大于 0，其他神经元输出均为 0。由此产生输入模式的分类。海明网络的学习和

测试算法如下： 

【算法 6.4】  海明网络分类器学习和测试 
学习阶段 
(1)根据训练样本集合 { }1 2, , , NU = Lx x x ，利用式(6.82)或式(6.84)计算匹配子网络的连

接权值和神经元阈值 wji和 θj， 1, 2, ,i N= L , 1, 2, ,j n= L 。 
(2)按照式(6.85)计算竞争子网络的连接权值 1 2, , ,j j jNv v vL 。 

(3)竞争子网络与匹配子网络间的所有连接权值为 1。 
测试阶段 
(1)输入任意测试模式 1 2( , , , )nx x x= Lx 至网络。 
(2)在匹配子网络输出端得到 x 与 xj的匹配程度输出： 

                             
1

(0)
N

j ij j i
j

y f w x θ
=

⎛ ⎞
= −⎜ ⎟⎜ ⎟

⎝ ⎠
∑  (6.86) 

(3)开始竞争，直到只有一个竞争顶点保持正值为止： 

                         ( 1) ( ) ( )j j k
k j

y t f y t y tη
≠

⎛ ⎞
+ = −⎜ ⎟⎜ ⎟

⎝ ⎠
∑  (6.87) 

(4)竞争过程结束时，取胜神经元代表测试模式类别。 
(5)返回(1)继续测试。 
利用训练样本集合设计得到海明网络后，输入任一模式 x。在匹配子网络输出端得到 x

与 N 类模式的匹配程度输出，由此形成竞争子网络的初始状态。竞争子网络引用横向抑制机

制开始竞争，直到输出端只有一个节点输出大于 0。该节点表示输入 x 与样本 xj在海明距离

意义下是最接近的模式。 

6.5  特征映射网络分类学习算法 

6.5.1  特征映射网络结构 

神经网络的基本目标之一是，研究人类怎样发现、学习和识别自己所处的环境。特征映

射网络是一种自组织的神经网络，可以自动地向环境学习，可以对复杂的二维模式进行自组

织、自稳定的大规模并行处理。自组织特征映射理论体现了人脑的后天学习过程，如果将感

知外界信息的视网膜作为神经网络的输入层，将做出刺激反应的大脑皮层视为网络输出层，

则输出层对不同输入模式的反应能力就是自组织能力。也就是说，输出层哪个节点对应于哪

个输入模式不是事先确定的，而是通过输出层节点之间的竞争确定的。网络通过节点之间的

竞争，输出层获胜的节点就代表输入模式的类别。海明网络也有一个竞争层网络，对于具体
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的输入模式，哪个节点竞争获胜实际是人为规定好的。但 Kohonen 的自组织特征映射神经网

络则不同。图 6.18 是 Kohonen 特征映射网络的示意图。 
网络的输入层为输入模式样本的向量，节点数为输入样本的维数 n。网络输出层将神经

元排成了一个节点矩阵，输出节点数为 m。输出节点之间存在局部相互连接。这种网络将输

入样本映射到输出层上，形成特征图，它们之间的连接权值是通过无导师竞争学习实现的。

该网络输出层特征图的节点之间，在一定邻域存在相互连接，也称为侧向反馈抑制连接。如

图6.18所示，侧向反馈的作用表现为类似“墨西哥帽”的函数： 

                              
2

2( ) (1 )exp
2
xg x x
α

⎛ ⎞
= − −⎜ ⎟

⎝ ⎠
 (6.88) 

式中α 为控制函数分布的形状参数。“墨西哥帽”抑制函数如图6.19所示。 

         
            图 6.18  特征映射神经网络                           图 6.19  “墨西哥帽”抑制函数 

该函数表示在邻域中心附近的节点是相互“激励”的，远一些的神经元则相互抑制，更

远的节点之间其作用可以忽略不计。Kohonen 自组织特征映射的基本原理是，当某类模式输

入时，其输出层某一节点得到最大刺激而获胜，获胜节点周围的一些节点因侧向作用也受到

较大刺激。这时网络进行一次学习操作，获胜节点及其周围节点的连接权值向量向输入模式

的方向做相应的修正。当输入模式类别发生变化时，二维平面上的获胜节点也从原来的节点

转移到其他节点。这样，网络通过自组织方式用大量训练样本数据来调整网络的连接权值，

最后使网络输出层特征图能够体现样本数据的分布情况。根据 Kohonen 网络的输出状况，不

仅能判断输入模式所属的类别，使输出节点代表某类模式，而且能够得到整个数据区域的大

体分布情况，即从样本数据得到所有数据的分布特征。 

6.5.2  特征映射分类学习算法 

1．分类原理 

假设训练样本集合{ }1 2, , , NLx x x 来自 C 类模式集合，其属性和对应的概率密度函数

( )Cf x 都是未知的。如果由这些样本模式训练神经网络形成分类器，则在网络收敛后，对于输

入的任意模式，网络通过自组织竞争获胜的输出节点就是样本模式的类别属性。自组织学习利

用网络连接权值反映样本数据的概率分布，并从样本数据的概率分布中得到输入数据的类别属

性。因此期望学习达到如下效果：输入样本按其分布 ( )Cf x 出现的概率越高，则使其对应的输

出值越大。网络收敛后，其对应的权值应成为反映 ( )Cf x 分布的本质特征向量，这个向量就成

为判决输入样本属性的依据。图6.20说明了通过自组织学习进行模式分类的原理。 
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在图6.20所示神经网络中，C 个输出层神经元表示所有模式共

有 C 个类别，每个输出层神经元的作用函数均采用分段线性函数。

输入节点数为n表示输入模式为n维向量。网络按照如下规则学习：

对于相似的输入模式，使同一个输出节点受到最大刺激而激活，输

出幅度增加，对于属性特征差别较大的输入模式，则给予不同节点

最大刺激。对于输入模式 xk，若输出层第 j 个节点获胜，再次利用

Hebb 规则可给出与该节点相连的权值向量计算方法为 

                     
,       1, 2, , ,    1, 2, ,ji j kiw y x i n j CηΔ = = =L L  (6.89) 

其中，0 < η < 1。若网络再次输入向量 xk，则网络的输出变为 

                   
1

( ) (1 ) ,       1, 2, ,
n

j ji ji ki j
i

y w w x y j Cη
=

′ = + Δ = + =∑ L  (6.90) 

上式表明，如果以后再遇到 xk或与 xk接近的模式时，节点 j 将以更大的可能性获胜。为了避

免训练样本模式的不断增加导致网络连接权值幅度的过度增长，通常对取胜神经元的连接权

值修正量的计算方法改为 

                                ( )ji j ki jiw y x wηΔ = −  (6.91) 

一般认为，经过按照规则式(6.89)学习的网络权值向量，将不断逼近模式分布的主要能

量方向。 

2．Kohonen自组织特征映射算法 

Kohonen 提出生物视网膜接受外界信息的自适应方程为 

                      
d ( )

( ){ ( ) ( ) [ ( )] ( )}
d
ji

j i j ji

w t
t t x t t w t

t
α η γ η= ⋅ − ⋅  (6.92) 

其中， ( )tα 为学习常数，通常 0 ( ) 1tα< < ，且随时间单调下降； ( )j tη 表示神经元顶点的触发

频率； ( )γ ⋅ 为非线性函数。假定在节点 j 的邻域 NEj(t)内， ( ) 1j tη = ，否则 ( ) 0j tη = 。设非线

性函数 ( )γ ⋅ 的取值为 (0) 0γ = 和 (1) 1γ = ，则式(6.92)进一步写为 
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 (6.93) 

将式(6.93)写成离散形式，则有 

                  
( 1) ( ) ( )[ ( ) ( )], ( )
( 1) ( ),                                  ( )

ji ji i ji j

ji ji j

w k w k k x k w k j NE t
w k w k j NE t
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 (6.94) 

自组织学习基本方法是无监督的学习方法。上述学习方法表明了取胜神经元受到最大激

励。一般来说，选择取胜神经元的准则为：若神经元节点 j 取胜，则 j 满足 

 
图 6.20  单层神经网络 
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                        ( ) ( ) min{ ( ) ( )) }j it t t t− = −x w x w  (6.95) 

自组织特征映射学习算法如算法 6.5 所示。 

【算法 6.5】  Kohonen 自组织特征映射算法 
(1)k = 0，对网络连接权随机赋值，取 ( )tα 和 NEj*(t)随时间变化的形式。 
(2)对网络输入模式 T

1 2( , , , )Nx x x= Lx 。 
(3)计算 x 与所有输出节点连接权向量 wj的距离： 

                        2

1

( ) ,       1, 2, ,
n

j i ji
i

d x w j C
=

= − =∑ L  (6.96) 

(4)选择具有最小距离的节点 j*为获胜节点： * min{ }j jj
d d=  

(5)调整节点 j 及其几何邻域 NEj*(t)内节点所连接的权值向量： 
                  *( 1) ( ) ( )[ ( ) ( )],     ( )j j j jk k k k k j NE tα+ = + − ∈w w x w  (6.97) 

(6)对新的样本数据，转到(2)继续训练，若无样本，则结束。 
上述算法实际可在网络分类计算的同时进行。对获胜节点邻域的选择，在开始时应选择

较大的邻域半径，随着训练过程的进行，邻域半径逐渐缩小，最后只包含获胜神经元。Kohonen
自组织特征映射算法无须知道训练样本的属性，只需通过自组织方式进行模式聚类。当学习

成功时，网络输出层的特征图相当于对模式数据进行了特征提取。自组织特征映射算法是否

对任意分布的模式数据均能得到对应模式属性的特征图是非常重要的问题。这表现为自组织

分类学习的收敛性，许多实验结果验证了上述收敛性。但自组织学习是否对任意分布的样本

模式都是收敛的，目前并没有给出严格证明[41]。 

6.6  前馈网络分类机理 

多层感知器和多层 BP 网络具有相同的拓扑结构，差别在于神经元不同。BP 算法与单层

感知器学习算法的基本计算规则是按相同的思路得到的，BP 算法又称广义δ 规则学习算法，

实际上，前馈神经网络都可以采用广义的 δ规则实现其学习过程。但基于梯度下降方法来训

练前馈神经网络需要花费很长的时间。有监督的前馈网络训练时间长短与算法、网络规模、

网络结构及分类样本模式的特征均有关系。 
单层网络的训练时间要比多层网络的训练时间少得多，感知器可在模式空间形成超平面

分割，而多层感知器在期望输出与实际输出于误差平方和最小的情况下，其输出端的输出值

对应模式样本后验概率的估计[42]。这一结论揭示了多层感知器分类与传统贝叶斯分类的等价

性。另外，有监督学习的前馈网络分类器是一种特殊的函数逼近器，网络学习是约束网络连

接权向量，将不同类别样本模式映射到输出端对应的监督信号过程。 

6.6.1  前馈网络分类的几何机理 

1．超平面分割 

用于模式分类的有监督学习前馈网络是按如下原理进行分类计算的：第一隐层的作用是

在模式空间实现各种超平面分割；第二隐层实现第一隐层输出的逻辑与运算，即将分割的超平
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面空间按类别进行空间划分；输出层又对第一隐层的输出值进行逻辑或运算，即将经过与运算的、

属于同一类的超平面进行归类。图6.21是多层感知器的单个神经元非线性作用示意图。 
假设该神经元是第一隐层的第 i 个节点，该节点接受

到的总激励输入为 

          T

1

n

i ij j i i i
j

w xσ θ θ
=

= − = −∑ w x           (6.98) 

其中， T
1 2( , , , )i i i inw w w= Lw ， T

1 2( , , , )nx x x= Lx 。假设

隐层单元的非线性作用函数为硬限函数，即 

                            
1, 0

( )
0, 0

i
i i

i
y f

σ
σ

σ
⎧

= = ⎨ <⎩

≥
 (6.99) 

考察式(6.98)， 0iσ = 表示模式空间中的一个超平面，将该模式空间分割成两部分。如

果只考虑二维情况，则 0iσ = 是二维空间中的一条直线，如图6.22 所示。此时，wi 表示直线

的方向向量，θ 为该直线在纵轴上的截距。 
基于广义δ 规则的前馈网络学习算法对神经元权值和阈值的计算，均采用了先给出一个

初始值然后逐渐修正的计算步骤。实质上，上述学习过程就是自适应调整 ( , )i iθw 的过程，也

就等效为超平面位置与取向不断改变的过程。这样，多个神经元节点将在空间中形成多个超

平面，这些超平面将模式空间划分为若干区域，图6.23给出了一种形象的说明。 

                         
     图 6.22  二维空间直线分割                         图 6.23  二维空间中训练点被超平面分割 

若设 T
1 2( , , , , )i i i in iw w w θ′ = Lw ， T

1 2( , , , , 1)nx x x′ = −Lx ，则式(6.98)可写成 

                                  T
i i iσ θ= −w x  (6.100) 

该超平面与坐标原点的距离为
| |i

i

σ
′w
。设前馈网络的输入模式为 n 维向量。在增维的模式空间

Rn+1中定义一个以 1
0

nx R +∈ 为中心的超球 0( , )S r′x ： 

                         0 0( , ) { :|| || },S r r r R+′ ′ ′ ′= − ∈≤x x x x  (6.101) 

若取 0′x 为 Rn+1中的坐标原点，则 T 0i i iσ θ= − =w x 是经过坐标原点的一个超平面 HPw。

它与超球面 0( , )S r′x 之间的关系如图6.24所示。 
对于任一模式向量 x，设与其垂直的超平面为 HPx，则 ′x 与 ′w 之间的夹角为 

                         
T

arccos , 0 180
|| |||| ||

θ θ
′ ′

= °
′ ′

≤ ≤
w
w x

x
 (6.102) 

 
图 6.21  隐层顶点非线性作用示意图 
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若 0 90θ °≤ ≤ ，则 0iσ > ，对应于超平面 HPw 的正侧 HPw
+ ，若

90 180θ°≤ ≤ o， 0iσ < ，对应于超平面的负侧HPw
− 。 

由此可知，多层感知器在训练中，第一层权值决定了超平面在

空间的取向。网络在训练中不断修正连接权值和阈值，标志着由超

平面所形成的对模式空间的分割在不断地改变。在隐层单元足够多

的情况下，由超平面所形成的线性可分区域将无穷多。 

2．输入层-隐层映射的定性解释 

线性可分性是指对于空间上存在的若干模式类别，若能找到一些超平面，使每个超平面

都不会经过任何类别模式区域，而将不同类别模式分割开来。 
对于两类模式，线性可分是指可以找到一个超平面，使一类模式位于超平面一侧，另一

类模式位于超平面另一侧。定理 6.4 指出，只有对于线性可分的模式分类问题，单层感知器

才能学习成功。这表明了单层感知器本身具备的映射能力，同时条件也是十分苛刻的。 
若样本模式是线性可分的，则只需用一层网络就可以实现模式分类，由单层网络的输出

表达输入模式的类别。但实际模式分类问题，一般不能保证样本模式的线性可分性，因此一

层超平面只能将同类模式分割在不同区域中。这样就必须使用多层感知器才能完成模式分类，

第一层网络对应的超平面完成模式分割，每个区域只有一类模式，而由网络的后级将同类而

不同区域的模式联合划归为一类。 
Mirchandani 和 Cao 导出基于超平面分割所得的最大线性可分区域与隐层节点数 N 及输

入模式向量维数 n 的关系为[44] 

                                 
0

( , )
n

k
N

k

R N n C
=

= ∑  (6.103) 

这是空间中所有超平面均相交的情况。对于存在平行超平面的情况，Mehrotya 给出了更

一般的分析结果。图6.25画出了输入向量维数为 n = 6, 7, 8 的情况下所形成的最大线性可分区

域与隐单元数的关系曲线。显然，隐层节点数增多，由超平面所形成的最大线性可分区域也

明显增加。由 N 个超平面围成的每个线性可分区域称为一个有效判别区域。 

 
图 6.25  R(N, n)与隐层节点数 N 的关系曲线 

在实际问题的学习计算中，每个有效判别区域的形成有一定随机性，同时，有效判别区

 
图 6.24  超球与超平面 
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域的形成还取决于多层感知器是如何训练的。如果使用序贯方法来逐次训练神经网络，则在

训练的初始阶段，由先参与训练的样本决定的判决区域具有某种取向，而其他判决区域不表

示任何信息，可以认为是随机的。但是随着训练的进行，形成的空间有效判决区域逐渐趋于

某一确定的位置，每一个区域至少对应一个训练样本。相反，若使用批处理方法来训练网络，

那么所形成的有一定取向的判决区域数为批处理的样本数。随着训练的继续，网络隐层所形

成的有效判决区域也趋向于确定的位置。在广义δ 规则学习过程中，将输出端残留的误差信

号反馈回到各层的连接权值上，调整每个超平面的空间取向，也就是调整隐层单元决定的判

决区域位置，来使输出误差信号的平方和接近终止精度。所以对于多层感知器，第一层网络

的连接权值在训练过程中存在一定的随机性，但当网络收敛后，其取值是确定的，对应的有

效判决区域是一个由随机到确定的过程。 
一般在多层感知器中，隐层单元越多，则实现的非线性映射能力越强。因此，若网络的

隐层单元数扩展到无限多，则可以实现任意的映射。在实际应用中，可以通过增加隐层单元

数来增强网络的容错能力。若网络节点数超过了一定的数量，将会因空间中超平面数过多而

引起噪声。 

3．超曲面分割网络 

感知器的神经元首先对输入量进行线性加权求和获得神经元激励总和，然后通过硬限作

用函数完成非线性变换。其线性的加权求和计算使中间层神经元对应的输入/输出特征表现为

模式空间中超平面对模式的分割，不同类别的模式样本被分割在不同的超空间区域内。然而，

在实际应用中，某些不规则的空间分布模式的分类，用超平面分割往往要用很多隐层节点，

而且需要很长的训练时间才能形成稳定的超空间，有时甚至很难从模式空间中将某个模式分

割出来，表现为网络训练不收敛。这是由于由超平面所构成的超空间体与模式的空间分布区

域相差甚远。例如，某些模式的空间分布边界凹凸不匀，表现为非常复杂的空间超曲面，这

时，若仍用超平面去分割与逼近就不能满足要求。所以，必须寻找其他超空间分割方法，如

超球面分割、超椭球面分割或超抛物面分割等。只需改变神经元由输入分量计算输入总量的

方法即可获得其他形式的分割，如下所示。 
(1)超球面分割 

                              
2

( )i j ij i
j

x wσ θ= − +∑  (6.104) 

(2)超椭球面分割、超抛物面分割或超双曲面分割 

                               2
i ij j i

j

w xσ θ= +∑  (6.105) 

(3)任意多项式分割 

                        ( )i ijk j k j k i
j k

w x x x xα βσ θ= + + +∑∑  (6.106) 

(4)一般曲线分割 

                              ( , )i j j i
j

x wσ Φ θ= +∑  (6.107) 
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超曲面分割网络对模式的旋转变化具有不变性，这类网络在字母、图像识别中将具有广

泛的应用前景。 

6.6.2  前馈网络分类的代数机理 

1．前馈网络的输入输出映射 

前馈网络无论是用于模式识别还是用于函数逼近，都是将输入模式空间映射到输出响应

空间内，对于模式识别问题，输出响应信号即为外监督信号。若前馈网络的神经元均采用线

性作用函数，则这种网络称为线性前馈网络。不论线性前馈网络有多少层，都可以用单层的

线性前馈网络等价地实现。从数据所含的信息量来考虑多层的线性前馈网络的映射作用实际

是一种数据的压缩变换。每一隐层对前一层的输入模式进行 Fisher 压缩变换[27]，使同类别的

模式散布最小，不同类别的模式散布最大，使经变换后的模式有利于输出层的分类。 
用线性网络来解决模式分类问题，只能实现线性映射，其能力是有限的，通常所用神经

网络具有非线性单元网络，而且实际使用的人工神经网络完全超出生物神经网络的范畴。可

以根据问题的特点，在隐层构造特殊的非线性传输函数来适合问题的需要。 

2．代数分类机理 

线性前馈网络的分类能力是有限的，所完成的只是一种数据压缩变换。为使前馈神经网

络能够实现任意的映射，需在前馈网络的中间层增加非线性单元。考虑两层的前馈神经网络，

设中间层和输出层网络的神经元分别有 N 和 M 个神经元节点，则网络的输入/输出关系可以

表示为 

                       (2) (1) (1) (2)

1 1

M N

k k kj j ji i i k
j i

y f w g w x θ θ
= =

⎛ ⎞⎛ ⎞
= − −⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠

∑ ∑  (6.108) 

式中， (2)
kjw 表示第 j 个隐层节点到第 k 个输出节点的连接权值，也称为第二层连接权； (1)

jiw 表

示第 i 个输入节点到第 j 个隐层节点的连接权值，也称为第一层连接权； (1)
jθ 表示第 j 个隐层

节点对应的阈值； (2)
kθ 表示第 k 个输出节点对应的阈值； ( )kf ⋅ 表示第 k 个输出节点对应的非

线性作用函数； ( )jg ⋅ 表示第 j 个隐层节点对应的非线性传输函数。 

一般来说， ( )kf ⋅ 或者是线性的，或者是 sigmoid 函数； ( )jg ⋅ 一般取 sigmoid 函数，或其

他平方可积的函数形式等。下面分析这种网络的结构特征和分类机理。 
(1)输入模式空间到隐层变换空间的映射 
线性前馈网络的映射是一种数据压缩分类，会降低样本的维数，存在牺牲分类信息的缺

陷。对神经网络分类器来说，因其大规模并行处理的特点，一般无需使用降维处理方法。升

维处理却是一般前馈神经网络最常用的方法。升维处理可能会增加计算量，但对于低维中不

可分的模式，通过扩展模式样本的拓扑维数，有可能在高维中变得线性可分。 
图6.26 是一组两类模式在一维空间不能线性可分而升到两维后线性可分的示意图。 
图 6.26(a)表示两类模式在一维数轴上存在部分重叠的情况，如果将它们扩展到二维空

间，如图6.26(b)所示，显然，两类模式变得线性可分了。这说明了升维处理的必要性。 
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图 6.26  映射前后的模式分布 

假设两类 Rn空间的模式样本 x, y，如果将它们扩展到 Rm空间内(m > n )，分别表示为 
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 (6.109) 

式中的×为不确定项，它们由网络的结构和学习算法来自适应确定。如果这两类模式样本在

Rn 空间是重叠的，经过式(6.107)的变换在 Rm 空间内可能变得线性可分。神经网络正是基于

这种原理对模式信息进行分类的。网络的隐层构造成非线性单元后，与直通形式的线性节点

不同，这些隐节点通过调整其阈值和选择非线性作用函数，几乎都变成独立的。 
在下面的讨论中，为了简化符号，避免复杂性，忽略权值 w 与阈值 θ的区别。设隐层有

M 个非线性单元，样本模式总数为 N。另设模式分类问题共有 C 类模式，第 k 类模式给出

Nk个训练样本模式，则 N = N1 +L + NC，将训练样本写成矩阵形式为 

                                 
T(1) ( )

1 , ,
c

c
N⎡ ⎤= ⎣ ⎦LX x x  (6.110) 

则经第一层连接权值 W(1)变换的隐层输入端的总线性仿射函数 Z∈RN×M： 
                                     (1)=Z XW  (6.111) 
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该线性仿射函数矩阵 Z 经隐层非线性函数 ( )g ⋅ 作用后，隐层输出为 
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X 中的前 N1行表示第一类模式在隐层的输出，记为 X(1)，依次至最后 NC行表示第 C 类

模式在隐层的输出，记为 X(C)
。若输入端至隐层的连接权值矩阵 W(1)发生变化，则经隐层非

线性变换后的这些类别的矩阵也将自适应地调整，来跟踪对应的变化。 
(2)隐层变换空间到输出监督空间的映射 
输入端训练集样本经隐层映射后，在隐层输出端张成新的模式空间，待分类的 C 个类别

分别由 (1) (2) ( ), , , CLX X X 矩阵的行空间组成。因非线性的作用，原模式的特性经变换后可能

发生变化，但与线性判别相比，这种变换没有损失任何分类信息，不仅如此，而且模式被扩

展到更高维空间后，有可能使原非线性可分的模式变得线性可分。 
分析表明[28-45]，不论输出层单元的作用函数是线性的还是非线性的，隐层至输出层的映

射总可以用线性映射分析，即 

                                   (2)=Y XW  (6.114) 

式中的 W(2)∈RM×C为隐层至输出层的连接权值矩阵。网络连接权值的训练学习是使隐层模式

空间不断逼近输出期望的外监督信号空间。输入层至隐层连接权值的调整，决定着输入模式

变换到隐层后的空间几何分布，隐层至输出层连接权值的调整，决定了隐层模式空间逼近外

监督信号空间的精度。假设在无限训练时间的前提下，终止逼近精度的大小将与隐层节点数

的多少、非线性函数的形式及外监督信号的特征有关。式(6.112)只是在最小均方差意义上成

立，即 

                                  
2(2)min
F

−
W

Y XW  (6.115) 

该式是通常在网络输出端定义的目标函数。网络训练的目的是调整两层权值矩阵

{ }(1) (2),W W ，使式(6.115)在最小均方差意义上最小。 

6.7  径向基函数网络[50] 

6.7.1  径向基函数 

径向基函数(Radial Basis Function, RBF)是在多维空间中插值的传统技术，广泛应用在图

像处理、信号处理和控制工程等领域[45-47]。RBF 函数最早是由 Powell [46]在 1985 年提出的。

问题描述如下。 
给定一个点集及 n 维空间的相应实值{ },i iyx ， 1, 2, ,i m= L ，要求满足插值条件的函

数 f(x)： 

                                ( )i if y=x , 1, ,i m= L  (6.116) 

插值函数 f(x)的形式为 

                              ( )0
1

( )
m

i i
i

f λ λ φ
=

= + −∑x x x  (6.117) 

在 RBF 方法中， ( )iφ −x x , 1, 2, ,i m= L 称为基函数，函数 f(x)从该基函数导出。基函数

径向对称，每一个基函数的中心都位于给定的数据点上， ( )φ ⋅ 为线性函数，例如 
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1

2 2 2( ) ( )cφ α α
−

= +  (6.118) 

将插值条件 ( )i if y=x , 1, 2, ,i m= L 代入插值函数表达式，可得到具有 m 个未知系数 iλ 的 m
个方程。如果矩阵  = ( )ij m n×A A 奇异，则方程没有唯一解。其中， 

                           ( )ij i jϕ= −A x c , , 1, ,i j m= L  (6.119) 

只要数据点互不相同，一般此矩阵都是非奇异的。 

6.7.2  径向基函数网络的特点  

RBF 方法和神经网络之间有着很强的联系。运用神经网络通过复杂的数据建模可以视为

在多维空间实现一条曲线，Broomhead 和 Lowe [48]根据这个观点揭示了多层前向网络和 RBF
网络之间的关系，他们提出可以人为地选择径向基函数中的可变因素，并允许训练数据点和

基函数的个数不同，这样就可以根据大大少于数据点的信息来降低复杂性；其次，基函数的

中心可以在数据点上，也可以不在数据点上，这将提高径向基函数的推广能力[50]。 
放宽内插条件后的 RBF网络可以视为一

个具有线性参数的两层网络。网络结构见图

6.27[50]。假定选择了合适的 RBF 中心和非线

性变换函数，则隐层实现了将输入空间映射

到新的空间，每一个基函数成为隐层神经元

的激活函数。输出层在新的空间实现线性组

合。隐层到输出层的可调权值可以用线性最

小二乘方法得到。 
常用的隐层激活函数 ( )Φ ⋅ 函数如下。 
(1)薄板样条函数： 

                                 2( ) log( )v v vΦ =  (6.120) 

(2)高斯函数： 

                                 
2

( ) exp vvΦ
β

⎛ ⎞−
= ⎜ ⎟

⎝ ⎠
 (6.121) 

(3)MQ 函数(mutiquadric function)： 

                                  
1

2 2 2( ) ( )v vΦ β= +  (6.122) 

其中β是实常数。 
最常用的函数 ( )Φ ⋅ 是高斯函数，其表达式描述如下： 

                        
2

2exp ,           1, ,j
j r

j

O j N
σ

⎛ ⎞− −⎜ ⎟= =
⎜ ⎟
⎝ ⎠

L
x c

 (6.123) 

其中 Oj是隐层第 j 个单元的输出，x 是输入模式，cj是隐层第 j 个单元基函数的中心，也可以

视为该单元的权向量， 2
jσ 是第 j 个隐节点的归一化参数，它决定该中心点对应的基函数的作

 
图 6.27  径向基函数网络 
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用范围。隐节点输出在 0 到 1 之间，输入与中心的距离越近，隐节点的响应就越大。高斯函

数径向对称，对于与基函数中心径向距离相同的输入，隐节点都产生相同的输出。 
在径向基函数网络里，非线性映射由非单调增减的高斯函数的线性组合得到，而不像 BP

网络那样是单调增减 Sigmoid 函数。由隐层作用函数产生的表面，形似一系列山丘。这些山

丘的高度可由第二层神经元的标量权值调节。如果提供足够数目的隐层神经元，则通过选择

合适的中心、归一化参数和输出权，就可以很好地逼近所要描述的非线性函数。一般地，RBF
网络中所利用的非线性函数形式对网络性能的影响并不是至关重要的，关键是基函数中心的

选取。从数据点中任意选取 RBF 中心构造出来的 RBF 网络的性能是不能令人满意的，这些

中心还可能因为靠得太近而产生近似线性相关，从而带来数值上的病态问题[50]。 
多层前馈网络和径向基函数网络从理论上说，都能以任意精度逼近任意非线性映射，只

是其基函数的性质不同。Sigmoid 函数在输入空间的无限大区域内都是非零的，而 RBF 函数

只覆盖局部区域，一些问题可以利用 Sigmoid 基函数有效地解决，一些问题则更适合用局部

覆盖的径向基函数来解决。径向基函数网络又有它独特的优势。径向基函数网络和前馈多层

网络相比，后者因为网络输出与参数之间是高度非线性的，网络权值必须通过某种非线性优

化技术如梯度下降法进行学习。这就不可避免地存在局部极小问题，即在网络权值学习过程

中使参数估计陷入优化指标函数的某一个局部极小。除此而外，BP 网络还有收敛速度慢、网

络拓扑难以确定等缺点。遗传算法、学习自动机、模拟退火算法等虽然可以避免局部极小，

但一般都需要巨大的计算量，从而极大地限制了前馈网络的实时应用。径向基函数理论为多

层前馈网络提供一种崭新且有效的方法。首先，径向基函数网络输出对网络参数是部分线性

的，即当网络基函数中心确定之后，网络输出对输出层的权参数是线性的。这样就可采用线

性优化中常用的最小二乘等算法，因而不存在局部极小问题，也避免了反向传播算法那样繁

琐、冗长的计算，使学习可以比通常的 BP 算法快 103~104倍[49]。 

【例6.3】 用径向基函数网络解决回归问题，数据是由噪声正弦函数产生的。比较三种

不同的激活函数的影响，首先用高斯激活函数。使用两个阶段的训练算法，首先用 EM 迭代

算法定位中心，然后用设计矩阵的伪逆寻找第二层的权值。第二种 RBF 网络是薄板样条激活

函数，使用和高斯激活函数相同的中心，因此只需要计算第二层的权值。第三种 RBF 网络是

r4 log r 激活函数。数据、函数和网络输出比较结果如图6.28所示。 

 
图 6.28  RBF 实现回归问题的数据、函数和输出结果 
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6.7.3  径向基函数网络的正则化 

通过样本学习的输入、输出映射可将神经网络视为多维函数的逼近，即超平面重构问题。

学习问题与经典的逼近技术如广义样条、正则化理论密切相关。 

1．正则化理论 

用一组数据 { }( , ) , 1, ,n
i iS x y R R i N= ∈ × = L 来逼近函数 f，由正则化方法确定函数 f 使得

下面的泛函最小： 

                           22

1

( ) ( ( ))
N

i i
i

H f y f Pfλ
=

= − +∑ x  (6.124) 

P 为一约束算子(通常为一微分算子)， || ||⋅ 是一个在函数空间的范数(一般是 L2 范数)。λ 为

正实数，称为正则化参数。算子 P 的结构体现了关于解的先验知识，因此依赖于待解问题的

性质。最小化函数 H，可得到相关联的欧拉−拉格朗日方程： 

                          
1

1ˆ ( ) ( ( )) ( )
N

i i i
i

PPf y f δ
λ =

= − −∑x x x x  (6.125) 

其中 P̂ 是微分算子 P 的伴随矩阵。式(6.125)中等号右边是对 H 关于 f 的泛函微分，是一个偏

微分方程，它的解能被写成其右边项的一个积分变换。它具有由微分算子 P̂P 的格林函数所

确定的核，格林函数满足下面的分布式偏微分方程： 

                               ˆ ( ; ) ( )PPG δ= −x y x y  (6.126) 

由于存在δ 函数，积分变换是离散和的形式： 

                           
1

1( ) ( ( )) ( ; )
N

i i
i

f y f G
λ =

= −∑x x x x  (6.127) 

上式说明正则化问题的解位于平滑函数空间中的一个 N 维子空间上，该子空间的基由 N 个函

数 G(x; xi)给出。由于格林函数通常是平移不变的，即 G = G(x − xi)，这时 G(x)和 G(x − xi)

在一个将 xi映射到原点的坐标变换下是等价的。故称 G(x; xi)为中心点在 xi的格林函数，称

点 xi 为展开中心。若令 ( ( )) /i i iy f λ= −c x ，将 N 个数据点代入式(6.127)，可直接得到下面

线性系统： 
                                  ( )G λ+ =I c y  (6.128) 

其中 I 是单位矩阵，且 ( )i iy=y , ( )i iy=c , ( ) ( ; )ij i jG=G x x 。因此可得正则化问题的解为 

                              
1

( ) ( ; )
N

i i j
i

f c G
=

= ∑x x x  (6.129) 

其中 c 由式(6.128)得出。 
式(6.127)不是最小化问题的完全解，事实上，位于算子 P 的零空间的函数对于泛函方程

(6.124)中的平滑项都是“不可见”的，故上面的展开式是完全解对位于 P 的零空间中某一项

取模。这一项的形式取决于所选择的稳定子(stabilizer)和边界条件，因而取决于要解决的具

体问题。对于一个稳定子，它是一个同构的旋转不变 n 维算子，零空间是 2n − 1 维的多项式

空间。 
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算子 P̂P 是自伴随的，它的格林函数对称，即 ( ; ) ( ; )G G=x y y x 。因而矩阵 G 对称，其 
特征值为实数，矩阵 G + λI 满秩(除非 − λ等于它的某个特征值)。这样，线性系统总有解。

在λ = 0 的情况下，解的存在性(对应于纯粹的插值)依赖于格林函数的性能。如果格林函数正

定，上式的展开则内插数据点，不存在零空间项；若格林函数在某些阶条件正定，近似理论

的结论保证了对式(6.127)添加适当阶次的多项式，即 P 的零空间的多项式使得它总能插值数

据点。格林函数的条件正定及其他性能由稳定子 P 的结构决定。若 P 平移不变，G 将 
依赖于其自变量的差；若 P 旋转平移不变，G 为一个径向基函数， ( )G= −G x y ，这一种

情况的正则化解由下面的展开给出： 

                               ( )
1

( )
N

i i
i

f c G
=

= −∑x x x  (6.130) 

这样就产生了径向基函数方法[49]。 

2．正则化网络 

正则化网络可以由只含一层隐层单元的简单网络来实现，如图6.28所示。网络第一层的

单元数等于问题的独立变量数。第二层由非线性隐层单元组成。每个数据点 xi对应于一个隐

层单元，输入单元与第 i 个隐层单元之间的连接由第 i 个数据点的坐标确定。隐单元的激活

函数是格林函数，则第 i 个隐单元的输出为 ( ; )iG x x 。输出层包括一个或多个线性单元，其

权值是展开式(6.127)的未知系数。求解可以用梯度下降法使数据点上插值误差最小，此时令

λ = 0。如果格林函数是正定的，则该解是使泛函|| Pf ||2最小的最优插值；如果格林函数是条

件正定的，要得到最优插值则应对网络添加适当的多项式单元。 
正则化网络完全取决于所学习的问题，其输入与隐层之间的连接权是已知的。正则化网

络具有三个期望的性质： 
(1)如果有足够多的单元，正则化网络就能在紧域上任意逼近多变量连续函数。代数和

三角多项式同样具有这一性能。 
(2)因为从正则化理论得出的未知系数是线性的，容易证明它具有最佳逼近性能。也就

是说，给定函数 f，总是存在一组系数选择，要比其他所有选择都能更好地逼近 f。一些传统

的逼近方法，如多项式逼近和具有固定节点的样条逼近等，都具有最佳逼近性质，它们的逼

近解与未知参数呈线性关系。 
(3)用正则化网络计算出来的解是最优的。这就消除了那些在数据点处精确插值而在无

数据点处振荡的解。这一性能对样条插值是典型的，但多项式插值并不具备。 
在正则化网络中，输出单元也可能计算一个固定的非线性可逆函数。这对分类问题非常

有用，非线性函数常常选用 sigmoid 函数。输入单元也可以是一个非线性函数。适当的输入、

输出处理在某些情况下具有优势。用双有理函数、指数函数、对数函数和这三个函数的组合

来作为非线性处理函数，因为它们能达到必要的域和范围的转换，并使得输入、输出空间的

代数结构破坏最小。输入、输出的这种编码通过利用要逼近映射的域和范围的先验信息尽可

能线性化这个逼近。 

3．正则化方法的推广 

超基函数网络是更一般化的正则化网络，它可以实现基于目标的分类并降低维数。在前

面讨论的基础上可做两点推广： 
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(1)与式(6.129)相关的网络的复杂度(单元数目)与输入空间的维数无关，而是依赖于训

练集的维数(样本数目)，通常样本的数目非常庞大。对式(6.127)进行近似使得单元数目远远

小于样本数目，并使展开中心在学习过程中被修正。这个方案还能进一步推广到使式(6.129)
由不同类型的函数 G 叠加而成的情形，如不同高度的高斯函数。 

(2)范数 i−x x 可视为加权范数： 

                          2 T T( ) ( )i i iW− = − −x x x x W W x x  (6.131) 

式中 W 为方阵。当 W 为对角阵时，对角元 Wij为每个输入坐标分配一个权，若 W 为单位矩

阵，就化为一般的欧几里得范数。当输入为不同类型时，它起着重要的作用。 
① 滑动中心：正则化解近似 
正则化方法对于逼近问题在当训练样本数目很大时计算代价很高，而且也可能出现病态

问题。因此引入正则化解的近似。 
寻找变分问题近似解的一般方法是，将解在有限基上展开。近似解有如下形式： 

                                 
1

( ) ( )i i
i

f c φ∗

=

= ∑x x  (6.132) 

其中 1{ }n
i iφ = 是一组线性无关函数。系数 ci 通常是按照能保证与真正解偏差最小的规则来确定

的。在标准正则化情况下，待最小化的函数由式(6.122)给出，这时若 n = N，并且 1{ }nN
i iφ = =  

1{ ( ; )}N
i iG =x x  (G 为算子 P̂P 的格林函数)，则这种方法给出的就是准确解，这时可将式(6.130)

代入正则化泛函求出展开式中的未知系数。此时正则化泛函为 H[f *] = H*(c1,L , cN)，通过

将正则化泛函对系数极小化，可求出系数： 

                              
*

0
i

H f

c

⎡ ⎤∂ ⎣ ⎦ =
∂

  1, ,i N= L  (6.133) 

如果格林函数在所考虑的区域边界上为零，则方程组(6.133)与方程组(6.128)是等价的。

对更一般的情况，基函数应扩大，以包括产生算子 P 的零空间项，由此得到正确解。对准确

解的近似是 

                               
1

( ) ( ; )
n

c Gα α
α

∗

=

= ∑f x x t  (6.134) 

中心 tα 和系数 cα 是未知参数。中心的数目一般小于数据点的数目，即 n ≤ N。 
② 不同类型的基函数 
在式(6.134)中，可以利用不同类型的函数 G 相叠加，如不同高度的高斯函数。待逼近

的函数 f 可视为 p 个分量 f m的和，m = 1,L , p，每个分量具有不同的先验概率。因此欲最小

化的泛函就有 p 个稳定子 Pm，可写成 

                      [ ]
2 2

1 1 1

( )
p pN

m m m
i i m

i m m

H f f P fλ
= = =

⎛ ⎞
= − +⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑ ∑x y  (6.135) 

通过分析与上式相关的欧拉−拉格朗日方程可知，使式(6.135)泛函最小的函数是与稳定

子 Pm对应的格林函数的线性叠加的线性叠加。对该变分问题的一个近似解形如 
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1 1

( ) ( ; )
mKp

m m m

m

f c Gα α
α

∗

= =

= ∑∑x x t  (6.136) 

其中 Km < N，系数 mcα 和中心 m
αt 待定。 

这种方法能够产生大范围的径向基函数来重构函数 f。如果已知欲逼近函数有 p 个范围

为 1, , pσ σL 的元素，就可以用这个信息选择 p 个稳定子，其格林函数选做方差为 1, , pσ σL 的

高斯函数。这样，解将是不同方差的高斯函数的线性叠加的线性叠加。 
③ 加权范数与正则化 
如果 x 的各个分量属于不同类型，就可以利用加权范数，定义为 

                                  2 T T=Wx x W Wx  (6.137) 

正则化原则在于寻找使泛函 

                          [ ] 22

1

( ( ))
N

i i y
i

H f y f x Pfλ
=

= − +∑W  (6.138) 

最小的 f，式中假设 P 关于变量 y 径向对称，而 y = Wx。这意味着平滑性约束是在原 x 空间

的一个仿射变换空间中给出的。与上式对应的格林函数为 ( ) ( )2 2
wG G=y x 。如果与滑动中

心方案结合起来，则正则化问题的近似解有如下形式： 

                             ( )2

1

( )
n

f c Gα α
α =

= −∑*
wx x t  (6.139) 

如果 W 参数是未知的，则问题为寻找使泛函 Hw[f ]最小的 f 和 W，故寻找最优的 W 对应于在

坐标系中寻找最佳稳定子。 
最简单的情况是 W 为对角阵且

2

( ) e xG x −= 。此时， 

                            ( ) 2 22 2 2 2
1 1 2 2

2 e e e n nx wx w x w
wG −− −= Lx  (6.140) 

这样 W 的对角元 wi等价于多维高斯函数各分量的方差σ 的倒数。 

习题 6 

6.1  人工神经元网络也可用来进行模式识别，它与统计模式识别原理上是否相同？ 
6.2  人工神经元网络用于模式识别所能做的，是否用传统模式识别方法都可以做？ 
6.3  证明如果隐单元的激活函数是线性的，那么三层网络等价于二层网络。 
6.4  利用习题 6.3 的结论解释为什么具有线性隐单元的三层网络不能解决某个非线性可分问

题，如 XOR 问题。 
6.5  考虑具有 d 个输入单元、n 个隐单元、c 个输出单元及偏置的一个标准三层 BP 网络。 

(a)网络中有多少权值？(b)考虑权值对称。证明：如果将每一个权值的符号反向，网络

功能不变。(c)考虑隐单元的对称交换。隐单元上没有标记，因此它们可以相互交换(沿

着对应权值)而使网络功能不受影响。证明该等价标记数——对称交换因子为 n2n，在 n 
等于 10 的情况下估计该因子的值。 

6.6  设计一个 2 层的感知器网络实现 A XOR B。 
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第 7章  支持向量机 

支持向量机(Support Vector Machine, SVM)是在统计学习理论基础上发展起来并借助最

优化方法来解决机器学习问题的新工具，它最初于 20 世纪 90 年代由 Vapnik[1]提出，近年来

在其理论研究和算法实现方面都取得了突破性进展，开始成为克服“维数灾难”和“过学习”

等问题的有效方法。目前，在许多领域都获得了成功的应用，如模式识别、回归分析、综合

评价和经济预测等领域，逐渐成为新的研究热点。 

7.1  最优分类超平面 

以二维空间上的分类问题为例来说明最优超平面的思想[2]。如图7.1所示的二维空间上的

分类问题 1，讨论函数 ( )g x 为线性函数 ( ) ( )g b= ⋅ +x w x 的情况。此时分类问题是要寻找一条

合适的直线划分整个二维平面，即确定法线方向 w 和截距 b。 
能将两类样本点正确分开的直线有很多，如直线 H1，假设它的法线方向为 w，不改变法

线方向，平行地向右上方或左下方推移直线 H1，直到碰到某类训练样本点。这样就得到了两

条极限直线 H2和 H3，称这两条直线之间的距离为与该法线方向相应的“间隔”。如图7.2 所

示，应该选取使“间隔”达到最大的法线方向。对于选定的法线方向 w，有两条极限直线，

选取 b 使得要找的直线为两条极限直线“中间”的那条直线。 

                  
            图 7.1  分类问题 1                                    图 7.2  最大间隔 

用直线方程分别来表示这三条直线，由于表示同一条直线的方程有很多，所以先将直线

方程规范化，即调整 w 和 b，使得两条极端的直线 H2和 H3分别表示为 

                           ( ) 1b⋅ + =w x 和 ( ) 1b⋅ + = −w x  (7.1) 

而中间的分隔直线为 
                                   ( ) 0b⋅ + =w x  (7.2) 

可分超平面必须满足约束条件 (( ) ) 1i iy b⋅ + ≥w x , 1, ,i l= L ，点 x 到超平面的距离是 

                                  
( )i b

d
⋅ +

=
w x

w
 (7.3) 
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最优超平面是由最大化间隔 ρ 给出的。ρ 满足等式约束条件 (( ) ) 1i iy b⋅ + ≥w x , 1, ,i l= L ，间

隔为 

: 1 : 1 : 1 : 1

( ) ( ) 1 2min min min ( ) min ( )
i i i i i i i i

i i
i ix y x y x y x y

b b
b bρ

=− = =− =

⋅ + ⋅ + ⎛ ⎞= + = ⋅ + + ⋅ + =⎜ ⎟
⎝ ⎠

w x w x
w x w x

w w w w
 (7.4) 

故相应的两条极限直线距离——相应的“间隔”为 2 w 。极大化“间隔”的思想导致求解

下列对变量 w 和 b 的最优化问题： 

                                 
,

2( ) max
b

Φ =
w

w
w

 (7.5) 

                    即对于所有使 1iy = − 的下标 i，有 ( ) 1i b⋅ + ≥w x  (7.6) 

                    对于所有使 1iy = − 的下标 i，有 ( ) 1i b⋅ + −≤w x  (7.7) 

或 

                                     2

,

1min
2bw

w  (7.8) 

                            (( ) ) 1i iy b⋅ + ≥w x , 1, ,i l= L  (7.9) 

由式(7.8)和式(7.9)的最优解 w*和 b*，就可以得到要寻找的直线和决策函数
* *( ) sgn(( ) )f x b= ⋅ +w x 。特别地，最优超平面方法不直接求解问题式(7.8)和式(7.9)，而是

通过求解该问题的对偶问题来得到它的解。引入式(7.8)和式(7.9)的对偶式： 

                             
1 1

1min ( )
2

l l

i j i j i j
i j

y y
α

α α
= =

⋅∑∑ x x  (7.10) 

                                 s.t.  
1

0
l

i i
i

yα
=

=∑  (7.11) 

                                 0iα ≥  1, ,i l= L  (7.12) 

得到对偶式(7.10)~式(7.12)的解后，利用最优化理论中原始问题和对偶问题解的关系来

得到原始问题式(7.8)和式(7.9)的解，从而得到决策函数。 

【例 7.1】 表7.1所示为线性可分的数据点。利用最优超平面分类的结果如图7.3所示。 

 
图 7.3  最优可分超平面 

表 7.1  线性可分数据 

x1 x2 y 

1 
3 
1 
3 
2 
3 
4 

1 
3 
3 
1 

2.5 
2.5 
3 

−1 
1 
1 
−1 
1 
−1 
−1 
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图7.3中的虚线表示间隔的轨迹，圆圈包围的点为支持向量。 
上述方法是对二维空间的分类问题 1 导出的，事实上对于一般 n 维空间中类似的分类问

题也适用，但对于图7.4所示的分类问题 2 不适用，对于图7.4所示的问题不能用直线正确地

划分训练集，如果仍然用直线去划分，必然会出现错分点。因此，放宽要求，希望错分的程

度尽可能小，即不要求所有训练点满足约束条件 (( ) )i iy b⋅ +w x ≥1。为此对第 i 个训练点

( , )i iyx 引进松弛变量 0iξ > ，把约束条件放松为 (( ) )i i iy b ξ⋅ + +w x ≥1。显然
1

l

i
i

ξ
=
∑ 描述训练

集被错划的程度，这样现在就有两个目标：仍希望间隔 2 w 尽可能大；同时希望错划程度

1

l

i
i

ξ
=
∑ 尽可能小。引进一个惩罚参数 C，把这两个目标综合起来，即极小化新的目标函数

2

1

1
2

l

i
i

C ξ
=

+ ∑w ，这里 C 作为两个目标的权重，因此得到式(7.13)至式(7.15)的最优化问题： 

                               2

, ,
1

1min
2

l

ib
i

C
ξ

ξ
=

+ ∑w
w  (7.13) 

                     s.t.  (( ) )i i iy b ξ⋅ + +w x ≥1, 1, ,i l= L  (7.14) 

                                 1iξ > , 1, ,i l= L  (7.15) 

 
图 7.4  分类问题 2 

根据该问题的最优解 w*, b*, ξ*来构造决策函数 * *( ) sgn(( ) )f x b= ⋅ +w x 。与前述类似，

引入问题式(7.13)~式(7.15)的对偶问题： 

                        
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.16) 

                                 s.t.  
0

0
l

i i
i

yα
=

=∑  (7.17) 

                               0 i Cα≤ ≤ ,  1, ,i l= L  (7.18) 

得到对偶问题的解后，利用最优化理论中原始问题和对偶问题解的关系来得到原始问题

式(7.13)~式(7.15)的解，最后得到决策函数。 

【例 7.2】 对线性可分问题中的数据加上 2 个数据点得到非线性可分数据点如表7.2所示。 
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表 7.2  非线性可分数据 

x1 x2 y 

1 
3 
1 
3 
2 
3 
4 

1.5 
1 

1 
3 
3 
1 

2.5 
2.5 
3 

1.5 
2 

−1 
1 
1 
−1 
1 
−1 
−1 
1 
−1 

对于非线性可分数据 1C = 时的分类结果如图7.5所示。 
此时支持向量不再如图7.3一样只位于间隔内，超平面的方向和间隔的宽度都有所不同。

当 C→∞时非线性可分问题趋于线性可分超平面，如图7.6所示。 

       

 图 7.5  广义线性可分最优超平面分类结果( 1C = )            图 7.6  510C = 时的广义最优超平面 

当 C→0 时，非线性可分解收敛于间隔最优域，如图7.7所示。此时具有最小的错分率，

但是产生了最大化间隔，因此当 C 减小时，间隔宽度增加。 

 

图 7.7  810C −= 时的广义超平面 
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7.2  支持向量机的理论基础 

支持向量机通过某种事先选择的非线性映射将输

入向量 x 映射到高维特征空间 F，在特征空间 F 中构

造最优分类超平面，如图7.8所示[1]。 
本节介绍支持向量机的三种分类形式及其理论基

础——统计学习理论和最优化理论，其中包括 VC 维

理论、结构风险最小化原则、基于间隔的推广估计以

及凸规划的 Wolfe 对偶及 KKT 条件等理论。 

7.2.1  支持向量机的三种分类形式 

分类问题是根据给定的训练集 { }1 1( , ), , ( , ) ( , )l
l ly y X Y= ∈LT x x ，其中 n

i X R∈ =x , 

{ }1, 1iy Y∈ ∈ − , 1, ,i l= L ，寻找决策函数 

                                ( ) sgn( ( ))f g=x x  (7.19) 

推断任一模式 x 相对应的 y 值。当 ( ) ( )g b= ⋅ +x w x 时为线性函数，由决策函数(7.19)确定分

类准则时，称为线性分类学习问题；当 ( )g x 为非线性函数时，称为非线性分类学习问题。下

面以输入为二维向量的问题为例，分别阐述相应的分类学习问题。 

1．线性可分问题 

对于图7.9所示的问题，很容易用一条直

线把训练集正确地分开(即两类点分别在直

线的两侧，没有错分点)，这类问题就是前述

的线性可分问题。应用最大“间隔”思想，

通过求解最优化问题式(7.8)~式(7.9)的对偶

式(7.10)~式(7.12)，根据对偶问题的解得到

原问题的解，来确定决策函数。 
算法的具体步骤如下。 

【算法 7.1】 线性可分支持向量机 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l ly y X Y= ∈LT x x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)构造并求解最优化问题 

                         
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.20) 

                                  s.t.  
0

0
l

i i
i

yα
=

=∑  (7.21) 

 

 
图 7.8  输入空间映射到特征空间[1] 

 
图 7.9 线性可分问题 
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                                 0iα ≥ ,  1, ,i l= L  (7.22) 

得最优解 * * *
1( , , )lα α α= L 。 

(3)计算 * *

1

l

i i i
i

yα
=

=∑w x ；选择 *α 的一个分量 * 0jα > ，并据此计算 * *

1

( )
l

i i i i
i

b y yα
=

= − ⋅∑ jx x 。 

(4) 构造划分超平面 * *( ) 0b⋅ + =w x ，由此求得决策函数 ( ) sgn(( * ) *)f x b= ⋅ +w x 。 
图7.10为标准超平面的示意图，给出了与每个超平面距离最近的点。 
关于“支持向量机” 
“支持向量机”中的“机器”是一个算法。在机器学

习领域，常把一些算法视为一个机器，称分类算法为分类

机(或分类器)。“支持向量”是指训练集中的某些训练点

的输入 ix ，事实上，最优化问题式(7.22)~式(7.24)的解 *α
的每一个分量 *

iα 都与一个训练点相对应，算法 7.1 所构造

的分类超平面，仅依赖于那些相应于 *
iα 不为零的训练点

( , )i iyx ，而与相应于 *
iα 为零的那些训练点无关。所以人

们特别关心相应于 *
iα 不为零的训练点 ( , )i iyx ，并称这些

训练点的输入 ix 为支持向量。只有支持向量对最终求得的分类超平面的法线方向 *w 有影响，

而与非支持向量无关。故称这种方法为支持向量机。 

2．近似线性可分问题 

对于图7.11所示的问题，用一条直线也能大体

上把训练集正确分开，这类问题称为近似线性可分

问题，这时仍可以考虑使用线性分类学习机。 
应用前述方法，通过求解原始问题式(7.13)~

式(7.15)的对偶问题式(7.16)~式(7.18)来确定决

策函数，具体算法步骤如下： 

【算法 7.2】 近似线性支持向量机 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l ly y X Y= ∈LT x x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)选择适当的惩罚参数 C > 0，构造并求解最优化问题： 

                        
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.23) 

                                 s.t.  
0

0
l

i i
i

yα
=

=∑  (7.24) 

                                 0iα ≥ ,  1, ,i l= L  (7.25) 

得最优解 * * * T
1( , , )lα α α= L 。 

 
图 7.10  标准超平面 

 
图 7.11  近似线性可分问题 
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(3)计算 * *

1

l

i i i
i

yα
=

=∑w x ；选择 *α 的一个分量 *0 j Cα< < ，并据此计算 *

1

l

i i
i

b y y
=

= −∑  

* ( )i iα ⋅ jx x 。 

(4)构造分类超平面 * *( ) 0b⋅ + =w x ，求得决策函数 ( ) sgn(( * ) *)f b= ⋅ +x w x 。 

3．线性不可分问题 

对于图7.12所示的问题，如果用直线分类会产生很大的误差，这类问题称为线性不可分

问题。这时就必须使用非线性分类学习机进行分类。 
对于这类问题，显然不能用超平面去划分，此时可以通过一个映射，把寻找超曲面的问

题转化为寻找超平面的问题。下面以图7.13所示的分类问题来说明。 

                     
         图 7.12  线性不可分问题                                图 7.13  非线性划分 

设训练集为 { }( , ), 1, , 20i iy i= = LT x ，其中 ix 是 ( , )r s 平面上的点： T
1 2( , )i i ix x=x , iy ∈ 

{ }1, 1− 。可以看出，比较合理的划分是 ( , )r s 平面上的一个椭圆 

                                 2 2
1 2 0w r w s b+ + =  (7.26) 

其中 1w , 2w 和 b 都是常数，如图 7.13 所示。 
希望仍然使用线性分类方法，求出这个非线性分类椭画。考虑从 ( , )r s 平面上的点

T
1 2( , )x x=x 到 1 2( , )u u 平面上的点 T

1 2( , )x x=x 的映射
2

2 2
1( ) ( , )x xφ= =x x ：  

                                   
2

1 1
2

2 2

:
x x
x x

φ
=
=

 (7.27) 

它把 ( , )r s 平面上的椭圆 2 2
1 2 0w r w s b+ + = 映射到 1 2( , )u u 平面上的一条直线： 1 1 2 2w u w u+ +  

0b = ，如图7.14所示。 
所以只要用映射式(7.27)把 ( , )r s 平面上的两类

训练点分别映射到 1 2( , )u u 平面上，然后在 1 2( , )u u 平

面上使用线性学习机求出分类直线，最后把分类直线

再映射回平面 ( , )r s ，就得到所寻找的非线性分类椭圆

了。 
由这一简单的例子可以看出，对于线性不可分问

题，引入一个非线性函数Φ将输入空间映射到一个高

维特征空间 

                                 :
( )

nX R H
Φ

φ
⊂ →

=ax x x
 (7.28) 

 
图 7.14  非线性映射 
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然后在特征空间中构造线性分类，此时最优化问题为 

                                2

, ,
1

1min
2

l

ib
i

C
ξ

ξ
=

+ ∑w
w  (7.29) 

                         s.t.  (( ) ) 1i i iy b ξ⋅ + + ≥w x 1, ,i l= L  (7.30) 

                                  0iξ ≥ ,  1, ,i l= L  (7. 31) 

其中 ( )i iΦ=x x 。类似地，引入它的对偶问题： 

                         
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y K
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.32) 

                                  s.t.  
0

0
l

i i
i

yα
=

=∑  (7.33) 

                               0 i Cα≤ ≤ ,  1, ,i l= L  (7.34) 

其中， 

                              ( ) ( ( ) ( ))i j i jK Φ Φ⋅ = ⋅x x x x  (7.35) 

称为核函数，通过求解对偶问题来确定最终的决策函数，这样就得到非线性可分支持向量机

(标准的支持向量机)算法。 
将 2 维输入向量投影到 6 维特征空间，应用非线性 SVC 到线性非可分训练数据，产生分

类图形，如图7.15(C = ∞ )所示。由于是非线性地投影到输入空间，所以间隔不再是等宽的。

和图7.6相反，此时训练数据被正确分类。 

 
图 7.15  映射输入空间到多项式特征空间 

【算法 7.3】 非线性支持向量机-标准支持向量机 
(1)已知训练集 { }1 1( , ), , ( , ) ( , )l

l ly y X Y= ∈LT x x ，其中 n
i X R∈ =x , { }1, 1iy Y i∈ ∈ − = , 

1, , lL 。 
(2)选择核函数 K 和惩罚参数 C，构造并求解最优化问题： 
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1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y K
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.36) 

                                 s.t.  
0

0
l

i i
i

yα
=

=∑  (7.37) 

                              0 i Cα≤ ≤ ,  1, ,i l= L  (7.38) 

得最优解 * * * T
1( , , )lα α α= L 。 

(3)选择 *α 的一个分量 *0 j Cα≤ ≤ ，并据此计算 * *

1

( )
l

j i i i j
i

b y y Kα
=

= − ⋅∑ x x 。 

(4)构造分类超平面 * *( ) 0b⋅ + =w x ，由此求得决策函数 

                         *

1

( ) sgn ( , ) *
l

i i i
i

f y K bα
=

⎛ ⎞⎛ ⎞
= +⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠

∑x x x  (7.39) 

线性可分支持向量机、近似线性可分支持向量机和不可分支持向量分类机之间的关系分

析如下：首先，三者都是将分类问题转化为最优化问题，分别对应三个原始最优化问题和对

偶问题，由对偶问题的解来确定决策函数。 
原始问题式(7.8)~式(7.9)适用于线性可分问题，原始问题式(7.13)~式(7.15)适用于近似

线性可分问题，但比较两个问题会发现，如果对同一个线性可分的训练集，分别求解两个问

题，一般来说可能得到不同的决策函数，但当参数 C→∞时，问题式(7.13)~式(7.15)就退化

为问题式(7.8)~式(7.9)，这时就得到相同的决策函数。从这一意义上说，原始问题式(7.13)~
式(7.15)不仅适用于求解线性不可分问题，也适用于求解线性可分问题。 

对于线性不可分问题，引进从输入空间 Rn 到特征空间 H 的变换，然后在特征空间求解

原始问题式(7.29)~式(7.31)。显然，如果所做的变换是线性变换，则问题式(7.29)~式(7.31)
就退化为问题式(7.13)~式(7.15)，因此问题式(7.29)~式(7.31)适用的范围更广。事实上，在

实际应用中所要处理的分类问题往往比较复杂，一般属于这种线性不可分问题，如果直接在

原输入空间用超平面去划分效果可能不好，将输入空间映射到一个高维特征空间后，就增加

了线性可分的可能性。因此，由问题式(7.29)~式(7.31)的解来确定决策函数，是最常用的也

是人们主要研究的方法，即标准支持向量机。 
支持向量机方法是通过先求解它的对偶问题，然后再根据对偶问题的解来确定决策函数

的。由对偶问题的解得到原始问题的解来确定决策函数，也是支持向量机理论的关键因素。

考查算法 7.3 中决策函数的表达式(7.39)可以发现，在给定训练集后，它仅依赖于 *α 和由

式(7.35)定义的核函数。注意到问题式(7.36)~式(7.38)的解也是由核函数确定的，因此在给

定训练点后，决策函数式(7.39)仅仅依赖于核函数。即只要选定了核函数，就可以利用它求

得决策函数式(7.39)。而从核函数的定义看，核函数是由所做的映射决定的，一般来讲需要

知道具体的映射，然后由内积计算核函数。但由后面的讨论将会看到，由于核函数具有很好

的性质，所以不需要知道具体映射可以直接选取核函数。这样，选择不同的核函数，就意味

着选取了不同的映射，可以通过选择适当的核函数，使算法达到更好的效果[3-5]，这也是支持

向量机的重要优点。显然，如果直接求解原始问题是不能做到这一点的。另一方面，由于映



模 式 识 别   158 

射之后的希尔伯特空间往往维数较高，有时甚至是无穷维的，这使得原问题的求解比较困难，

而对偶问题的约束条件相对比较简单，而且问题的维数只和训练点的个数有关，和空间的维

数无关，因此求解对偶问题相对比较容易一些。 

4．核函数的性质 

核函数是在输入空间而不是在高维空间进行操作的，内积不需要在特征空间进行计算，

因此解决了维数灾难问题。然而计算仍然和训练模式数量有关，提供高维空间较好的数据分

布将需要很大的训练集合。核函数理论是基于再生核希尔伯特空间 (Reproducing Kernel 
Hilbert Spaces, RKHS)理论建立的。特征空间的内积在输入空间有等价核 ( , )K ′ =x x  
( ( ) ( ))Φ Φ ′⋅x x ，提供了一定的条件支持，如果 K 是对称正定函数，它满足 Mercer 条件 

                         ( , ) ( ) ( ),       0m m m m
m

K a aφ φ
∞

′ ′=∑ ≥x x x x  (7.40) 

                        2( , ) ( ) ( )d d 0,         K g g g L′ ′ ′ > ∈∫∫ x x x x x x  (7.41) 

因而核表示了特征空间合理的内积，给出了满足 Mercer 条件的有效函数。 
要计算核函数，并不需要知道具体的映射Φ，然后由内积构造出核函数；而只需直接选

取核函数即可。下面举例说明。 

考虑把二维空间 T
1 2( , )x x=x 映射到 6 维空间 T

1 2 3 4 5 6( , , , , , )x x x x x x=x 的变换Φ： 

                        2 2 T
1 2 1 2 1 2( ) (1, 2 , 2 , 2 , , )x x x x x xΦ =x  (7.42) 

对于训练集中的任意点 ix 和 jx ，映射之后为 

                       2 2 T
1 2 1 2 1 2( ) (1, 2 , 2 , 2 , , )i i i i i i ix x x x x xΦ =x  (7.43) 

                      2 2 T
1 2 1 2 1 2( ) (1, 2 , 2 , 2 , , )j j j j j j jx x x x x xΦ =x  (7. 44) 

此时， 

                 2 2 2 2
1 1 2 2 1 2 1 2 1 1 2 2( , ) 1 2 2 2i j i j i j i i j j i j i jx x x x x x x x x x x xΦ = + + + + +x x  (7.45) 

引入函数 

                              2( , ) (( ) 1)i j i jK ≡ ⋅ +x x x x  (7.46) 

                  
2 2

1 1 2 2

2 2 2 2
1 1 2 2 1 1 2 2 1 1 2 2

( , ) (( ) 1) ( 1)

1 2 2 2
i j i j i j i j

i j i j i j i j i j i j

K x x x x

x x x x x x x x x x x x

= ⋅ + = + +

= + + + + +

x x x x
 (7.47) 

比较式(7.45)和式(7.47)，有 

                           2( ( ) ( )) ( , ) (( ) 1)i j i j i jKΦ Φ⋅ = ≡ ⋅ +x x x x x x  (7.48) 

这一等式说明，6 维空间中的内积 ( ( ) ( ))i jΦ Φ⋅x x ，可以通过计算核函数 ( , )i jK x x 在 2 维空

间中的内积 ( , )i jx x 得到。 
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计算核函数 ( , )K ′x x ，不需要知道具体的映射，许多常见的函数都可以作为核函数。但

要求核函数是正定核[6]，即 

【定义 7.1】 正定核：设 X 是 Rn中的一个子集。称定义在 X×X 上的函数 ( , )K ′x x 是正定

核，如果存在着从 X 到某一个特征空间 H 的映射， 

                                 :
( )

nX R H
Φ

φ
⊂ →

=ax x x
 (7.49) 

使 

                              ( , ) ( ( ) ( ))K Φ Φ′ ′= ⋅x x x x  (7.50)  

其中 ( )⋅ 表示 H 中的内积。 
但实际上定义 7.1 的条件很难判断，因此可以用下面的等价定义： 

【定义7.2】 正定核的等价定义：设X是Rn的子集，称定义在X × X上的对称函数 ( , )K ′x x
为一个正定核，如果对任意的 1, , l X∈Lx x , ( , )K ⋅ ⋅ 相对于 1, , lLx x 的 Gram 矩阵都是半正定

的。 ( , )K ⋅ ⋅ 相对于 1, , lLx x 的 Gram 矩阵是指第 i 行第 j 列元素为 ( , )ij i jK K= x x 的 l × l 阶矩阵。 

常用的核函数如下[14]。 
(1)多项式核函数 
对于非线性模型多项式映射是最普遍的方法，其表达式为 

                                  ( , ) ( )dK ′ ′= ⋅x x x x  (7.51) 

                                ( , ) (( ) 1)dK ′ ′= ⋅ +x x x x  (7.52) 

通常式(7.52)可以避免黑塞行列式变为 0 的问题。 
(2)高斯径向基核函数 
径向基函数得到了人们的普遍关注，应用最广泛的是高斯径向基函数： 

                                  
2

2
|| ||

2( , ) eK σ
′−

−
′ =

x x

x x  (7.53) 

(3)指数径向基函数 
指数径向基函数是另一类径向基函数： 

                                  2
|| ||

2( , ) eK σ
′−

−
′ =

x x

x x  (7.54) 

当函数不连续时，指数径向基函数对于分段线性解是非常有效的。 
(4)样条核函数 
由于样条核函数具有很大的灵活性，所以人们常常使用样条核函数进行建模，在 ts点具

有 N 个节点的有限 k 阶样条核函数 

                       
0 1

( , ) ( ) ( )
k N

r r k k
s s

r s

K + +
= =

′ ′ ′= + − −∑ ∑x x x x x t x t  (7.55) 

在区间[0, 1]上的无穷样条核函数定义为 
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1

0 0

( , ) ( ) ( ) d
k

r r k k
s s

r

K + +
=

′ ′ ′= + − −∑ ∫x x x x x t x t t  (7.56) 

在 1k = 的情况下 1( )S∞ ，核函数为 

                 31 1( , ) 1 ( , ) ( , )min( , ) min( , )
2 6

K ′ ′ ′ ′ ′= + + −x x x x x x x x x x  (7.57) 

其解为分段立方函数。 
(5) B-样条核函数 
B-样条核函数是另一种广泛使用的样条核函数，在区间[− 1, 1]上定义 B-样条核函数 

                               2 1( , ) ( , )pK B +′ ′=x x x x  (7.58) 

其中 2 1pB + 是 2 1p + 阶 B-样条函数。 

(6)多层感知器核函数(Sigmoid 核) 
具有一个隐层的多层感知器也是一种有效的核函数： 

                             ( , ) tanh( ( , ) )K κ υ′ ′= +x x x x  (7.59) 

其中 0κ > , 0υ < ，支持向量 SV 和第一层对应，拉格朗日乘子对应权值。 
(7)傅里叶序列 
傅里叶序列可以视为 2 1N + 特征空间的扩展，其核函数定义在区间[ π/2, π/2]− ， 

                            

1sin ( )
2( , )

1sin ( )
2

N
K

⎛ ⎞ ′+ −⎜ ⎟
⎝ ⎠′ =
⎛ ⎞′−⎜ ⎟
⎝ ⎠

x x
x x

x x
 (7.60) 

但是这种核函数的适应性很差。 
(8)加法核函数 
更复杂的核函数可以通过核函数求和完成，因为两个正定函数的和也是正定的： 

                               ( , ) ( , )i
i

K K′ ′=∑x x x x  (7.61) 

(9)张量积 
多维核函数可以通过核函数的张量积获得： 

                               ( , ) ( , )i i i
i

K K′ ′=∏x x x x  (7.62) 

式(7.62)在构造多维样条核函数时特别有用，它可以通过一维核函数的乘积获得。 
在支持向量机方法中，选择适当的核函数是一个重要的因素。除了这里介绍的几种常用

的核函数外，还可以根据具体问题构造相应的核函数[7-10]。此外，还可以从数据中学习，构

造核函数[11, 12]。 

7.2.2  统计学习理论 

前面从基于最大“间隔”思想推导出标准支持向量机方法。支持向量机方法之所以能够得

到广泛的应用，是由于其深刻的理论基础——统计学习理论。本节简要介绍统计学习理论[13]。 
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建模的目的是为了在假设空间选择一个模型，选择的模型最接近目标空间的函数，如

图7.16所示。选择模型时引起错误的原因有两点[14]： 
(1)近似错误(Approximation Error)：是由假设空

间小于目标空间造成的，因此函数可能位于假设空间之

外。较差的模型空间选择将导致很大的近似误差，而且

模型将被误匹配。 
(2)估计错误(Estimation Error)：在假设空间的学习

过程中选择的模型不是最优而导致的误差。 
这些错误就是通常所说的误差。 
根据训练集求出决策函数 ( )f x 是分类问题，决策

函数也称为假设。在求得一个假设 ( )f x 后，对于新的

输入 x，按 ( )y f= x 推断 x 相应的输出 y，称为推广。

对于给定的一个假设 ( )f x ，用推广能力描述其“推广”

的优劣程度。 

【定义 7.3】 损失函数：设 nX R⊂ , { }1,1y = − 。引进 3 元组 ( , , ( ))y f X Y Y∈ × ×x x ，

其中 x 是模式，y 是观察值， ( )f x 是假设值(或称预测值)。若映射 : (0, )c X Y Y× × → ∞ 对任

意的 X∈x , y Y∈ ，都有 ( , , ) 0c y y =x ，则称 c 是一个损失函数。 
损失函数 ( , , )c y yx 是当 ( )f y=x 时 ( , , ( )) 0c y f =x x 的函数。其含义是，当预测准确无误

时，损失值为零(无损失发生)。实际上人们常常要求当预测有误差时，或者至少当误差达到

一定程度时，其损失值不为零。 

【定义7.4】 期望风险：设 ( , )P yx 为 X Y× 上的概率分布，c 为给定的损失函数， ( )f x
是一个假设(决策函数)， 

                            { }: ( ) 1,1nf X X R y⊂ → = −  (7.63) 

( )f x 的期望风险是指损失函数关于概率分布 ( , )P yx 的积分： 

                  [ ]( ) ( , , ( )) ( , , ( ))d ( , )
X Y

R f E c y f c y f P y
×

≡ = ∫x x x x x  (7.64) 

从期望风险的定义中可以看出，决策函数 ( )f x 的期望风险依赖于概率分布和损失函数，

概率分布 ( , )P ⋅ ⋅ 是客观存在的，而损失函数 ( , , )c ⋅ ⋅ ⋅ 是根据具体问题选定的。 
分类问题就是要根据给定的损失函数，寻找使其期望风险最小的决策函数。 

1．经验风险最小化 

因为仅已知训练集 T，所以只能计算出 ( )f x 在这些样本点上的偏差，这就导致了“经验

风险”的概念和经验风险最小化归纳原则[15]。在一定的条件下，可以用评价训练集上的经验

风险大小的方法来评价 ( )f x 。 

【定义 7.5】  经验风险：给定训练集 { }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x ，其中 i ∈x nX R= , 

{ }1, 1iy Y∈ ∈ − , 1, ,i l= L ；且给定损失函数 c。 ( )f x 对于它们的经验风险是指 

 

图 7.16  建模误差 
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                            emp
1

1( ) ( , , ( ))
l

i i i
i

R f c y f
l =

= ∑ x x  (7.65) 

【定义 7.6】 经验风险最小化归纳原则：设任意给定训练集 T，并适当选定由假设构成

的集合 { }{ }: ( ) 1,1nF f X X R Y⊂ ⊂ → = − 。经验风险最小化归纳原则就是在 F 中选择使其经

验风险 emp ( )R f 最小的假设 f。 

经验风险最小化原则强调使经验风险 emp ( )R f 达到最小。但是如果只考虑选择 f 使得

emp ( )R f 达到最小而忽视对 F 的选择是不可行的。若选择 F 为包含所有的 :f X Y→ 的假设集

{ }:F f X Y= → ，则假设 

                            
, , 1, ,

( )
1,

i iy i m
f

= =⎧
= ⎨
⎩

L
其他

x x
x  (7.66) 

也在 F 中。显然，这个假设的经验风险满足 

                                    emp ( ) 0R f =  (7.67) 

这导致最终可能选择由式(7.66)定义的假设 f，因为它是 F 中使经验风险最小的假设。然而把

这个 f 作为决策函数是不妥当的。如果使用经验风险最小化原则，应该适当缩小假设集 F，
至少它不应该包含类似式(7.66)的假设，总之要对 F 进行限制。 

2．VC 维 

在学习算法中需要选择适当的假设集 F。实际上，

这里的关键因素是假设集 F 的大小，或 F 的丰富程度，

或者说 F 的“表达能力”。由 Vapnik 和 Chervonenkis 提
出的 VC 维[6, 16]是对这种“表达能力”的一种描述。F
的 VC 维概念是建立在点集被 F“打散”的基础上的。

图 7.17(a)说明了在平面中线性指示函数集能打散三个

点，因此其 VC 维等于 3；图7.17(b)说明不能打散四个

点的情况，因为不能用直线将向量 2x , 4x 与向量 1x , 3x 分

开[1]。 

【定义 7.7】 ( , )mN F N ：设 F 是一个假设集，即由在 nX R⊂ 上取值为 − 1 或 1 的若干

函数组的集合。记 { }1, ,m mZ = Lx x 为 X 中的 m 个点组成的集合。考虑当 f 取遍 F 中所有可

能的假设时产生的 m 维向量 1( ( ), , ( ))mf fLx x 。定义 ( , )mN F Z 为上述 m 维向量中不同的向

量个数。 

【定义 7.8】 Zm被 F 打散：设 F 是一个假设集， { }1, ,m mZ = Lx x 为 X 中 m 个点组成的

集合。如果 N(F, Zm) = 2m，则称 Zm被 F 打散，或 F 打散 Zm。 

【例 7.3】 设 X 为二维空间 X = {x1, x2}，令 F 是 X 上的线性指示函数的集合，即 

                           2 2 1 1 0{ ( , ) sgn( )}F f x xα α α α= = + +x  (7.68) 

令 3 1 2 3( , , )Z X= ⊂x x x ，且 x1, x2, x3不共线。现在说明 Z3被 F 打散。对 x1, x2, x3分别标

 
图 7.17  VC 维的举例说明 
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上“+”标号或“o”标号，共有 23 = 8 种标号方式。对每一种标号方式，都存在 f F∈ ，使

得“+”标号和“o”标号被 f = 0 分开，如图7.18所示。图中“+”表示“+”标号的点，“o”
表示“o”标号的点。这表明 N(F, Z3) = 23，即 Z3被 F 打散。  

 
图 7.18  Z3被 F 打散 

【定义 7.9】 增长函数：增长函数 N(F, m)定义为 

                           ( , ) max{ ( , ) : }mN F m N F m Z X= ⊂  (7.69) 

其中 { }1, ,m mZ = Lx x 是 X 中 m 个点组成的集合，max{·}是对这些点跑遍 X 而言的。 
假设集 F 能打散点的个数越多，表明 F 的“表达能力”越强。F 的 VC 维就是使 N 

( , ) 2m
mF Z = 成立的最大 m 值。 

【定义 7.10】 VC 维：设假设集 F 是一个由 X 上取值为 1 或−1 的函数值组成的集合。

定义 F 的 VC 维为 

                           dim ( ) max{ : ( , ) 2 }mVC F m N F m= =  (7.70) 

当{ }: ( , ) 2m
mm N F Z = 是一个无限集合时，定义 dim ( )VC F = ∞。 

由定义 7.10 可见 F 的 VC 维就是它能打散 X 中点的最大个数。换句话说，若存在 m 个

点组成的集合 Zm能被 F 打散，且任意 m + 1 个点的集合 Zm + 1不能被 F 打散，则 F 的 VC 维

就是 m；若任给正整数 m，都存在 m 个点组成的集合 Zm能被 F 打散，则 F 的 VC 维就是∞，
例如函数集合 

                          { ( , ) sgn(sin( )),    }F f x x Rα α α= = ∈  (7.71) 

3．结构风险最小化原则 

根据 VC 维的理论，得到期望风险在概率意义下的一个上界，如定理 7.1[15]所述。 

【定理 7.1】 记 h 为 F 的 VC 维。若 

                                       l h>  (7.72) 

                                2 4 1ln 1 ln
4

lh
h δ

⎛ ⎞+ +⎜ ⎟
⎝ ⎠

≥  (7.73) 

则对于任意的概率分布 P(x, y)和任意的 (0,  1)δ ∈ ，F 中的任意假设 f 都可使得下列不等式至

少以1 δ− 的概率成立： 
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                       emp
8 2 4( ) ( ) (ln 1 lnlR f R f h
l h δ
⎛ ⎞+ + +⎜ ⎟
⎝ ⎠

≤  (7.74) 

特别地，当 emp ( ) 0R f = 时，有 

                            8 2 4( ) (ln 1 lnlR f h
l h δ
⎛ ⎞+ +⎜ ⎟
⎝ ⎠

≤  (7.75) 

定理 7.1 是一个定量的估计，但实际计算出的式(7.74)的右端值往往较大，常常没有多

少实用价值。因此这个定理的意义主要是在定性分析上的应用：称式(7.74)中右端的第二项 

8 2 4(ln 1 lnlh
l h δ
⎛ ⎞+ +⎜ ⎟
⎝ ⎠

为置信区间，而此式右端的两项之和称为结构风险，它是期望风险 R( f ) 

的一个上界。由式(7.74)看出，这个上界是经验风险和置信区间的和。经验风险依赖于 f 的 
选择，而置信区间则是 f 的 VC 维 h 的增函数。当集合 F 比较大时，可以选到适当的 f，使 
得 emp ( )R f 比较小。而此时由于 F 的 VC 维比较大，也会使置信区间比较大。反之，当缩小

集合 F 时，F 的 VC 维会降低，置信区间变小，而 emp ( )R f 有可能增大。所以两者有互相矛盾

的倾向。为了选出兼顾二者的假设，引入结构风险最小化原则[15]。 

【定义 7.11】 结构风险最小化原则：结构风险最小化原则是寻找一个假设 f，使得式

(7.74)右端所示的结构风险达到最小值。例如，适当选择一系列嵌套的假设集 

                                1 1n n nF F F− +⊂ ⊂L L  (7.76) 

在每个 Fn中找出使经验风险最小的假设 fn，得到一系列假设 

                                 1 1, , ,n n nf f f− +L L  (7.77) 

考查与 fn相应的结构风险随 n 的变化情况，可以发现： 
(1)置信区间随着 n 的增加而增大，因为 Fn的 VC 维是递增的： 

             1 1n n nh h h− +≤ ≤ ≤L L             (7.78) 

(2)经验风险随着 n 的增加而减小： 

        emp 1 emp emp 1( ) ( ) ( )n n nR f R f R f− +≥ ≥ L      (7.79) 

因为 Fn 是嵌套的，结构风险最小化原则就是要选择

适当的 n*，使置信区间与经验风险之和达到最小，由此

得到相应的假设 fn。 
图 7.19 示意性地描述了结构风险最小化原则。其中

1 1n n nS S S− +⊂ ⊂  

4．基于间隔的推广估计 

定理7.1导出了控制期望风险的结构风险表达式(7.74)的右端。其中置信区间与假设集 F
的 VC 维有关。而当 VC 维很大甚至是无穷时，定理 7.1 就会失去意义。因为用 VC 维来描述

假设集的丰富程度和表达能力，而 VC 维强烈地依赖于空间的维数。为了在维数很高的空间

中可行，引入间隔的概念[6]估计学习算法的推广能力。 

 
图 7.19  结构风险最小化原则 
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【定义 7.12】 间隔和几何间隔：设 G 是由在 X 上取实值的若干函数组成的集合。样本

点 ( , )i iyx 关于 g G∈ 的间隔定义为 

                                     ( )i i iy gγ = x  (7.80) 

训练集 { }1 1( , ), , ( , )l lT y y= Lx x 关于 g 的间隔定义为 

                              ( ) min{ , 1, , }T ig i lγ γ= =% L  (7.81) 

当 { }( ) ( )G g b= = +x w x⋅ 时，样本点 ( , )i iyx 关于 g G∈ 的几何间隔定义为 

                           
( ) ( )i i i i

i
y g y b

γ
< ⋅ > +

= =
x w x

w w
 (7.82) 

训练集 { }1 1( , ), , ( , )l lT y y= Lx x 关于 g 的几何间隔定义为 

                      
( )1( ) ( ) min i i

T T i

y b
g gγ γ

< ⋅ > +
= =% w x

w w
 (7.83) 

注意到当 0iγ > 时，说明用函数 g 进行分类时样本点 ( , )i iyx 被正确分类。当 g 为线性函

数 ( )g b= +x w x⋅ 且 ( ) 0T gγ > 时， ( )T gγ 就是 1, , lLx x 到直线 g = 0 的距离最小值，这也是

称 ( )T gγ 为几何间隔的原因。 

根据几何间隔的定义，前面提到规范划分直线的几何间隔即为
2
w

，因此对于规范的划

分直线，它的几何间隔大小可以用 w 来衡量。定理7.2[17]就给出了基于间隔的推广能力估计，

这一定理为标准的支持向量机提供了理论基础。 

【定理 7.2】 设概率分布 P 确定的在 X 上的分布 Px满足 

                                  { : } 1xP ζ =≤x x  (7.84) 

若考虑线性决策函数 ( )sgnf b= +w x⋅ ，则对任给 (0,1)δ ∈ ，相对于 0−1 损失函数，

期望风险 R( f )至少以1 δ− 的概率满足 

                    eff
eff

2 8 (16 lb )( ) l b lb(32 ) lb
8

el lR f d l
l d

⎛ ⎞⎡ ⎤⎛ ⎞ +⎛ ⎞+⎜ ⎟⎢ ⎥⎜ ⎟ ⎜ ⎟⎜ ⎟⎝ ⎠⎢ ⎥⎝ ⎠⎣ ⎦⎝ ⎠
≤  (7.85) 

其中 

              2 2
eff

( , )

65 2 ( 1) 3  (max{0,1 ( )})
i i

i i
y T

d y bζ
∈

⎡ ⎤
⎢ ⎥= + + − +
⎢ ⎥⎣ ⎦

∑
x

w w x⋅  (7.86) 

这里 deff必须满足 deff ≤2l。 
这个定理给出了期望风险 R( f )至少以1 δ− 概率成立的一个上界，即式(7.87)的右端。显

然这个上界是 deff的单调增函数，因此在选择决策函数 ( )sgnf b= +w x⋅ 时，应使 deff尽可

能小。求解原始问题式(7.29)~式(7.31)就是寻找使 deff达到最小的(w, b)。为此考虑原始问题

式(7.29)~式(7.31)的一个变形： 
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                                2 2

, ,
1

1min
2

l

ib
i

C
ξ

ξ
=

+ ∑w
w  (7.87) 

                      s.t.         ( ) 1 ,         1, ,i i iy b i lξ+ − =≥ Lw x⋅  (7.88) 

                                0,           1, ,i i lξ =≥ L  (7.89) 

其中 C > 0 是一个惩罚参数。这个问题虽然与原始问题不完全一致，但其本质是相同的，只

不过对应了不同的损失函数。因此只需考查问题式(7.87)~式(7.89)和 deff 的关系。事实上，

式(7.86)给出的 deff 由两项组成。它们分别对应目标函数(7.87)中的第一项和第二项中的

2

1

l

i
i

ξ
=
∑ 。目标函数中的参数 C 则是调节以上两个因素

2w 和 2

1

l

i
i

ξ
=
∑ 的因子。容易看出，这里

的 2

1

l

i
i

ξ
=
∑ 体现了经验风险，而

2w 则体现了表达能力。所以因子 C 实质上是对经验风险和表

达能力如何匹配的一个裁决。 

7.2.3  优化理论 

支持向量机涉及两个凸规划问题——原始问题和对偶问题，而且由两个问题解之间的关

系建立算法。因此优化理论也是支持向量机的重要理论基础。在这一部分给出关于凸规划问

题的优化理论如凸规划问题解的充分必要条件及其对偶理论[18-20]。 

1．KKT 条件 

考虑凸约束问题： 

                                min ( ),    nf R∈x x  (7.90) 

                            s.t.        ( ) 0,       1, ,ic i p=≤ Lx  (7.91) 

                            ( ) 0,       1, ,ic i p p q= = + +Lx  (7.92) 

其中目标函数 f (x)和约束函数 ci(x), 1, ,i p= L 都是凸函数，而 ci(x), 1, ,i p p q= + +L 都是

线性函数。 

【定理 7.3】 (凸约束问题的解) 考虑凸约束问题式(7.90)~式(7.92)。设 D 是问题的可行

域 

            { | ( ) 0,   1, , ;   ( ) 0,   1, , ;   }n
i iD c i p c i p p q R= = = = + + ∈≤ L Lx x x x  (7.93) 

则 
(1)若问题有局部解 x*，则 x*是问题的整体解。 
(2)问题的整体解组成的集合是凸集。 
(3)若问题有局部解 x*，f(x)是 D 上的严格凸函数，则 x*是问题的唯一整体解。 

【定义 7.13】 约束规格。考虑一般约束问题式(7.92)~式(7.94)的可行域  

           { | ( ) 0,   1, ,  ;   ( ) 0,   1, ,  ;   }n
i iD c i p c i p p q R= = = = + + ∈≤ L Lx x x x  (7.94) 
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其中 p 个约束函数 1( ), , ( )pc cLx x 是可微函数。引进下列两种对约束的限制性条件(约束规格)： 

(1)线性条件：p 个约束函数 1( ), , ( )pc cLx x 都是线性函数。 

(2)梯度线性无关条件：梯度向量集 

                                  { ( ) | }ic i A∇ ∈x  (7.95) 

线性无关。其中 A为 x 处的有效集。 

【定理 7.4】  (凸约束问题解的必要条件)考虑凸约束问题式(7.90)~式(7.92)，其中

: nf R R→ 和 ( ): 1, ,n
ic R R i p→ = L ，都是可微凸函数，且定义 7.13 中的某一个约束规格成

立，若 x 是该问题的解，则存在着 1 1( , , ) ,   ( , , )p q
p p p qR Rα α α β β β+ += ∈ = ∈L L ，使得 KKT

条件成立，即 

                  
1 1

( , , ) ( ) ( ) ( ) 0
p p q

x i i i i
i i p

L f c cα β α β
+

= = +

∇ = ∇ + ∇ + ∇ =∑ ∑x x x x  (7.96) 

                              ( ) 0,       1, ,ic i p=≤ Lx  (7.97) 

                           ( ) 0,       1, ,ic i p p q= = + +Lx  (7.98) 

                               0,       1, ,i i pα =≥ L  (7.99) 

                              ( ) 0,       1, ,i ic i pα = = Lx  (7.100) 

【定理 7.5】  (凸约束问题解的充分条件)考虑凸约束问题式(7.90)~式(7.92)，其中

: nf R R→ 和 : ( 1, , )n
ic R R i p→ = L ，都是可微凸函数，若 nR∈x 满足 KKT 条件，即存在着

1 1( , , ) , , , )p q
p p p qR Rα α α β β β+ += ∈ = ∈L L ，使得(7.96)~式(7.100)都成立，则 x 是问题式

(7.90)~式(7.92)的解。 

3．Wolfe 对偶 

【定义 7.14】 Wolfe 对偶问题 

                                 
, ,

max ( , , )
x
L

α β
α βx  (7.101) 

                              s.t.    ( , , ) 0x L α β∇ =x  (7.102) 

                                     α ≥0 (7.103) 

为凸最优化问题式(7.90)~式(7.92)的 Wolfe 对偶。其中 ( , )L αx 为拉格朗日函数，即 

                       
1 1

( , ) ( ) ( ) ( )
p p q

i i i i
i i p

L f c cα α β
+

= = +

= + +∑ ∑x x x x  (7.104) 

【定理 7.6】 (凸约束问题的强对偶定理)考虑凸约束问题式(7.90)~式(7.92)，其中

: nf R R→ 和 : ( 1, , )n
ic R R i p→ = L 都是可微凸函数，ci(x), 1, ,i p p q= + +L 是线性函数，

且定义 7.13 中的某一个约束规格成立。则 
(1)若原始问题式(7.90)~式(7.92)有解，则它的对偶问题也有解。 
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(2)若原始问题式(7.90)~式(7.92)和对偶问题分别有可行解 x 和 ( , )α β ，则这两个可行 
解分别为原始问题和对偶问题的最优解的充要条件是，它们相应的原始问题和对偶问题的目

标函数值相等。 

【定理 7.7】 (凸约束问题的 Wolfe 对偶定理) 考虑凸约束问题式(7.90)~式(7.92)，其

中 : nf R R→ 和 : ( 1, , )n
ic R R i p→ = L ，都是可微凸函数，ci(x), 1, ,i p p q= + +L 是线性函

数，且定义 7.13 中的某一个约束规格成立。则  
(1)若原始问题式(7.90)~式(7.92)有解，则它的 Wolfe 对偶问题也有解。 
(2)若原始问题式(7.90)~式(7.92)和 Wolfe 对偶问题分别有可行解 x 和 ( , )α β ，则这两 

个可行解分别为原始问题和对偶问题最优解的充要条件是，它们相应的原始问题和对偶问题

的目标函数值相等。 

7.3  常用的几种支持向量机 

7.3.1  C-支持向量分类机 

考虑分类问题。设给定训练集 

                           { }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x  (7.105) 

其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 1, ,i l= L ；分类问题是要寻找函数 g(x)，以便用决策函数 

                                  ( ) sgn( ( ))f g=x x  (7.106) 

来推断任一模式 x 相对应的 y 值。C-支持向量机是支持向量机理论中最基本的方法，为了叙

述方便，将算法重写如下： 

【算法 7.4】 (C-SVC)  
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l lT y y X Y= ∈Lx x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)选择核函数 K(x, ′x )和惩罚参数 C，构造并求解最优化问题 

                        
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y K
α

α α α
= = =

⋅ −∑∑ ∑x x  (7.107) 

                                   s.t.  
0

0
l

i i
i

yα
=

=∑  (7.108) 

                               0 ,         1, ,i C i lα =≤ ≤ L  (7.109) 
得最优解 * * T

1* ( , , )lα α α= L 。 

(3)选择 *α 的一个分量 *0 j Cα< < ，并据此计算 *

1

* ( , )
l

j i i i j
i

b y y Kα
=

= −∑ x x 。 

(4)求得决策函数 

                           *

1

( ) sgn ( , ) *
l

i i i
i

f y K bα
=

⎛ ⎞
= +⎜ ⎟

⎝ ⎠
∑x x x  (7.110) 
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C-SVC 算法建立在统计学习理论的基础上，由前面的讨论可知，基于统计学习理论的定

理 7.2，分类问题的决策函数 

( )( ) sgnf b= +x w x⋅  

中参数 w 和 b 是由如下优化问题的解来确定的： 

                                  2

, ,
1

1min
2

l

ib
i

C
ξ

ξ
=

+ ∑w
w  (7.111) 

                         s.t.  ( ) 1,   1, ,i i iy b i lξ+ + =≥ Lw x⋅  (7.112) 

                                    0,  1, ,i i lξ =≥ L  (7.113) 

其中，C > 0。但算法 7.4 并不直接求解这一问题，而是求解它的对偶问题式(7.107)~式(7.109)，
然后构造决策函数，因此需要由相应的理论来保证算法的合理性。目前关于这方面的论述

都是建立在 Wolfe 对偶定理的基础之上的。下面分别详细讨论算法在求解 w 和 b 时的理论

依据。 

1．求解 w 

首先，根据 Wolfe 对偶问题的定义 7.14，推导问题式(7.111)~式(7.113)的 Wolfe 对偶问

题。问题式(7.111)~式(7.113)的拉格朗日函数为 

           2

1 1 1

1( , , , , ) ( ( 1 )
2

l l l

i i i i i i i
i i i

L b r C y b rξ α ξ α ξ ξ
= = =

= + − + − + −∑ ∑ ∑w w w x⋅  (7.114) 

其中 iα 和 ri为拉格朗日乘子，满足 0iα ≥ 和 0ir≥ , i = 1,L , l。根据 Wolfe 对偶定义 7.14，对 L
关于 w, b, ξ求极小，即 

                               ( , , , , ) 0wL b rξ α∇ =w  (7.115) 

                               ( , , , , ) 0bL b rξ α∇ =w  (7.116) 

                               ( , , , , ) 0L b rξ ξ α∇ =w  (7.117) 

得到 

                                   
1

0
l

i i
i

yα
=

=∑  (7.118) 

                                  
1

l

i i i
i

yα
=

=∑w x  (7.119) 

                                  0i iC rα− − =  (7.120) 

然后将上述极值条件代入拉格朗日函数，对α 求极大，得到对偶问题 

                         
1 1 1

1min ( )
2

l l l

i j i j i j j
i j j

y y K
α

α α α
= = =

− ⋅ +∑∑ ∑x x  (7.121) 
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                                 s.t.  
0

0
l

i i
i

yα
=

=∑  (7.122) 

                              0 ,        1, ,i C i lα =≤ ≤ L  (7.123) 

上述问题等价于问题式(7.107)~式(7.109)。 
根据前面的推导及 Wolfe 对偶定理 7.7，容易得到下面的结论： 

【定理 7.8】 设( * * *,  , b ξw )是原始问题式(7.111)~式(7.113)的解，则对偶问题式(7.107)~
式(7.109)必有解 * * * T

1( , , )lα α α= L ，使得 

                                  *

1

*
l

i i i
i

yα
=

=∑w x  (7.124) 

根据这一定理，得到对偶问题的解 *α 后，由式(7.124)得到原问题关于 w 的解 *w ，进一步决

策函数为 

* * * *

1

( ) sgn( ) ( , )
l

i i i
i

f b y K bα
=

= + = +∑x w x x x⋅  

注意到对偶问题式(7.107)~式(7.109)是凸规划问题，不是严格凸规划，那么其解可能不

唯一，因此仅由定理 7.8 并不能保证求得对偶问题的任一解 1{ , , }lα α α= L 之后，直接由式

1

l

i i i
i

yα
=

=∑w x 得到的w 就是原始问题的解，所以上述定理不能作为建立算法的基础，现有的

逻辑系统是从原始问题出发，得到原始问题和对偶问题的解关系。这是现有的逻辑系统存在

的缺陷。要保证算法的合理性，需要从对偶问题出发讨论如何得到原始问题的解。 

2．求解 b 

求解 b 时，也存在同样的问题。由前面的推导可知， *α , 1, ,i l= L 分别为约束条件 

( ) 1,    1, ,i i iy b i lξ+ + =≥ Lw x⋅  

所对应的拉格朗日乘子，由原始问题的 KKT 条件可知，如果 ( , )bw 是解，则存在对偶问题的

解 * * * T
1( , , )lα α α= L  

                        ( )( )1 0,    1, ,i i i iy b i lα ξ+ + − = = Lw x⋅  (7.125) 

因此，若存在 *α 的分量 * 0jα > ，则相应地 

                              ( ) 1 0j j iy b ξ+ + − =w x⋅  (7.126) 

进一步，由式(7.109)得，若存在 *α 的分量 *
j Cα < ，则 

                                       0jξ =  (7.127) 

由式(7.126)和(7.127)可得，若存在对偶问题的解 *α 的分量 *
jα 满足 *0 j Cα< < ，则计算 *b 的

公式为 
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                        * *

1

* ( , )
l

j i j i i i j
i

b y y y Kα
=

= − = −∑w x x x⋅  (7.128) 

从前面推导的过程可以看出，求解 b 的公式仍然是通过考察原始问题的 KKT 条件出发

而得到的。显然和求解 w 存在同样的问题。算法 7 在求解 b 的公式时有限制条件，即要求存

在对偶问题解 *α 的分量 *0 j Cα< < 。若找不到这样的分量，如例 7.4 所示，则算法失效。另

一方面，这一算法只给出 b 的唯一解，事实上原始问题关于 b 的解可能不唯一。 

【例 7.4】 设训练集为 

           { } { }1 1 6 6( , ), , ( , ) (0,1), (1,1), (4,1), (3, 1), (6, 1)(7, 1)T y y= = − − −Lx x  (7.129) 

即一维输入 0, 1, 4 为正类，3, 6, 7 为负类，这是一维线性不可分的问题。则原始问题关于 b
的解不唯一。 

若选取惩罚参数 1/12C = ，则原始最优化问题为 

                              
6

2

, ,
1

1 1min
2 12 ib

i
ξ

ξ
=

+ ∑w
w  (7.130) 

                      s.t.  ( ) 1 ,     1, ,6i i iy b iξ+ − =≥ Lw x⋅  (7.131) 

                                0,    0, ,6i iξ =≥ L  (7.132) 

为此构造一个依赖于参数 [1,4 / 3]ρ ∈ 的向量 * * *( , , )b ξw ： 
令 

              * * * * * * *
1 6

1( ) ,   ( ) ,   ( ) ( ( ), , ))
3

b bρ ρ ρ ξ ξ ρ ξ ρ ξ= = − = = = = Lw w  (7.133) 

        * * * * * *
1 2 3 4 5 6

4 7( ) 0,  ( ) ,  ( ) ,  ( ) ,  ( ) 1,  ( ) 0
3 3

ξ ρ ξ ρ ρ ξ ρ ρ ξ ρ ρ ξ ρ ρ ξ ρ= = − = − = = − =  (7.134) 

对任意的 [1, 4 / 3]ρ ∈ ， * * *( ( ), ( ), ( ))bρ ρ ξ ρw 都是问题的解。引进拉格朗日乘子向量 

                  * *1 1 1 1 1 10, , , , 0 ,      , 0, 0, 0, 0,
12 12 12 12 12 12

α β⎛ ⎞ ⎛ ⎞= ⋅ =⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

 (7.135) 

容易验证拉格朗日函数 

            
6 6 6

2

1 1 1

1 1( , , , , ) ( ( 1)
2 12 i i i i i i

i i i

L b y bξ α β ξ α β ξ
= = =

= + − + − −∑ ∑ ∑w w w x⋅  (7.136) 

满足 

                           * * * * *
( , , ) ( , , , , ) 0b L bξ ξ α β∇ =w w  (7.137) 

                             * * * * *( , , , , ) 0L bα ξ α β∇ ≤w  (7.138) 

                             * * * * *( , , , , ) 0L bβ ξ α β∇ ≤w  (7.139) 
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6

* * *

1

( ( ) 1 0i i i
i

y bα
=

+ − =∑ w x⋅  (7.140) 

                                   
6

* *

1

0i i
i

β ξ
=

=∑  (7.141) 

因为问题式(7.130)~式(7.132)是凸优化问题，当 [1, 4 / 3]ρ ∈ 时， * * *( ( ), ( ), ( ))bρ ρ ξ ρw 都是

问题的解。由此可见区间[1, 4 / 3]上的点都是问题关于 b 的解。  
原始问题式(7.130)~式(7.132)的对偶问题为 

                         
6 6 6

1 1 1

1min
2 i j i j i j i

i j i

y y
α

α α α
= = =

−∑∑ ∑x x  (7.142) 

                                  s.t.  
6

1

0i i
i

yα
=

=∑  (7.143) 

                              10 ,      1, , 6
12i iα =≤ ≤ L  (7.144) 

显然， * 1 1 1 10, , , , , 0
12 12 12 12

α ⎛ ⎞= ⎜ ⎟
⎝ ⎠

为对偶问题的解，且不存在分量 * 10
12jα< < 。 

例7.4说明了两个问题，原始问题关于 b 的解不唯一，而且对偶问题的解 *α 不存在，分

量 *
jα 可满足 *0 j Cα< < ，显然此时不能应用算法 7.4。 

【例 7.5】 利用线性核函数对 Fisher’s iris 数据包含 150 个鸢尾花样本进行分类，分类结

果如图7.20所示。其中图中只显示了训练样本的分类结果。 

 
图 7.20  SVM 采用线性核函数的结果(训练样本) 

既显示训练集也显示测试集的分类结果如图7.21所示。 
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图 7.21  SVM 采用线性核函数的结果(训练和测试样本) 

【例 7.6】 利用 RBF 径向基核函数训练 SVM 的得到的分类器结果如图 7.22 所示。 

 
图 7.22  SVM 采用 RBF 核函数的结果 
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【例 7.7】 训练多分类支持向量机的结果如图7.23所示。 

 
图 7.23  多类 SVM 的训练结果 

7.3.2  C-支持向量机的变形 

由前面的讨论可知 C-SVC 算法的原始问题式(7.111)~式(7.113)关于 b 的解可能不唯一，

将该问题的目标函数增加一项
2

2
b [21]，可以避免 b 的不唯一问题，此时相应的原始问题为 

                            2 2

, ,
1

1min ( )
2

l

ib
i

b C
ξ

ξ
=

+ + ∑w
w  (7.145) 

                        s.t.  ( ) 1 ,    1, ,i i iy b i lξ+ − =≥ Lw x⋅  (7.146) 

                                  0,   1, ,i i lξ =≥ L  (7.147) 

求解该问题的对偶问题，然后构造决策函数，可以得到算法： 

【算法 7.5】 C-支持向量机的变形 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l lT y y X Y= ∈Lx x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)选取适当的核函数 ( , )K ′x x 和适当的参数 C，构造并求解最优化问题 
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1 1 1

1min ( ( , ) 1)
2

l l l

i j i j i j j
i j j

y y Kα α α
= = =

+ −∑∑ ∑x x
α

 (7.148) 

                                s.t.  0 ,    1, ,i C i lα =≤ ≤ L  (7.149) 

得最优解 * * T
1* ( , , )lα α α= L 。 

(3)构造决策函数 * *

1

( ) sgn ( , )
l

i i i
i

f y K bα
=

⎛ ⎞
= +⎜ ⎟

⎝ ⎠
∑x x x ，其中 * *

1

l

i i
i

b yα
=

=∑ 。 

这一算法的优点在于对偶问题的约束简单，容易求解，而且可以证明问题式(7.145)~式(7.147)
关于 w 和 b 的解都是唯一的。这就避免了 C-SVC 算法中计算 b 时可能不唯一的问题。但算

法的理论依据仍然是和 C-SVC 类似，由原始问题的 Wolfe 对偶及 KKT 条件出发，得到求解

w 和 b 的公式，因此现有的逻辑系统存在问题。 
数值实验表明修改后问题的解和原问题的解相差很小，但还没有严格的理论证明[21]。

C-SVC 中的最优化问题式(7.111)~式(7.113)是基于统计学习理论的定理 7.2 而提出的，其中

1

l

i
i

ξ
=
∑ 体现了经验风险，而 w 体现了表达能力，因子 C 实质上是对经验风险和表达能力如何

匹配的一个裁决，因此求解该问题就意味着在某种程度上极小化推广能力的上界。 

7.3.3  广义支持向量机 

支持向量机方法将分类问题转化为凸规划问题，在C-SVC 中需要求解凸二次规划式(7.107)~
式(7.109)，然后由这一问题的解 *α 来确定决策函数。为了叙述的方便，将问题式(7.107)~
式(7.109)用矩阵和向量的形式来表示： 

                               T T1min
2

−H e
α

α α α  (7.150) 

                                   s.t.  T =αy 0  (7.151) 

                                    0 C≤ ≤α e  (7.152) 

这里 ( ( , ))i j i j ijy y K=H x x , 1( , , )ly y= Ly , T(1, ,1) lR= ∈Le ，0 表示零向量。注意到，在

C-SVC 中选取的核函数是正定核，因此矩阵 H 是对称半正定的，进而优化问题式(7.150)~      
式(7.152)是凸规划。若选取非正定核，如 Sigmoid 核，则此时优化问题式(7.150)~式(7.152)
不是凸规划，而原有的 C-SVC 算法 7.3 是建立在凸规划的 Wolfe 对偶之上的，显然对非正定

核不适用。 
为了解决这一问题，Mangasarian 在文献[22]中，提出了一种广义支持向量机方法

(GSVM)。 GSVM 需要求解如下的优化问题： 

                               T T

, ,

1min
2b

C
α ξ

ξ+H eα α  (7.153) 

                                s.t.  b ξ+ + ≥αH y e  (7.154) 

                                     0ξ≥  (7.155) 

和 C-SVC 类似，引入它的对偶问题 
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                              T 1 T1min
2r

H− −r HH r e r  (7.156) 

                                 s.t.  T 0=y r  (7.157) 

                                   0 C≤ ≤r e  (7.158) 

通过求解对偶问题来得到原始问题的解。其具体算法步骤如下： 

【算法 7.6】 GSVM 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l lT y y X Y= ∈Lx x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)选择适当的正数 C，核函数 ( , )K ′x x 以及对称正定阵 H ，构造并求解最优化问题式

(7.145)~式(7.147)，得到最优解 * * *
1( , , )lr r= Lr  

(3)构造决策函数 

                              * *

1

( ) ( , )
l

i i
i

f K bα
=

= +∑x x x  (7.159) 

其中， 

                                  * 1 *H−=α H r  

b*按照式(7.160)计算，选择 *r 位于开区间(0, C)中的分量 *
jr ，令 

                              * *

1

( , )
l

j i i i j
i

b y y Kα
=

= −∑ x x  (7.160) 

注意到，这时不论核是否为正定核，矩阵 1−HH H 都是对称半正定的，即算法中的优化

问题式(7.156)~式(7.158)是一个凸二次规划。因此，这一算法适用于任意的核函数。 
算法在求解w和 b时存在和C-SVC类似问题，这里不再详细说明。如果令问题式(7.153)~

式(7.155)目标函数中的正定矩阵 H 为 =H H ，则可以证明 =α r ，此时对偶问题式(7.156)~
式(7.158)就等价于 C-SVC 中的优化问题式(7.150)~式(7.152)[23]。此时算法 7.6 就退化为算

法 7.2。但首先要求 H 是对称正定矩阵，事实上，C-SVC 算法的优化问题式(7.150)~式(7.152)
中，H 是对称半正定矩阵，因此从这个意义上来说，GSVM 并不能完全包含标准的 C-SVC
算法。 

7.3.4  v-支持向量机 

设给定训练集 

                            { }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x  (7.161) 

其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 1, ,i l= L 。 

在 C-支持向量机中，最大化间隔和最小化训练错误是两个相互矛盾的目标。其中常数 C
起着调和这两个目标的作用。定性地讲，C 值有着明确的含义：选取大的 C 值，意味着 
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更强调最小化训练错误。但定量地讲，C 值本身并没有确切的意义，所以 C 值的选取比较困

难。为此，Scholkopf 等提出了一个改进的方法——v-支持向量分类机(v-SVC)[24]，它用参数

v 代替参数 C，而参数 v 有一些直观上的意义，容易选取，这样就避免了 C-SVC 中选取 C 时

遇到的困难。 
v-支持向量分类机的原始最优化问题为 

                        2

, , ,
1

1 1min ( , , )
2

l

ib
ilξ ρ

τ ξ ρ υρ ξ
=

= − + ∑w
w w  (7.162) 

                            s.t.  ( )i i iy b ρ ξ+ −≥w x⋅  (7.163) 

                           0,      1, ,          0i i lξ ρ=≥ ≥L  (7.164) 

其中ξ = (ξ 1,L , ξ l)
T与已支持向量分类机的原始问题式(7.111)~式(7.113)比较，这里不含参

数 C，而是换成了参数 v，这是需要实际选定的参数。另外还多了一个变量ρ。注意到当ξ = 0

的时候，约束条件(7.163)意味着两类点以
2ρ
w

的间隔被分开。 

和前面的推导类似，可以得到其对偶问题为 

                          
1 1

1min      ( , )
2

l l

i j i j i j
i j

y y K
α

α α
= =
∑∑ x x  (7.165) 

                                   s.t.  
1

0
l

i i
i

y α
=

=∑  (7.166) 

                               10 ,       1, ,i i l
l

α =≤ ≤ L  (7.167) 

                                       
1

l

i
i

α
=
∑ ≥ v  (7.168) 

v-支持向量机同样是通过对偶问题的解来确定决策函数的，具体步骤如下： 

【算法 7.7】 v-SVC 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l lT y y X Y= ∈Lx x ，其中 n
i X R∈ =x , { }1, 1iy Y∈ ∈ − , 

1, ,i l= L 。 
(2)选取适当的参数 v 和核函数 ( , )K ′x x ，构造并求解最优化问题式(7.165)~式(7.168)，

得最优解 * * * T( , , )i lα α= Lα 。 
(3)选取 * *{ | (0,1/ ), 1},   { | (0,1/ ), 1}i i i ij S i l y k S i l yα α+ −∈ = ∈ = ∈ = ∈ = − ，计算 

                          *

1

1* ( ( , ) ( , ))
2

l

i i i j i k
i

b y K Kα
=

= − +∑ x x x x  (7.169) 

(4)构造决策函数 

*

1

( ) sgn ( , ) *
l

i i i
i

f y K bα
=

⎛ ⎞
= +⎜ ⎟

⎝ ⎠
∑x x x  
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下面的定理解释了 v 的意义。 

【定理 7.9】 设给定由 l 个样本点组成的训练集 T ［见式(7.161)］，并用算法 7.7(v-SVC)
进行分类。若所得到的 *ρ > 0，则 

(1)若间隔错误样本点的个数为 p，则 /v p l≥ ，即 v 是间隔错误样本的个数与总样本点数

之比的上界。 
(2)若支持向量的个数为 q，则 /v q l≤ ，即 v 是支持向量的个数与总样本点数之比的下界。 

这里间隔错误样本点是指被超平面错分的点，支持向量是指对应于对偶问题的解 *α 的非

零分量的样本点。 
可以证明，在一定条件下，当样本点个数 l→∞时，v 以概率 1 渐近于支持向量个数和样

本点个数之比。由此可见，定理 7.9 和上述结论为 v 值的选取提供了依据。 
算法 7.9 存在和 C-SVC 类似的问题，它是从原始问题出发来得到求解 w 和 b 的公式的，而

且在求解 b 时，算法要求对偶问题的解 *α 存在两个分量 *
jα 和 *

kα 分别满足 * (0,1/ )j lα ∈ , yj = 1 和

* (0,1/ )k lα ∈ , yk = − 1，然后由公式(7.171)来计算 b。显然，若对偶问题的解中不存在这样的

分量，则算法就无法执行。换句话说，算法只适用于集合 S+ ≠ ∅ 和 S− ≠ ∅ 的情况，其中
* *{ | (0,1/ ), 1},  { | (0,1/ ), 1}i i i iS i l y S i l yα α+ −= ∈ = = ∈ = − ；如果集合 S+和 S-其中一个为空集时，

上述算法不可行。 

7.4  支持向量回归机 

支持向量机最初是解决分类问题的方法，Vapnik[23]首次将支持向量机方法应用于回归问

题，提出支持向量回归机ε -SVR。在ε -SVR 算法中，需要事先给定参数ε 的值，在实际应用

中，有时很难选择合适的ε ，这种情形与 C-SVC 中的需要事先选定 C 的情形相似。因此，相

应于 v-SVC，Scholkopf [24]提出能够自动计算ε 的 v-支持向量回归机(v-SVR)。下面，首先引

入回归问题，并介绍线性回归和非线性回归，然后分别介绍ε -SVR 和 v-SVR 算法，分析算

法中存在的问题。 

7.4.1  回归问题 

首先讨论一个最简单的回归问题：考虑两个量 x 和 y 的关系，设已测得若干个 x 值和其

相对应的 y 值 

                         { }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x  (7.170) 

其中 n
i X R∈ =x , iy Y R∈ = , 1, ,i l= L 。 

根据这 l 对值，推断 y 对 x 的依赖关系 ( )y f= x 。从几何图像上看，把这 l 个点标在 ( , )yx
平面上，图7.24问题就变为寻求一条曲线 ( )y f= x (图中 x 为一维变量)。将上面的问题推广，

用数学的语言来描述如下。 
回归问题：设给定训练集 

{ }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x  

其中 n
i X R∈ =x , iy Y R∈ = , 1, ,i l= L ；假定训练集是按 X×Y 上的某个概率分布 ( , )P yx 选
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取的独立同分布的样本点，又设给定损失函数 ( , , )C y fx 。试寻求一个函数 ( )f x ，使得期望

风险 

                             ( ) ( , , )d ( , )R f c y f P y= ∫ x x  (7.171) 

达到极小。其中概率分布 ( , )P yx 是未知的，已知的仅仅是训练集。回归问题数学提法与分类

问题数学提法相似，主要不同之处在于变量 y 的取值。在分类问题中，变量 y 仅取 − 1 和 1
两个值，即 { }1, 1iy Y∈ ∈ − 。但在回归问题中，变量 y 可取任意实数值，即 y Y R∈ = 。 

从上述回归问题的数学提法可以看出，需要选择适当的损失函数。图7.25是几种可能的

损失函数。 

         
             图 7.24  回归问题                                  图 7.25  几种损失函数 

图 7.25(a)对应传统的最小平方误差准则。图 7.25(b)是拉普拉斯损失函数，和图(a)的
二次损失函数比较对外部信息不是很敏感。Huber 提出的图7.25(c)损失函数具有最优性，

即当数据分布未知时，此损失函数是鲁棒的。这三种损失函数不能产生较少的支持向量。

为了解决这个问题，Vapnik 提出了图7.25(d)所示的 ε -不敏感损失函数，它与 Huber 损失函

数近似，但能获得很少的支持向量数， ε -不敏感损失函数也是回归估计中最常用的一种损

失函数。 

7.4.2  线性回归 

考虑数据集合(7.170)， 

{ }1 1( , ), , ( , ) ( , )l
l lT y y X Y= ∈Lx x  

其中 n
i X R∈ =x , iy Y R∈ = , 1, ,i l= L 。 

线性函数 

                                 ( ) ( )f b= ⋅ +x w x  (7.172) 

最优回归函数由最小化函数(7.173)函数获得： 
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                            21( , ) ( )
2 i i

i

Cφ ξ ξ ξ− += + +∑w w  (7.173) 

其中 C 是预先给定值，ξ − 和ξ + 分别是约束系统输出的上下界，是松弛变量。 

1．ε -不敏感损失函数 

ε -不敏感损失函数如图7.25(d)所示： 

                        
0,  | ( ) |

( )
| ( ) | ,

f y
L y

f yε
ε

ε
− <⎧

= ⎨ − −⎩ 其他

x
x

 (7.174) 

其解由式(7.175)给出： 

               

* * *

, * , *
1 1

*

1

1max ( , ) max ( )( )( )
2

( ) ( )

l l

i i j j i j
i j

l

i i i i
i

W

y y

α α α α
α α α α

α ε α ε

= =

=

= − − − ⋅ +

− − −

∑∑

∑

α α x x

 (7.175) 

或 

                      
*

* * *

,
1 1

* *

1 1

1, arg min ( )( )( )
2

( ) ( )

l l

i i j j i j
i j

l l

i i i i i
i i

y

α α
α α α α

α α α α ε

= =

= =

= − − ⋅ −

− + +

∑∑

∑ ∑

α α x x

 (7.176) 

 

约束项为 
                           *0 , ,             1, ,i i C i lα α =≤ ≤ L  (7.177) 

*

1

( ) 0
l

i i
i

α α
=

− =∑  

解具有约束项(7.177)的方程(7.175)即可确定拉格朗日乘子 *,α α ，回归函数由式(7.174)

给出，其中 

                      *

1

( )
l

i i i
i

α α
=

= −∑w x ,  1 ( ( ))
2 r sb = − ⋅ +w x x  (7.178) 

通过解方程(7.179)， Karush-Kuhn-Tucker(KKT)条件被满足： 

                                * 0i iα α = ,  1, ,i l= L  (7.179) 

因此支持向量是大于 0 的拉格朗日乘子之一。当 ε = 0，得到 L1损失函数，且最优问题得到

简化： 

                              
1 1

1min ( )
2

l l

i j i j i i
j i

y
β

β β β
= =

⋅ −∑ ∑x x  (7.180) 
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约束条件为 

                            

1

,           1, ,

0

i
l

i
i

C C i lβ

β
=

− =

=∑

≤ ≤ L
 (7.181) 

回归函数仍然由式(7.174)给出，其中 

                       
1

l

i i
i

β
=

= ∑w x ,  1 ( ( ))
2 r sb = − ⋅ +w x x  (7.182) 

2．二次损失函数 

二次损失函数如图7.25(a)所示，其函数形式为 

                            2
quad ( ( ) ) ( ( ) )L f y f y− = −x x  (7.183) 

其解为 

                
* *

* * *

, ,
1 1

* 2 * 2

1 1

1max ( , ) max ( )( )( )
2

1( ) ( ( ) )
2

l l

i i j j i j
i j

l l

i i i i i
i i

W

y
C

α α α α α α

α α α α

= =

= =

= − − − ⋅ +

− − +

∑∑

∑ ∑

α α α α
x x

 (7.184) 

相应的最优解可以通过用 KKT 条件简化，式(7.179)隐含着 *
i iβ β= ，则最优解为 

                     2

1 1 1 1

1 1min ( )
2 2

l l l l

i j i j i i i
i j i i

y
Cβ

β β β β
= = = =

⋅ − +∑∑ ∑ ∑x x  (7.185) 

约束条件为 

                                      
1

0
l

i
i

β
=

=∑  (7.186) 

回归函数由式(7.174)和式(7.183)给出。 

3．Huber 损失函数 

Huber 损失函数如图 7.25(c)所示，其表达式为 

                

2

huber 2

1     ( ( ) ) ,          | ( )
2( ( ) )

| ( ) | ,           
2

f y f y |
L f y

f y

μ

μμ

⎧ − − <⎪⎪− = ⎨
⎪ − −⎪⎩

其他

x x
x

x
 (7.187) 

其解为 

                
*

* * *

, *,
1 1

* 2 * 2

1 1

1max ( , ) max ( )( )( )
2

1) ( ( ) )
2

l l

i i j j i j
i j

l l

i i i i i
i i

W

y
C

α α α α α α

α α α α μ

= =

= =

= − − − ⋅ +

− − +

∑∑

∑ ∑（

α αα α
x x

 (7.188) 
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最优解为 

                     2

1 1 1 1

1 1min ( )
2 2

l l l l

i j i j i i i
i j i i

y
Cβ

β β β β μ
= = = =

⋅ − +∑∑ ∑ ∑x x  (7.189) 

满足约束条件 

                             

1

,            1, ,

0

i
l

i
i

C C i lβ

β
=

− =

=∑

≤ ≤ L
 (7.190) 

【例7.8】 表 7.3 所示为数据集，采用拉普拉斯损失函数的支持向量回归解如图 7.26 所示。 

表 7.3  线性回归用数据 

x y x y 
1.0 −1.6 10.2 6.8 
3.0 −1.8 11.0 10.0 
4.0 −1.0 11.5 10. 0 
5.6 1.2 12.7 10.0 
7.8 2.2   

 
图 7.26  线性回归解 

7.4.3  非线性回归 

和分类问题类似，非线性建模通常需要大量建模数据。因此采用和非线性SVC相同的方

法，将数据映射到高维特征空间，在高维特征空间实现线性回归。利用核方法克服了维数灾

难。非线性回归解通常使用图7.26(d)所示的ε -不敏感损失函数，由式(7.191)给出 

                 
* *

* *

, ,
1

* *

1 1

max ( , ) max ( ) ( )

1 ( )( ) ( )
2

l

i i i i
i

l l

i i j j i j
i j

W y y

K

α α α ε α ε

α α α α

=

= =

= − − + −

− − ⋅

∑

∑∑

α α α α

x x

 (7.191) 
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具有约束 

                             

*

*

1

0 , ,         1, ,

( ) 0

i i
l

i i
i

C i lα α

α α
=

=

− =∑

≤ ≤ L
 (7.192) 

解具有约束(7.192)的方程(7.191)就可以确定拉格朗日乘子 , *i iα α ，回归函数由式(7.193)
确定： 

                           *( ) ( ) ( , )i i i
SVs

f K bα α= − +∑x x x  (7.193) 

其中， 

*

1

( ) ( ) ( , )
l

i i i j
i

Kα α
=

⋅ = −∑w x x x  

*

1

1 ( )( ( , ) ( , ))
2

l

i i i r i s
i

b K Kα α
=

= − − +∑ x x x x  

对于其他损失也通过替换核函数点积的方法得到最优化准则。ε -不敏感损失函数不像二

次和 Huber 等损失函数，其中的所有数据点都将是支持向量，其 SV 解是稀疏的，二次损失

函数将产生尖峰回归或零阶调整，其中调整参数是
1

2C
λ = 。举例说明一些非线性 SVR 解，

将各种核函数用于建模表 7.3 的回归数据，采用ε -不敏感损失函数(ε = 0.5)。图7.26是采用

2 阶多项式核的 SVR 解，SV 用圆圈标示，虚线描述了ε -不敏感区域的解范围，如果所有的

数据点位于这个区域，将具有零误差——即无损失；图7.27说明在ε -不敏感区域没有 SV。 

 
图 7.27  多项式回归示例 

图7.28 是采用径向基函数的SV解，其中 1.0σ = ，在此例中，损失函数具有零误差，而

且验证了所有数据点位于或在ε -不敏感区域。 
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图 7.28  径向基函数回归 

7.4.4  ε-支持向量回归机 

下面介绍使用ε -不敏感损失函数的支持向量回归机。和ε -支持向量回归机相对应的原始

最优化问题为 

                      
(*)

2(*) *

, ,
1

1 1min ( , ) ( )
2n

l

i iR b R
i

C
lξ

τ ξ ξ ξ
∈ ∈

=

= + ⋅ +∑w
w w  (7.194) 

                        s.t. (( ) ) ,      1, 2, ,i i ib y i lε ξ⋅ + − + =≤ Lw x  (7.195) 

                          *(( ) ) ,      1, 2, ,i i iy b i lε ξ− ⋅ + + =≤ Lw x  (7.196) 

                                   (*) 0,      1, 2, ,i i lξ =≥ L  (7.197) 

其中(*)表示向量有*号和无*号两种情况的简单记号。例如 (*) 0iξ ≥ 意味着 0iξ ≥ 和 * 0iξ ≥ ， (*)ξ 表

示向量 * * T
1 1 l( , , , , )  lξ ξ ξ ξL 。和 C-SVC 类似，引入问题式(7.194)~式(7.197)的对偶问题： 

        
(*) 2

* * * *

, 1 1 1

1min ( )( ) ( , ) ( ) ( )
2l

l l l

i i j j i j i i i i iR
i j i i

K yα α α α ε α α α α
∈

= = =

− − + + − −∑ ∑ ∑x x
α

 (7.198) 

                                s.t.  *

1

( ) 0
l

i i
i

α α
=

− =∑  (7.199) 

                            *0 , ,          1, 2, ,i i
C i l
l

α α =≤ ≤ L  (7.200) 

其中 ( , )i jK x x 是核函数。对偶问题式(7.198)~式(7.200)对输入 xi ( 1, 2, , )i l= L 的依赖关系

仅仅体现在核函数 ( , )i jx x ( , 1, , )i j l= L 上。因而其解 *α 及最终的决策函数也仅仅依赖于核

函数。 
具体的算法步骤如下： 
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【算法 7.8】 ε -支持向量回归机ε -SVR 
(1)设已知训练集 { }1 1( , ), , ( , ) ( , )l

l lT y y X Y= ∈Lx x ，其中 n
i X R∈ =x , iy Y R∈ = , i =  

1, , lL 。 
(2)选择适当的正数ε 和 C，选择适当的核 ( , )K ′x x 。 
(3)构造并求解最优化问题式(7.198)~式(7.200)，得到最优解 * * T

1 1( , , , , )l lα α α α= Lα 。 
(4)构造决策函数 

                           *

1

( ) ( ) ( , )
l

i i i
i

f K bα α
=

= − +∑x x x  (7.201) 

其中b 按照式(7.202)计算；选择位于开区间 (0, / )C l 中的 jα 或 *
kα 。若选择的是 jα ，则 

                           *

1

( ) ( , )
l

j i i i j
i

b y Kα α ε
=

= − − +∑ x x  (7.202) 

若选择的是 *
kα ，则 

                           *

1

( ) ( , )
l

k i i i k
i

b y Kα α ε
=

= − − −∑ x x  (7.203) 

显然，上述算法表明，得到对偶问题的解 (*)α 后，需要先选取位于开区间 (0, / )C l 中的 jα

或 *
kα ，才能确定决策函数中的参数 b，这就意味着要求对偶问题式(7.198)~式(7.200)的解，

(*)α 中至少存在某个分量在开区间 (0, / )C l 内，否则算法将无法执行。另一方面，此时只给出

b 的唯一解情况。  

7.4.5  v-支持向量回归机 

在ε -支持向量回归机中，需要事先确定ε -不敏感损失函数中的参数ε 。然而在某些情况

下选择合适的ε 并不是一件容易的事情。这种情形与C-SVC中的需要事先选定C的情形相似。

在那里，引进了 v-SVC。相应地，本节引进能够自动计算ε 的 v-支持向量回归机(v-SVR)作
为ε -SVR 的一种变形。 

在ε -支持向量回归机(ε -SVR)中，出发点是选定ε 和 C，求解最优化问题(7.194)~(7.195)。
与此不同，这里的出发点是选定另外一个参数 v(v ≥ 0)和 C，即把最优化问题修改 

                   
(*) 2

2 *

, , ,
1

1 1min (
2l

l

i iH R b R
i

C v
lξ ε

ε ξ ξ
∈ ∈ ∈

=

⎛ ⎞
+ ⋅ + +⎜ ⎟

⎝ ⎠
∑w

w  (7.204) 

                             s.t.  (( ) )i i ib y ε ξ⋅ + − +≤w x  (7.205) 

                               *(( ) )i i iy b ε ξ− ⋅ + +≤w x  (7.206) 

                                    * 0,      0iξ ε≥ ≥  (7.207) 

其中 (*) * * T
1 1( , , , , )l lξ ξ ξ ξ= Lξ 。注意与原来的原始问题式(7.194)~式(7.197)不同，这里的ε 是

作为优化问题的变量出现的，其值将作为解的一部分给出。 
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原始问题式(7.204)~式(7.207)的对偶问题是 

            
(*)

(*) * * *

1 , 1

1max ( ) ( ) ( )( ) ( , )
2l

l l

i i i i i j j i jR
i i j

W y Kα α α α α α
∈

= =

= − − − −∑ ∑ x x
α

α  (7.208) 

                                 s.t.  *

1

( ) 0
l

i i
i

α α
=

− =∑  (7.209) 

                             (*) [0, / ],        1, ,i C l i lα ∈ = L  (7.210) 

                                   *

1

( )
l

i i
i

C vα α
=

+ ⋅∑ ≤  (7.211) 

其中 0v≥ ，C > 0 是常数，根据对偶问题的解 (*)α 确定决策函数。 

【算法 7.9】 v-支持向量回归机 
(1)设已知训练集 { }1 1( , ), , ( , ) ( )l

l lT y y X Y= ∈ ×Lx x ，其中 n
i X R∈ =x , iy Y R∈ = , 

1, ,i l= L 。 
(2)选择适当的正数 v 和 C，选择适当的核 ( , )K ′x x 。 
(3)构造并求解最优化问题，得到最优解 * * T

1 1( , , , , )l lα α α α= Lα 。 
(4)构造决策函数 

                           *

1

( ) ( ) ( , ) *
l

i i i
i

f K bα α
=

= − +∑x x x  (7.212) 

其中 *b 按照式(7.213)计算；选择 (*)α 位于开区间 (0, / )C l 中的 jα 或 *
kα 。令 

            * * *

1 1

1 [ ( ( ) ( , ) ( ) ( , ))]
2

l l

j k i i i j i i i k
i i

b y y K Kα α α α
= =

= + − − + −∑ ∑x x x x  (7.213) 

如果还需计算 *ε ，可以使用与式(7.213)对应的公式 

                          * * *

1

( ) ( , )
l

i i i k j
i

K b yε α α
=

= − + −∑ x x  (7.214) 

或 

                          * * *

1

( ) ( , )
l

k i i i k
i

y K bε α α
=

= − − −∑ x x  (7.215) 

显然，算法中求解决策函数中的 *b 时，需要对偶问题的解 (*)α 中至少有 2 个分量 jα 和 *
kα

均位于开区间 (0, / )C l 中。 
下面解释 v 的含义。 

【定理 7.10】 设已知训练集 { }1 1( , ), , ( , ) ( , )l
l lT X Y= ∈Lx y x y ，其中 n

i X R∈ =x , i ∈y  
Y R= , 1, ,i l= L ；并用 v-支持向量回归机进行回归，若所得到的 *ε 值非零，则 
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(1)若记错误样本的个数为 q，则 /v q l≥ ，即 v 是错误样本的个数所占总样本点数的份额

的上界。 
(2)若记支持向量的个数为 p，则 /v p l≤ ，即 v 是支持向量的个数所占总样本点数的份额

的下界。 
另外，在一定条件下，还可以证明，当训练集 T 中的祥本点个数 l→∞时，v 以 1 的概率

渐近于支持向量个数与样本点个数之比，也渐近于错误样本点个数与样本点个数之比。 
由此可见大体上可以用 v(0 ≤ v ≤ 1)来控制支持向量个数或错误样本点个数。这就为 v

值的选取提供了一个依据。 

习题 7 

7.1  Fisher 准则方法与支持向量机提出的最佳准则是不一致的，它们是否有各自适用的范围？ 
7.2  异或问题(XOR)是最简单的一个无法直接对特征采用线性判别函数来解决的问题。对于

空间中的点 x1 = (1, 1)T, x2 = (−1,  −1)T, x3 = (1,  −1)T和 x4 = (−1, 1)T。设计解决 XOR 问

题的 SVM。 

7.3  以习题 7.2 为基础考虑另外 4 个特征，除了上面 4 个特征点之外的其他
4

1 5
2

⎛ ⎞
− =⎜ ⎟

⎝ ⎠
对特

征组合，作出样本和判别函数 g = ± 1 对应的直线。在所作图中，这些间隔是否一样？ 
 请给出解释。 

7.4  通过修改感知器算法，写出实现“支持向量机”(SVM)学习算法的伪码程序。对当前最

难分的样本的操作，给出详细的数学表达式。解释为什么在训练的后半部，权向量的更

新只需用到支持向量。 
7.5  只考虑支持向量机和分属两类的训练样本： 
   ω1: (1, 1)T  (2, 2)T  (2, 0)T 
   ω2: (0, 0)T  (1, 0)T  (0, 1)T 

在图中作出这 6 个训练点，构造具有最优超平面和最优间隔的权向量，并指出哪些是支持

向量。 
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第 8章  核函数方法及应用 

核函数方法(Kernel Function Methods, KFM)是一类新的机器学习算法，它与统计学习理

论(Statistical Learning, SL)和以此为基础的支持向量机(Support Vector Machines, SVM)的研

究及发展密不可分。核函数方法的许多性质是在支持向量机的研究中被不断发现并得以推广

应用的。在支持向量机中被广泛采用的特征变换方法是核函数方法。在实际应用中，这两种

方法常常是一起使用的，首先通过非线性变换手段将训练样本变换到新的特征空间中，在该

空间中再使用广义最优分类面对样本进行划分。 
在支持向量机的求解计算过程中只需要计算样本间的内积，并不需要知道样本在空间中

的具体坐标值。最后得到的超平面，也只涉及支持向量和特征空间中向量间的内积。即只要

知道了任何希尔伯特空间中的内积定义，就可以利用支持向量机的求解算法，计算出该空间

中的最优(广义)超平面。这一事实虽然简单，但是直到 1992 年才被 Boser, Guyon 和 Vapnik
等人发现[1]。 

核函数方法正是基于这个事实，通过定义变换后空间中的内积，实现人们所需要的某种

非线性变换，即 
                                ( , ) ( ), ( )k φ φ=x y x y  (8.1) 

称 : ( )φ φ→x x 为核函数 ( , )k x y 导出的特征变换。x 为输入空间， ( )φ x 为特征空间。 ( , )k x y 作

为定义在某个希尔伯特空间上的内积，它首先是实对称的。但是一个对称的二元函数并非一

定对应着某个希尔伯特空间上的内积，它还要满足 Mercer 条件——Mercer 定理。 

【Mercer 定理】在 L2范数下对称函数 ( , )k x y 能以正的系数 0ka > 展开成 

                               
1

( , ) ( ) ( )k k k
k

k a ψ ψ
∞

=

= ∑x y x y  (8.2) 

即 ( , )k x y 描述了某个特征空间中的一个内积的充分必要条件是，对使得 2 ( )dg < ∞∫ x x 的所

有函数 0g ≠ ，条件 

                               ( , ) ( ) ( )d d 0k g g >∫∫ x y x y x y  (8.3) 

成立。条件式(8.3)就是 Mercer 条件。 
给定某个核函数 ( , )k x x ，就定义了一个相应的重投影核希尔伯特空间(Reproducing 

Kernel Hilbert Space, RKHS)。该空间中的基本元素是如式(8.4)所示的连续函数： 

                           
1

( ) : ( ) ( , )
m

i i
i

H f f kα
=

⎧ ⎫⎪ ⎪= =⎨ ⎬
⎪ ⎪⎩ ⎭

∑x x x x  (8.4) 

可以证明，式(8.4)所定义的函数空间是一个希尔伯特空间。与常用的 L2 空间相比，它

是由一些更加光滑的函数构成的。在这个空间中，两个元素(函数)的内积定义如下： 
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                             , ( , )i j i j
i j

f g kα β= ∑∑ x x  (8.5) 

重投影，是指该空间中的内积具有如下性质： 
(1) ( , ), ( )k f f⋅ =x x  
(2) ( , ), ( , ) ( , )k k k′ ′⋅ ⋅ =x x x x  

由一个核函数可以导出某个相应的非线性变换。即同一个核函数可以对应很多非线性变

换，下面的变换是其中之一： 
                                  : ( , )kΦ → ⋅x x  (8.6) 

该变换是将输入空间中的一个元素映射到核函数导出的 RKHS 中的一个元素(连续函数)。于

是根据 RKHS 的重投影性质，有 

                       ( ), ( ) ( , ), ( , ) ( , )k k kΦ Φ = ⋅ ⋅ =x y x y x y  (8.7) 

核函数方法的实质是通过定义特征变换后样本在特征空间中的内积来实现一种特征变

换。它关心的是结果，而不是实现结果所采用的具体方式。 
支持向量机通过引入核函数，有效地解决了模式分类中的线性不可分问题。而核函数的

应用领域不仅限于支持向量机这一领域。事实上，它正逐步成为一种重要的、将非线性问题

线性化的普适方法。比如 Scholkopf[2]将核函数方法用于主成分分析(PCA)，提出了基于核的

主成分分析方法(KPCA)，从而将原本用于线性相关分析的 PCA 方法扩展到了非线性相关分

析的领域。F. R. Bach 等人将核函数方法用于独立成分分析(ICA)，使得用于分解独立信号线

性叠加的 ICA 方法也可以用于独立信号的非线性混迭[3]。总之，解决线性问题时的许多技术

手段，都可以尝试通过核函数方法扩展到非线性领域。 

8.1  核函数的可分性条件[4] 

核函数是利用支持向量机解决线性不可分问题时引入的一种非线性变换手段。基本思想

是通过非线性变换，使样本在变换之后的特征空间中变得线性可分。然后利用线性可分时构

造最优超平面的方法，在特征空间中实现最优超平面的求解。 
核函数的可分性，是指对给定的训练样本，核函数导出的特征变换能否将这些样本在特

征空间中线性分开的能力。目前，实际中经常使用的核函数有三种类型：多项式核函数、RBF
核函数及多层感知器核函数。但事实上，当人们在使用这些核函数前，往往并不知道样本是

否真的在特征空间是线性可分的。不过许多经验说明，如果选择高斯 RBF 核函数，那么只要

选择合适的参数，样本几乎总能被线性分开。 

8.1.1  输入空间中样本点线性可分的判别条件 

判断样本点在输入空间中是否是线性可分的，通常要先确定对样本点进行分类的分类面

参数的搜索算法，然后针对所给的具体样本点进行迭代搜索。如果样本点线性不可分，则要

么迭代算法不会终结，即算法不收敛，如求解线性感知器时通常采用的梯度下降算法；要么

不论样本线性可分与否，算法都将得到一个分类面，该分类面将使得两类样本中被错分的个

数最少，如解线性不等式组的共轭梯度法和搜索算法[4, 34]。 
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1．线性可分性的定义 

假设已知一组容量为 n 的样本集，分别来自两个不同的类。则这个集合可以记为 {( , ),k kT yx  
1, , }k n= L ，其中 mk R∈x , ( 1,1)ky ∈ − 。如果有一个线性分类器能够把每个样本正确分类，

即如果存在 , 1, ,i i m= Lw ，使得 

                        
1

( ) 0,                  1, ,
m

k k
i i

i

b y k n
=

+ > =∑ Lw x  (8.8) 

则称这组样本集为线性可分的；否则称为线性不可分的。反过来，如果样本集是线性可分的，

则必然存在一个权向量 0 1( , , , )mw w w= Lw ，使式(8.8)成立。 
若记 

                            T
0 1 0( ) ( , , , ) ,       1k k k k

ms k x x x x= =L  (8.9) 

                               ( ) ,     1, ,k kc s k y k n= = L  (8.10) 

                                  1 2( , , , )nc c c= Lc  (8.11) 

则 T 线性可分的充要条件是，存在某向量 w，使得 

                                      T 0>c w  (8.12) 

2．可分性判别的充要条件 

【定理 8.1】 [35] T 线性不可分，当且仅当坐标原点 O 属于 1, ,{ }i
i nc = L 的凸包。 

【推论 8.1】 样本 T 线性不可分的充要条件是下面的方程组有非负解： 

                                    ⋅ =A X b  (8.13) 

其中 1 1

1   1

c c
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

L

L
A , T(1, 0, , 0)= Lb 。 

证明：根据二择一定理，式(8.13)存在非负解与存在向量 v，使得 

                                  0≥Av , T 0<b v  (8.14) 

这两者必居其一。若存在 w，使得 T 0>c w ，则令 T T T( , )= −v c w w 。于是 v 即可满足式(8.14)，
表明如果样本点 T 线性可分，则式(8.13)无非负解。反之，若式(8.12)不成立，即样本点 T
线性不可分，则式(8.14)也无法成立。因此式(8.13)必有非负解。 

注意推论 8.1 只是将定理 8.1 用代数方程的形式重新进行了表示，并没有实质性的新内

容。但是这种形式上的改变带来的直接好处是，可以利用线性代数中的二择一定理，很简洁

地得到证明。 

8.1.2  特征空间中样本点线性可分的判别条件 

特征空间是指经过特征变换后样本点所在的空间。对于传统的特征变换而言，判别样本

点的可分性与样本是在特征空间还是在输入空间并没有本质的不同。因为对任意的一个输入
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空间中的样本点 x，都可以通过特征变换的显式表达式 ( )Φ ⋅ 得到特征空间中所对应的镜像

点坐标 ( )Φ x 。因此判断样本点在特征空间中的可分性完全可以利用上一节的结论。但是

如果一个特征变换是由核函数导出的，问题就有些棘手了。因为核函数只能给出空间中各

点之间的内积，相当于只是知道各点之间的距离和夹角，而并不知道各点具体的坐标值。 

1．一个充要条件 

首先，根据判别样本点在输入空间中线性可分性的充要条件，推出基于核函数导出的特

征变换下特征空间中样本点线性可分的一个充要条件。 
设核函数 ( , )k ⋅ ⋅ 导出的非线性映射为 φ: x→φ(x)。则在特征空间 φ(x)中，样本 T 线性不

可分的充要条件仍为式(8.13)具有非负解。但此时 

1 1

1 1

1 1

( ) ( )n n n

y y
y yφ φ

⎡ ⎤
⎢ ⎥= ⎢ ⎥
⎢ ⎥⎣ ⎦

L
L
L

A
x x

 

以下如无特别说明，A 的定义均为此式所示。相应地有 

1 1

1 1( ) ( )n n n

y y
y yφ φ

⎡ ⎤
= ⎢ ⎥

⎣ ⎦

L
L

C
x x

 

进一步，令 

                  0 T 0( )ij n nh ×= ⋅ =H C C ,  0 ( , )ij i j i j i jh k y y y y= ⋅ ⋅ + ⋅x x  (8.15) 

                 1 T 1( )ij n nh ×= ⋅ =H A A ,  1 ( , ) 1ij i j i j i jh k y y y y= ⋅ ⋅ + ⋅ +x x  (8.16) 

其中， , 1, ,i j n= L 。 

【引理 8.1】 式 T T( ) =A A X A b有解的充要条件是式 =AX b 有解。 
证明：显然方程 =AX b 的任何一个解 0x ，必然也是方程 T T( ) =A A X A b的解。可证其逆

命题：由方程 T T( ) =A A X A b的任意一个解 0x ，可以构造出方程 =AX b 的一个解。 
首先， T T( ) =A A X A b 的任意一个解 0x ，可以表示为 T T

0 ( )= +x A A A b 。这里 T( )+A A 表

示矩阵 T( )A A 的广义逆。由于方程 T T( ) =A A X A b未必只有唯一解，因此这里采用了广义逆。

注意到 A 为 ( 2)m n+ × 阶矩阵，其中 m 是非线性特征映射 φ作用下的样本所在特征空间的维

数，n 为样本点个数。若 ( 2)m n+ ≤ ，将 A 进行奇异值分解可得 

1

( 2) ( 2)

0

m m n n
r

λ

λ+ × + ×

⎡ ⎤
⎢ ⎥
⎢ ⎥=
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

O
A S U  

于是 
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T T
0

2
1 11

T T T
2

T

( )

0 00

0

r rr

I

λ λλ

λ λλ

−

−

= +

⎡ ⎤⎡ ⎤ ⎡ ⎤
⎢ ⎥⎢ ⎥ ⎢ ⎥
⎢ ⎥⎢ ⎥ ⎢ ⎥= ⋅ ⋅
⎢ ⎥⎢ ⎥ ⎢ ⎥
⎢ ⎥⎢ ⎥ ⎢ ⎥

⎢ ⎥ ⎢ ⎥⎢ ⎥⎣ ⎦ ⎣ ⎦⎣ ⎦
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

O OO

Ax A A A A b

S U U U U S b

S S b

 

记 ( 2) ( 2)( 2 )( )m r m m r+ + + −=S α β ，则 

T T
0 1( ) ( ) ( , , , 0, , 0)

0 0
r r r r

r
I I

b b× ×⎡ ⎤ ⎡ ⎤
= ⋅ ⋅ = ⋅ =⎢ ⎥ ⎢ ⎥

⎣ ⎦ ⎣ ⎦
L Lα β α βAx b b     

根据 A 的表达式，存在 r ≥ 1。注意到 T(1, 0, , 0)= Lb ，命题成立。当 ( 2)m n+ > 时，证明完

全类似。 

【定理 8.2】 样本点 T 在核函数导出的特征映射下线性不可分的充要条件是式(8.17)存
在非负解： 
                                                       

1 T(1, ,1)= = LH X  (8.17) 

证明：直接将 A, b 的表达式代入引理 8.1 即可。 
定理 8.2 表明通过分析式(8.17)的解的分布，可以判断样本点在特征空间中是否线性可

分：如果式(8.17)有且仅有一个解，则样本的可分性取决于这个解向量中是否含有负分量；

如果方程组无解，则样本点必然线性可分。如果式(8.17)有无穷多解，此时判断方程是否含

有非负解则会相当麻烦。目前人们尚未找到有效的判别方法。事实上，训练支持向量机的过

程就是在这无穷多解中选择一个最优解的过程。所以这个定理的价值将更多地体现在理论分

析中。对实际给定的样本点进行线性可分性的判断时，使用这个定理并不方便。 

2．一个实用的充分条件 

鉴于上面给出的充要条件使用起来不太方便，本小节将给出一个使用起来稍微方便一些

的充分条件。基本思想是，既然样本点是否线性可分取决于式(8.17)是否存在非负解，那么

当式(8.17)无解时(自然也就不会有非负解)，样本点线性可分。 
首先注意到如下事实： 
(1)对任意矩阵 A，有 T T Trank( ) rank( ) rank( ) rank( )= = ⋅ = ⋅A A A A A A 。 
(2)如果矩阵 C 列满秩，亦即 rank( ) n=C ，则必存在 W，使得 T 0>C W 。即此时样本点

线性可分。 
由 C 列满秩可知如下方程组必存在解： 

T

1

1

1 n×

⎡ ⎤
⎢ ⎥⋅ = ⎢ ⎥
⎢ ⎥⎣ ⎦

MC W  

因此存在 W，使得 T 0>C W 。 
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【定理 8.3】 当 0 1rank( ) rank( )=H H 时，样本点线性可分。 
证明：记 (   )=%A A b ，则式(8.13)无解的充要条件是 

rank( ) rank( )≠ %A A  

因为
1

~
C

⎡ ⎤
⎢ ⎥
⎣ ⎦

A ，
0 1

~
0C

⎡ ⎤
⎢ ⎥
⎣ ⎦

%A (~表示两个矩阵相似)，从而有 

rank( ) rank( ) 1= +%A C  

又 rank( ) rank( )=A C 或 rank( ) 1+C ，因此式(8.13)无解的充要条件即为 

rank( ) rank( )=A C  

注意到 
0 Trank( ) rank( ) rank( )= ⋅ =H C C C ， 1 Trank( ) rank( ) rank( )= ⋅ =H A A A  

于是当 0 1rank( ) rank( )=H H 时，式(8.13)无解。又根据引理8.1可知式(8.17)此时也无解，因

此此时样本点线性可分。 

【例 8.1】 证明 XOR 问题在输入空间线性不可分，选用二阶多项式核函数 ( , )k =x y  
2(1 )+ ⋅x y 后，在此核函数导出的非线性映射下，XOR 问题线性可分。 

证明：设所给四个样本分别为 

1 0
0 1
0 0
1 1

⎡ ⎤
⎢ ⎥
⎢ ⎥=
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

x ,    T(1,1, 1, 1)= − −y  

如果不做任何特征变换，则相应的核函数为 ( , )k = ⋅x y x y 。于是 

0

2 1 1 2
1 2 1 2
1 1 1 1
2 2 1 3

− −⎡ ⎤
⎢ ⎥− −⎢ ⎥=
⎢ ⎥− −
⎢ ⎥
− −⎢ ⎥⎣ ⎦

H ,    1

3 2 0 1
2 3 0 1
0 0 2 2
1 1 2 4

−⎡ ⎤
⎢ ⎥−⎢ ⎥=
⎢ ⎥
⎢ ⎥
− −⎢ ⎥⎣ ⎦

H  

由于 0rank( ) 3=H , 1rank( ) 4=H ，故式 1 T(1 1 1 1)=       H x 存在唯一解，解之得 (0.25=   0.25x  
T)0.25  0.25 ，该解的各个分量均为正，因此样本线性不可分。

如果选用二阶多项式核函数，则 

0

5 2 2 5
2 5 2 5
2 2 2 2
5 5 2 10

− −⎡ ⎤
⎢ ⎥− −⎢ ⎥=
⎢ ⎥− −
⎢ ⎥
− −⎢ ⎥⎣ ⎦

H ,    1

6 3 1 4
3 6 1 4
1 1 3 3
4 4 3 11

− −⎡ ⎤
⎢ ⎥− −⎢ ⎥=
⎢ ⎥− −
⎢ ⎥
− −⎢ ⎥⎣ ⎦

H  

由于 0 1rank( ) rank( ) 4= =H H ，所以样本点在此特征

映射下线性可分。图8.1是二阶多项式核函数作用下所形成

的分界面[42]。 

 
图 8.1  二阶多项式核函 

       数求解XOR 问题 
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8.2  核函数的参数确定 

构造出一个具有良好性能的支持向量机，模型选择是关键。模型选择是指如何针对所给

的训练样本，确定合适的核函数。模型选择包括两部分工作：一是核函数类型的选择，二是

确定核函数类型后相关参数的选择。目前，核函数类型基本还是凭经验选定。选定核函数后，

再进行相关参数的确定。 
核函数的选择是支持向量机理论研究的一个核心问题。研究的目标是能够实现针对具体

应用背景及给定的样本集合构造合适的核函数。但是目前，还没有一种针对具体问题构造出

合适的核函数的有效方法。在实际使用中被广泛使用的仍然是下面的三种核函数，其中又尤

其以 RBF 核函数使用得最广： 
(1)径向基(Radial Basis Function, RBF)核函数 

                                  
2

22( , ) eK σ
− −

=
x y

x y  (8.18) 
(2)多项式核函数 

                          ( , ) (1 ) , 1, 2,pK p= + ⋅        = Lx y x y  (8.19) 
(3)Sigmoid 核函数 

                              ( , ) tanh( ( ) )K b c= ⋅ −x y x y  (8.20) 
其中 b 和 c 为常数。 

模型选择的基本过程是：首先确定一个有效评估支持向量机期望(真实)风险的指标，然

后找到该评估指标与核函数之间的关系，最后通过解参数优化问题得到一个在所给评估指标

下的最佳核函数。 
如何尽可能准确地评估支持向量机的期望(真实)风险，是统计学习理论所要解决的核心

问题之一。 
经典支持向量机实际上是利用两类样本间的间隔作为 SVM 泛化性能的指标。但是这个

指标存在严重的问题。首先是它的精确性。间隔其实是对风险估计的一个非常粗糙的上界，

这使得 SVM 的性能与间隔的大小不成严格的正比关系。另外，当引入核函数后，不同的核

函数会导出不同的特征空间。由于不同空间下的间隔值没有可比性，所以仅凭间隔值的大小

并不能对选择哪一种核函数做出有效的判断。这就要求人们寻找到关于风险的更精确估计。

Vapnik 等人首先提出利用 2 2/R M 作为 SVM 性能的估计[7,36]，其中 R2为特征空间中包含所有

训练样本的最小球的半径。注意 2 2/R M 没有了物理量纲，因此该指标用于衡量不同核函数导

出的特征空间中 SVM 的性能比单纯使用间隔要更合理一些。 
目前用于模型选择的风险估计指标的理论基础是 A. Luntz 和 V. Brailovsky 关于泛化误差

估计的定理[7]： 

【定理 8.5】 1
err 1 1

1 ( ( , , , , ))n
n nEP E L x y x y

n
− = L  

其中 1
err
nEP − 是采用 n − 1 个样本来训练分类器所得到的错误率的期望值。L(x1, y1,L , xn, yn)是

针对 n 个训练样本，每次选择其中的 n − 1 个进行分类器的训练，然后用该分类器判断剩下的

一个样本，将这一过程重复 n 次后，得到总的错误个数。这种估计方法被称为留一法

(Leave-One-Out, LOO)。 
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定理 8.5 表明，采用留一法得到的错误率估计是分类器真实错误率的一个无偏估计。但

是仅根据这个定理对 SVM 进行性能估计是不大可行的。因为用留一法进行估计就必须根据

样本构造出 n 个支持向量机。当训练样本特别多时，计算量会特别大。因此在实际问题中，

人们往往采用 k-遍交叉验证的办法对 LOO 过程进行近似估计。k-遍交叉验证是指将训练样本

划分成 k 个互不相交的子集 1 2, , , kS S SL 。每个子集的元素个数大致相等。训练和测试进行 k
次。在第 i 次中，Si 用做测试集，其余的子集都用于训练分类器。也就是说，第一次迭代的

分类法在子集 2 , , kS SL 上训练，而用 S1做测试；第二次，分类器在子集 1 3, , , kS S SL 上训练，

而在 S2上测试；依此类推。错误率估计就是 k 次错误分类数的总和除以初始训练样本的总数。

可见留一法也可以视为 k-遍交叉验证的极端情形： k n= 。 
虽然 k-遍交叉验证相比留一法，计算量已经减少了不少，而且目前一些支持向量机软件

如 Libsvm 也确实是利用该方法确定参数的，但是人们对这种近乎蒙特卡罗式的方法始终不

满意，所以进一步寻找错误率估计的更有效方法一直没有停止过。从目前已经取得一些结果

的解决思路来看，基本上都是试图通过其他手段估计出 1 1( , , , , )n nL x y x yL 的一个尽可能小的

上界。 
假设 ( )ψ ⋅ 是一个阶梯函数，f 

0为利用所有训练样本得到的判别函数，f 
i为去掉第 i 个样

本后得到的判别函数，则 

        0 0
1 1

1 1

( , , , , ) ( ( )) ( ( ) ( ( ) ( )))
n n

i i
n n i i i i i i i

i i

L x y x y y f x y f x y f x f xψ ψ
= =

= − = − + −∑ ∑L  (8.21) 

其中，
1,       0

( )
0,      

x
xψ

>⎧
= ⎨

⎩ 其他
称为阶梯函数。 

设 Ui 为
0( ( ) ( ))i

i i iy f x f x− 的一个上界，对于硬分类而言(即样本线性可分)，又有 0
iy f  

( ) 1ix ≥ ，从而 L(x1, y1,L , xn, yn)的上界估计为 

                            1 1
1

( , , , , ) ( 1)
n

n n i
i

L x y x y Uψ
=

−∑≤L  (8.22) 

式(8.22)可以表示目前多数的风险估计。 

8.3  核函数的构造方法 

8.3.1  基于特征变换的核函数构造 

核函数是作为一种非线性映射的隐式表达方法而提出的。这种隐式表达方法给分析映射

的性质带来了很多困难。反之，在已知非线性映射的情况下，构造与之对应的核函数，则非

常容易。正如核函数所要表达的含义： 

                                ( , ) ( ) ( )k φ φ= ⋅x y x y  (8.23) 

因此任何一种特征提取时所构造的非线性变换 ( )φ ⋅ ，都可以通过式(8.23)来实现相应的核函

数的构造。有下面的结论： 
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【定理 8.6】 任何形如式(8.23)的对称函数 ( , )k x y ，均满足 Mercer 条件，即对使得 

                                    2 ( )dg u u < ∞∫  (8.24) 

的所有 0g ≠ ，条件 

                              ( , ) ( ) ( )d d 0k u v g u g v u v∫∫ ≥  (8.25) 

成立。此即表明 ( , )k x y 为核函数。 
证明： 

( )( ) ( )2

( , ) ( ) ( ) ( ) ( ) ( ) ( )d d ( ( ) ( )) ( ( ) ( ))d d

( ) ( )d ( ) ( )d ( ) ( )d 0

k u v g u g v dudv u v g u g v u v u g u v g v u v

u g u u v g v v u g u u

φ φ φ φ

φ φ φ

= = ⋅

= =

∫∫ ∫∫ ∫∫
∫ ∫ ∫ ≥

 

用这种方法构造核函数，存在的最大的问题是：核函数性能的好坏，直接取决于特征变

换的好坏。但是对很多实际问题，找到合适的特征变换往往很难。它要求人们对事物的本质

了解得非常清楚。如果揭示事物本质特征的变换被找到，不论是做分类也好，做函数逼近也

好，应该都不会存在什么问题。 
事实上，寻找特征变换是比构造核函数更加困难的事情。所以目前用特征变换构造核函

数，主要是为了在变换后的空间中使用支持向量机。但是，并不是说用这种方法构造核函数

一点价值也没有。通过这种方法，能够将传统的特征变换纳入到核函数的框架下进行统一讨

论，以便人们进一步看清楚问题的本质。下面用特征变换方法分析采用支持向量机解决两类

判别问题时，用主成分分析(PCA)进行特征选择的作用。 
设输入的 n 个训练样本为 , 1, ,i i n= Lx 。如果首先进行主成分分析，将得到这 n 个训练

样本在 r 个主分量上重投影的坐标变换矩阵 An×r，且 An×r具有如下性质： 

                                                           
T

n n×⋅ =A A I  (8.26) 

如果选择形如 T( , ) ( )k f=x y x y⋅ 的核函数，则进行主成分分析之后的核函数为 
T T T T T T( , ) (( ) ) ( ) ( )k f f f= ⋅ ⋅ = ⋅ =x y A x A y x A y x y( ) Α  

可见，如果选用这种类型的核函数，那么采用 KL 变换的方法提取训练样本的主成分无助于

分类精度的提高。这和人们以往的经验是有出入的。当样本的特征过多时，要进行降维处理

以尽可能减少特征维数。而在众多的降维方法中，主成分分析又是运用得最为普遍的一种方

法。现在看到，如果使用这种类型的核函数构造 SVM，那么首先提取主成分再送入 SVM 进

行训练的方法就显得有些多余。 
注意到形如 T( , ) ( , )k f=x y x y 和的核函数并不在少数，如多项式核函数和 Sigmoid 核函

数均属于此种类型。所以本节的结论虽然简单，但是很有借鉴意义。它说明了将特征变换纳

入到核函数框架下讨论问题的好处。 

8.3.2  利用Mercer核函数的性质组合核函数 

利用 Mercer 核函数的性质构造核函数，就是利用核函数集合在某些运算下闭合的性质，

组合现有的一些核函数而构造出新的核函数。 
如果 1( , )k x y 和 2 ( , )k x y 是满足条件式(8.3)的核函数，即 Mercer 核函数，则下面这些核

函数也是 Mercer 核函数[8]： 
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(1) 1 2( , ) ( , ) ( , ),   ,k ak bk a b R+= = ∀ ∈x y x y x y 。 
(2) 1 2( , ) ( , )k k k= ⋅x y x y 。 
(3) 1( , ) ( ( ), ( ))k k φ φ=x y x y ，即先进行初步的特征变换，再用核函数作用，最后得到的

整个变换仍是一个核函数。 
(4) ( , ) ( ) ( )k f f=x y x y 。 
(5) 1 2( , ) ( , ) ( , )k k k= +x y x y x y 。 
(6) T( , )k =x y x By 。 

其中 ( )f ⋅ 是 nX R⊆ 空间的实函数，B 是 n n× 对称正半定矩阵。 

8.3.3  借助其他领域知识构造核函数 

核函数反映了样本在特征空间中的相似程度。所以其他领域中计算样本间相似程度(或

距离)的方法，都可以相应地改造成核函数。一方面，这种方法为核函数的构造提供了广阔的

素材；另一方面，通过这种方法，也使很多看似不太相关的技术手段被统一到支持向量机的

框架下。只有在一个统一的框架下，才更便于了解各个方法的本质特征，分析和比较各个方

法之间的优劣。因此这方面的研究工作显得特别有意义。 
(1)用协方差函数定义核函数 
协方差函数可以视为样本间相似程度的度量。所以如果采用样本的协方差函数来定义核

函数，通过适当修改支持向量机中对经验风险误差的计算，支持向量机将等价于高斯过程(一

种用于函数逼近的方法)[9]。 
在地质统计中，也要经常用到协方差函数。但是由于地质统计中有一些实际困难，比如

采样的样本数目比较有限，同时分布还不太均匀等，使得估计样本的协方差比较困难。对此，

地质统计学中提出了一些稳定性的假设，然后用估计变异函数的方法来代替对协方差函数的

估计。而在很多时候，地质统计学中遇到的困难，同时也是机器学习的研究中需要面对的。

很自然地，可以借鉴地质统计学中估计变异函数的方法，来实现针对给定样本的核函数构造。

采用这种核函数的支持向量机将等价于地质统计学中的克里金(Kriging)方法[10] (这一点首先

由 V. Vapnik[7]提出)。克里金方法所得到的解具有均方误差最小的性质[11]，因此当支持向量

机采用变异函数作为核函数时，它也将具有这样一个良好的性质。 
(2)用距离函数定义核函数 
距离函数可以视为样本间的相异性度量。因此很多跟距离有关的定义，都可以借鉴过来

用于核函数的定义。距离的概念是广泛的。它不仅包括两个样本间的距离函数，还包括某个

泛函空间中范数的定义。支持向量机本质上也是一种正则化方法[12]。支持向量机中核函数的

选择，对应着正则化方法中正则化算子(正则化算子是在一个赋泛线性空间上定义的泛函)的

选择。反之，在正则化方法中选择一个正则化算子，也可以用核函数的形式表现出来。 

8.4  几种核方法 

8.4.1  KPCA的基本思想 

对一个给定的非线性映射Φ，将输入空间 nR 映射成为特征空间 F： 
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                                  :
    ( )

nR FΦ
Φ

→
→x x

 (8.27) 

相应地，一个在 nR 空间的模式映射成为特征空间中具有更高维数的模式，这时，在 nR 空

间中线性不可分的模式，在映射后的特征空间中可能变得线性可分，或是比在 nR 空间中更容

易分类。KPCA[13]就是一种在特征空间中进行 PCA 的方法。 
一般地，很难得到最佳的非线性变换Φ，同时高维空间甚至是无穷维空间的内积也是难

于计算的。但是核方法的出现解决了这个难题，使得显性的非线性变换中不再需要，同时也

大大简化了内积的计算。首先将输入样本投影到一个比原来样本空间维数更高的特征空间 F
中，然后计算各阶统计矩，一般来说这一工作量较大。我们现在寻求仅通过对训练样本 x 的

点积运算 ( ( ) ( ))i jΦ Φx x⋅ 进行计算，其中Φ 是一个非线性映射。这一目的可以通过利用 Mercer

核函数实现[8]，这里 Mercer 核函数 ( , )i jk x y 计算在空间 F 中的点积，即 ( , ) (i jk Φ=x y  

( ) ( ))i jΦx x⋅ 。这一思想首先被应用在支持向量机(SVM)中并产生了一种较通用的机器学习

算法。 

令{ }ix 是输入空间 X 中的 M 个向量，Xj代表 X 的一个子集，且
1

k

j
j

X X
=

= U ，其中 k 为类

别数。假设空间 X 通过下面一个非线性映射ϕ 变换到一个希尔伯特空间 F： 

                                    
:

    ( )
φ X F

φ
→
→x x

 (8.28) 

为计算公式简便起见，假设所有的数据已经中心化。这样在特征空间 F 中的协方差矩阵

为 

                               T

1

1 ( ) ( )
M

j j
j

φ φ
M =

= ∑C x x  (8.29) 

令 M × M 阶矩阵 K 由元素 ( ) ( )ij i jk ϕ ϕ= ⋅x x 构成，则 Kernel PCA 可通过解特征方程 

                                    M Kλα α=  (8.30) 

求得。同样，可以得到空间 F 中的类间散布矩阵为 

                                 T

1

1 k

j j j
j

n
M =

= ∑ ϕ ϕB  (8.31) 

其中， jϕ 是第 j 类的均值向量，
1

1 ( )
jn

j ji
j i

x
n =

= ∑ϕ ϕ ， jix 是第 j 类的第 i 个元素。同时，空间

F 中的总体散布矩阵 

T

1 1

1 ( ) ( )
jnk

ji ji
j i

x x
M = =

= ∑∑ϕ ϕV  

由散布矩阵，在空间 F 中的 Fisher 判别函数可定义为 
T

T( )J =
ϕ ϕϕ
ϕ ϕ

B
V
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由 Fisher 最优判别分析可知，第一个最优判别向量的求解可以归结为如下广义特征值问

题： 
λ =Vv Bv  

而对上述问题的求解已有多种方法。KPCA 的基本思想和推导过程可以用图8.2表示出来。 

 
图 8.2  KPCA 示意图 

因为特征空间 F 相对于输入空间是非线性的，因此在输入空间投影到主本征向量上的向

量就成为非线性。对于 KPCA 重要的是，实际上并没有向 F 空间进行映射，而是在输入空间

进行了核函数 k 的计算。 
实际上在特征空间 F 中进行的是标准 PCA 计算，所以 KPCA 的性质和 PCA 是一致的。 
和线性 PCA 不同，KPCA 方法允许主成分的数量超过输入空间的维数。设观察值 M 大

于输入空间的维数 N，则线性 PCA 对 M×M 点积矩阵进行变换时，至多能找到 N 个非零本征

值，等于 ×N N 协方差矩阵的非零本征值；相反，KPCA 可以找到高达 M 个非零本征值，这

说明基于 ×N N 协方差矩阵实现 KPCA 是不可能的。 
多项式核函数 ( , ) ( 1)dk = ⋅ +x y x y 在 5d = 时，对于 256 维输入空间会产生 1010维空间。 

在这样的空间里计算主成分是不可能的。实际上，① KPCA 并不是在整个 F 空间计算本征

向量，只是对 F 空间的样本 xi的子空间进行计算。② KPCA 不需要直接计算 F 空间向量的

点积，而是在输入空间计算核函数；KPCA 和 PCA 计算具有 l 个观察值的 l l× 点积矩阵的计

算量是相同的。估计核函数和点积计算相比，不会使计算复杂度改变；如果 k 很容易计算，

如多项式核函数，计算复杂度的改变可以忽略。③ KPCA 虽然比 PCA 增加了计算复杂度，

但在设计分类器时会得到补偿。在 KPCA 方法中提取主成分特征后，可以采用线性支持向量

机(Support Vector Machine, SVM)构造决策边界；线性 SVM 比非线性 SVM 的速度快很多。 
这是因为对于 ( )( , )k = ⋅x y x y ，SVM 的决策函数 

                            
1

( ) sgn ( )
l

i i j
i

f k bλ
=

⎛ ⎞
= +⎜ ⎟

⎝ ⎠
∑x x x  (8.32) 

可以表示为权向量表达式 
                               ( )( ) sgn ( )f b= ⋅ +x x w  (8.33) 



第 8 章  核函数方法及应用 

 

201 

其中
1

l

i i
i

λ
=

= ∑w x 。这样在分类时速度可以很快，从而补偿了主成分特征提取阶段的速度，通

过控制主成分特征的数量或减小集合参数 N 使准确率和速度在整个分类器设计过程得到折

中。 
对上述 KPCA 的描述，以 ORL 数据库中第 30 人为例，将其输入向量经过核空间映射后

的向量以图 8.3 表示出来，其中“×”符号表示为输入向量，而“+”符号为经过核空间映射

后重构的可以用来作为识别的标准向量。 
采用多项式核函数 d = 2、分别采用 5 个训练样本和 5 个测试样本、取不同主成分个数时

的识别率如表8.1所示。图8.4为根据表 8.1 得到的识别率。 

表 8.1  d = 2、训练样本和测试样本分别为 5 时的识别率 

主成分个数 10 20 30 40 50 60 70 80 90 100 

识别率(%) 57 79 87 915 94 945 965 97 985 99 

主成分个数 110 120 130 140 150 160 170 180 190 200 

识别率(%) 99 99 99 99 99 99 0.99 0.99 0.99 0.99 

      
   图 8.3  输入向量和经过 KPCA 重构向量      图 8.4   d = 2、训练样本和识别样本分别是 5 的识别率 

8.4.2  基于类内散布的最优kernel PCA展开方法 

运用核方法，可以将基于类内散布的最优 PCA 展开方法推广成为基于类内散布的最优

kernel PCA 展开方法。 
基于类内散布的最优kernel PCA展开方法旨在抽取非线性变换下包含最佳判别信息的向

量集。方法的过程如下： 
1．运用 KPCA 的方法将原始样本空间映射到 m 维的特征空间，m = M − 1, M 为原始空

间训练样本的个数。 
2．在特征空间 mR 中，求得类内散布矩阵 wS ，计算 wS 的特征值 1 mλ λ≤ ≤L 和对应的特

征向量 1, , mξ ξL 。选取前 d 个特征向量，令 1( , , )dV ξ ξ= L 。 
如果在求解最佳判别向量集的过程中，仅考虑由总体散布矩阵 tS 的非零特征值构成的 



模 式 识 别   202 

特征子空间，不但不会影响最佳判别向量集的求解，而且会减少运算量。KFD 可以视为特征

空间中的 FDA，同样先进行 KPCA 运算，再求取特征空间中类内散布矩阵从小到大特征值所

对应的特征向量是一种行之有效的方法。相比于其他 KFD 方法，基于类内散布的最优 kernel 
PCA 展开方法不仅大大减少了运算量，而且避免了由于特征空间中的中心化给 KFD 带来的

问题，使得更容易抓住 KFD 的本质，简化了 KFD。同时，基于类内散布的最优 kernel PCA
展开方法不但未求取类间散布矩阵，而且考虑了类内散布矩阵的核对求取最佳判别向量集的

作用。这是其他 KFD 方法所没有考虑到的。 

8.4.3  融合先验类别信息的非线性主元分析算法 

Kernel 提供了一种处理非线性问题的算法。将 x 投影到非常高维的空间 F，使其分散性

更好，在高维 F 空间 Kernel 运算代替了点积运算，主要有空间维数压缩和优化算法两种形式。

空间维数压缩包括如 KPCA, KPLS, KFD 等变换及变体形式。虽然要向非常高的空间进行映

射，求取特征向量等，但这些运算都可以通过 Kernel 函数的运算直接进行求解，从而使这个

映射空间变成完全透明的。并且能够提取比变量数更多的主成分。 
优化算法：一般情况下优化问题都含有系数与基函数的点乘运算，即 ( )ϕ⋅w x 可以转化

为 Kernel 函数的形式，这样就变成以 Kernel 函数表达的优化目标。例如支持向量机就是其中

的一种典型应用。 

1．PKPCA 算法[15] 

主成分分析(PCA)是从高维数据提取其结构的有效方式，它舍弃了相关性不强的信息。

PKPCA(Priori Kernel Principal Component Analysis)是综合了PCA对总体方差和Fisher判据对

类间差、类内差的分析基础上，将类别信息融入 PCA 算法中的一种更易于分类的新算法。

PKPCA 首先引入类别信息到 PCA 中，对高维空间进行映射，在高维空间重构样本库。然后

进行 Kernel 变换，得到提取主元的表达式。 
(1)先验类别信息的融入 
考虑 k 个样本集 X1,L , Xk，每个样本集中有 Ni , i = 1,L , k 个样本，且 iN N=∑ 。相应

的均值和协方差阵分别为 1, , q
k R∈Lm m (其中 q 为变量数)和 V1,L , Vk∈Rq×q。则各样本集的

类间差 mS 及类内差 wS 分别为 

                              1 1

1

1k k

m i j
i j

k

w i
i

k= =

=

⎧ ⎛ ⎞
⎪ = −⎜ ⎟⎜ ⎟⎪ ⎝ ⎠⎨
⎪

=⎪
⎩

∑ ∑

∑

S m m

S V

 (8.34) 

PCA 不考虑类的差别，将样本总体作为一类，只考虑总体方差 

                              
2

1 1

1N N

i j
i jN= =

⎛ ⎞
= −⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑S x x  (8.35) 

由于 PCA 的优化目标只具有总体性，而不包含类别信息，因而在分类时，提取的主元有

可能是盲目的。如果考虑样本中各类方差有不同的重要性，则赋予不同的类权值 iβ ；同时若
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还考虑样本总方差和类间差，也相应地赋予不同的权值系数γ ，则此时分类的目标将是最小

化如下的类内方差： 

                                    
1

k

e i i
i

β
=

= ∑S V  (8.36) 

并且同时最大化如下加权的类间差和总体方差： 

                                  (1 )b mγ γτ= − +S S S  (8.37) 

式中， /N kτ = ，以使得式(8.35)右边两项在同一量级上。 
这样就将先验的类别信息蕴含于 PCA 中，提取的主成分会更倾向于分类的目的。如果考

虑向一维空间的投影 Ty = w x ，则式(8.36)和式(8.37)所共同表述的优化目标即为 

                                 
T

1T0
arg max b

w
e

λ
≠

=
w S w
w S w

 (8.38) 

式中 bS , eS 均为非负定阵，对式(8.38)的求解实际上是求解如下方程的特征值和特征向量： 

                                    b eλ=S w S w  (8.39) 

记方程的非零特征根为 1 pλ λ≥ ≥L ，最大特征根 1λ 就是式(8.39)的解，而特征向量就是

一维的变换 w，即第一主成分。 
(2)样本库重构 
为使样本分散性更好，将样本向量映射到另一更高维的空间 : NR FΦ → ，在 F 空间，假

设 w 为 ( )iΦ x 的线性组合，即 

                                   ( )NXΦ=w α  (8.40) 

式中 1( ) ( ( ), , ( ))N NXΦ Φ Φ= Lx x , T
1( , , )Nα α= Lα 。由式(8.40)可以看出 α 维数与样本数相

同，如果样本量较大，会造成最终的主成分维数非常多，使计算复杂度增加。在 F 空间，还

会出现某样本 ( )Φ x 可以近似由其他样本线性表示的情况，造成后面的 K 阵非常奇异。出于

这两个目的的考虑，要对初始样本进行重构，建立新的用来建模的稀疏样本库。重构的基本

思想是，逐个引入样本，并判断这个样本是否可以由样本库的样本线性表示，如果否则引入，

反之则不引之。为此引入如下定理： 

【定理8.9】 T( ( ) ( ))n i jK Φ Φ= x x , i, j = 1,L , n, 1

ˆ
n n

n T
n n

K K

K K
−⎡ ⎤

= ⎢ ⎥
⎢ ⎥⎣ ⎦

%

%
K , 1 0nK − ≠ , 1 0nK − ≠ , 

Tˆ ( ) ( )n n nK Φ Φ= x x 为标量，其他矩阵具有相应的维数， 1
1

ˆ T
n n n nK K K Kδ −

−= − % %，如果 0δ = ，则

( )nΦ x 可以由 ( )iΦ x , i = 1, L , n − 1 表示。 
证明：因为初等变换不改变矩阵的秩，所以对 Kn做变换  

1
111 1 1

1 1
1 1

00
ˆˆ1 0 1 0

nn nn n n
T TT
n n n n n nn n

KK KI I K K
K K K K K KK K

−
−−− − −

− −
− −

⎡ ⎤ ⎡ ⎤⎡ ⎤⎡ ⎤ −
= =⎢ ⎥ ⎢ ⎥⎢ ⎥⎢ ⎥− −⎣ ⎦ ⎢ ⎥ ⎣ ⎦ ⎣ ⎦⎣ ⎦

% %
% % %%

A  

很明显，如果 0δ = ，则 0nK= =A ，因而 rank( )nK n< ，令 1 1( ( ), , ( ),nΦ Φ −= LC x x  ( ))nΦ x ，

因为 T
nK = C C ， rank( ) rank( )nK n= <C ，且 1 0nK − ≠ ，所以 ( )nΦ x 可以用 ( )iΦ x 线性表示。

证毕。 
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以任意一个样本开始作为初始样本库，逐个引入样本，计算δ 。根据定理 8.9，如果 0δ = ，

则说明这个新样本可以由样本库的样本线性表示，不引入，否则引入。对于样本数量较大的

情况，可以采用判据δ ε≥ (ε 为较小的数)，通过ε 调整重构样本库的数量，这样就可以减少

α的维数，得到一个稀疏的样本库，达到降低特征向量减少计算复杂度的目的。 
(3)进行 Kernel 转换，求取特征方程 
在高维 F 空间，将各类样本的总体方差(S)、样本类内总离散度矩阵(Sm)、类间离散度

矩阵( wS )写成矩阵形式，得到 F 空间 eS , bS 的矩阵表达形式： 

                        T

1

1( ) 1 ( )
i i i i i

k

e i N N N N N
ii

I
N

β Φ Φ×
=

⎛ ⎞
= −⎜ ⎟

⎝ ⎠
∑S X X  (8.41) 

        T T

1

1 1(1 ) ( ) 1 ( ) ( ) 1 ( )
N

b N N N N N k k k
i

I M I
N k

γ Φ Φ γτΦ Φ× ×
=

⎛ ⎞ ⎛ ⎞= − − + −⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠∑S X X M  (8.42) 

式中， 1( ) ( ( ), , ( ))kM m mΦ Φ Φ= L 为 k 个类均值点的映射矩阵；
1( ) ( ) 1

i ii N N
i

m x
N

Φ Φ= ，1
iN 表

示 Ni个 1 组成的列向量，1k×k是各元素为 1 的 k×k 维矩阵， 1( ) ( ( ), , ( ))ii

i i

NN
N Nx xΦ Φ Φ= LX ， iN

ix

为 Ni类的第 i 个样本。 
将式(8.40)~式(8.42)代入式(8.39)，并左乘以 T( )NΦ X ，且进行核变换，得到特征方程 

                                    λ=Aα Bα  (8.43) 

式中 T T1 1(1 ) 1 1N N N k k kI I
N k

γ γτ× ×
⎛ ⎞ ⎛ ⎞= − − + −⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

A K K T T , T

1

1 1
i i i i i

k

i N N N N N
ii

I
N

β ×
=

⎛ ⎞
= −⎜ ⎟

⎝ ⎠
∑B K K , 

T = (T1,L , Tk), 1 1
i ii N N

i

K
N

=T 为 N 维列向量， ( ( , ))j

i

N
N i jK x x=K , i = 1,L , N, j = 1,L , Ni为

N×Ni维矩阵， ( ( , ))i jK x x=K , i = 1,L , N 为 N × N 维矩阵，K = (KN1,L , KNk)。 

这样就将式(8.43)转化为求解下式的特征向量： 

                                    1 λ− =B Aα α  (8.44) 

式(8.44)中如果矩阵 B 是奇异的，则引入一个小变量将其修改为 B + μI。 
(4)分界阈值点和 LS-SVM 分类器 
任意样本 x 在第 n 个主成分上的投影为 

           ( ) T ( ) T ( ) ( )
1

1

( ) ( ) ( ) ( ( ), , ( )) ( , )
N

n n n n
N i i

i

h KΦ Φ Φ Φ α
=

= = = ∑Lx x w x x x α x x  (8.45) 

利用 PKPCA 分析会发现，对于前 k − 1 个主成分的投影，其在三维空间中呈现出围绕各

类中心的峰或谷的形式，而对其他主成分则没有。 
因此前 k − 1 个主成分对分类起很大的作用。对于两类问题，如果通过第一个主成分进行

分类，则常用两种分界阈值点： 

               (1) T (1) T1 2
1 1 1 2 2

1 2

( ) ( ) 1 1 1( ) ( ) 1 1
2 2 N N N Ny K K

N N
Φ Φ ⎛ ⎞+

= = +⎜ ⎟
⎝ ⎠

m mw α  (8.46) 
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       (1) T (1) T1 1 2 2
2 1 1 2 2

1 2 1 2

( ) ( ) 1 1 1( ) ( ) 1 1
2 N N N N

N Ny K K
N N N N

Φ Φ ⎛ ⎞+
= = +⎜ ⎟+ ⎝ ⎠

m mw α  (8.47) 

当提取足够的主成分后，可以采用其他分类器进行分类。如采用 SVM 的一种 LS-SVM 
(Least Square Support Vector Machine)(Gestel T. V, Suykens J. A. K. et al. 2002)作为 PKPCA 的

输出分类器。 

8.4.4  PKPCA与KPCA和KFD的关系 

PKPCA 和 KPCA 及 KFD 都是利用 Kernel 变换，提取主成分来进行分析。三者之间既有

区别也有联系[15]。 
(1)当取式(8.39)Se = 1，考虑 0γ → ，此时 b →S S ，就得到 KPCA 的特征方程 

                                1 1N N NI K
N

λ ×
⎛ ⎞= −⎜ ⎟
⎝ ⎠

α α  (8.48) 

取 0.1γ = ，代表(近似)KPCA 的情况， 0.9γ = 表示 PKPCA，来对其分类能力进行比较。 
(2)当 1γ → , b m→S S ，则为 KFD 形式 

                          T

1

1 1  
i i i i i

k

N N N N N
ii

K I
N

λ ×
=

⎛ ⎞
′− =⎜ ⎟

⎝ ⎠
∑ α αK A  (8.49) 

此时， T11k k kI
k ×

⎛ ⎞′ = −⎜ ⎟
⎝ ⎠

A T T ，注意到 tank( ) 1k′ −≤A ，即 KFD 只能求得(类别数 − 1)个特征

向量，这对于变量维数较高时的压缩是极大的，而式(8.43)中 A 的另一项即总体方差的加入

使提取的主成分更多。 
此外，如果 1iβ = ，而 0jβ = , j = 1,L , k, j ≠ i，则 

                           T1 1
i i i iN N N N

i

I
N

λ
⎛ ⎞

− =⎜ ⎟
⎝ ⎠

α αK K A  (8.50) 

表示只考虑某类样本的样本内差，从而提高这类样本的特征识别能力这样特别适合特定样本

集的判别，如身份认证等场合。 

习题 8 

8.1  令 k1和 k2是 X × X 空间的核函数， nX R⊆ , a R+∈ ，f(·)是 X 空间的实值函数，φ: X→RN

是 RN × RN空间具有核函数 k3的映射。B 是 n × n 的对称半正定矩阵。证明下列函数是核

函数： 
(1) 1 2( , ) ( , ) ( , )k k k= +x z x z x z  
(2) 1( , ) ( , )k ak=x z x z  
(3) 1 2( , ) ( , ) ( , )k k k=x z x z x z  
(4) ( , ) ( ) ( )k f f=x z x z  
(5) 3( , ) ( ( ) ( ))k k φ φ=x z x z  
(6) ( , )k ′=x z x Bz  
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8.2  令 1( , )k x z 是 X×X 空间的核函数，其中 , X∈x z ，p(x)是具有正系数的多项式，则下面

的函数也是核函数： 
(1) 1( , ) ( ( , ))k p k=x z x z  
(2) 1( , ) exp( ( , ))k k=x z x z  
(3) 2 2( , ) exp( || || /(2 ))k σ= − −x z x z  
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第 9章  模糊模式识别 

在我们的日常生活中，常常会遇到一些“模糊性”现象。例如，“秃头悖论”问题：一

位已经谢顶的老教授与他的学生争论他是否为秃头问题。 
教授问：我是秃头吗？ 
学生答：您的头顶上已经没有多少头发，确实应该说是。 
教授问：你秀发稠密，绝对不算秃头；我问你，如果你头上脱落了一根头发之后，能说

变成了秃头了吗？ 
学生答：我减少一根头发之后，当然不会变成秃头。 
教授说：好了，总结我们的讨论，得出下面的命题：“如果一个人不是秃头，那么他减

少一根头发仍不是秃头”，你说对吗？ 
学生答：对！ 
教授说：我年轻时也和你一样是一头秀发，当时没有人说我秃头，后来随着年龄的增大，

头发一根根减少到今天的样子。但每掉一根头发，根据我们刚才的命题，我都不应该称为秃

头，这样经过有限次头发的减少，用这一命题有限次，结论是：“我今天仍不是秃头”。 
这个悖论反映了精确与模糊之间的矛盾，对于模糊的事物，比如秃与不秃，没有绝对的

界限。虽然在微小的量变之中已经蕴含着质的差别，然而这种差别绝对不能仅用“是”与“非”

这两个字来刻画。因此，数学归纳法这种只适用精确的方法，不能直接搬到模糊现象中来用。 
1965 年，美国控制论专家扎德(L. A. Zadeh)把模糊性和数学统一起来，提出了模糊集理

论，随着数学界和工程界研究的广泛和深入，理论成果和应用成果不断出现，创建了一门新

学科——模糊数学。模糊集理论是对一类客观事物和性质更合理的抽象和描述，是传统集合

理论的必然推广。 
传统的模式识别是一种硬划分，它把每个待识别的对象严格地划分到某类中，类别之间的

界限是分明的。而实际上大多数对象并没有严格的属性，它们的形态和类属存在着中介性，适合

进行软划分。模糊集理论的提出为这种软划分提供了有力的分析工具，人们开始用模糊方法处理

聚类问题，并称为模糊模式识别(或模糊聚类分析)。由于模糊聚类得到了样本属于各个类别的不

确定性程度，建立了样本对类别的不确定性描述，因此更能客观地反映现实世界。 

9.1  模糊数学的基本理论 

9.1.1  模糊集合 

1．隶属函数 

与模糊集合相对应，这里将传统经典集合论中的集合称为经典集合或普通集合。假设在

普通集合中 x 为论域 U 中的一个元素，A为 U 的一个子集，即 A⊂U ，那么 x 与 A的关系可

以用特征函数 ( )AC x 来描述： 
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                                ( ) 1,   
0,   A

x A
C x

x A
∈⎧

= ⎨ ∉⎩
 (9.1) 

即 x 要么属于 A，要么不属于 A，两者必取其一，非此即彼。由此可见，集合中的特征函数

与二值逻辑相对应，即只能取{ }0,1 两个值，从而不能表达现实中存在的“亦此亦彼”的模糊

现象。因此，有必要将式(9.1)所示的特征函数推广到闭区间[0, 1]，这就形成了模糊数学中的

隶属函数 ( )A xμ % 。 

【定义 9.1】 设在论域 U 上给定的一个映射为 

                                 [ ]: 0,1Aμ →% U  (9.2) 

                                    ( )Ax xμ→ %  (9.3) 

则称 A%为 U 上的模糊(Fuzzy)集合， ( )A xμ % 称为 A%的隶属函数(Membership Function)，或称为

x 对 A%的隶属度。隶属度越大，表示 x 隶属 A%的程度越高。例如， ( )A xμ % = 1，表示 x 完全属

于 A%； ( )A xμ % = 0，表示 x 不属于 A%；0< ( )A xμ % <1，表示 x 属于 A%的程度介于“属于”和“不

属于”之间，即是模糊的。 
特别地，当 { }( ) 0,1A xμ =% 时， ( )A x% 蜕化为一个普通集合的特征函数， A%也成为一个普通

集合。由此可见，普通集合是模糊集合的特殊情况： 

                             ( ){ }| 1AA x xμ= ∈ =%
% U  (9.4) 

隶属函数的表示方法大致有三种。一般情况下，序偶表示为 

                            { }( ( ), )AA x x xμ= ∈%
% U  (9.5) 

如果 U 是有限集合或可数集，那么求和形式(也称 Zadeh 表示法)表示为 

                                ( )i iA
i

A x xμ=∑ %
%  (9.6) 

如果模糊集合中各元素的顺序已确定，那么模糊集合 A%对应的向量形式表示为 

                           1 2( ( ), ( ), , ( ))nA A AA x x xμ μ μ= % % %
% L  (9.7) 

如果 U 是无限集，则可表示为 

                                  ( ) /AA x xμ= ∫ %
%

U
 (9.8) 

其中
i
∑和

U∫ 不是求和与积分，它们表示附有隶属度的各元素的

并，是各个元素与隶属函数对应关系的一个总括。 

【例 9.1】 设有论域 U = {a, b, c, d}, A%是 U 上“圆形”的一

个模糊子集，如图9.1所示，对 U 中的每一个元素指定一个它对 A%

的隶属度(对圆形的隶属程度)，分别为 

( )A aμ %  = 1， ( )A bμ %  = 0.8， ( )A cμ %  = 0.5， ( )A dμ %  = 0.3 

那么，模糊集合 A%可表示为 

 
图 9.1  模糊集合 
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求和表示法： A% = 1 0.8 0.5 0.3
a b c d
+ + +  

序偶表示法： A% = {(1, a), (0.8, b), (0.5, c), (0.3, d)} 
向量表示法： A% = (1, 0.8, 0.5, 0.3) 

2．模糊集合的运算 

【定义 9.2】 设 ,A B% %为论域 U 中的模糊集合，规定模糊集合之间的包含为 A B⊇% %、相等

为 A B=% %、并为 A B% %U 、交为 A B% %I 、余为 CA% ，相应的运算如下： 
包含  ( )( ( )AA B x xμ⊃ ⇔ ∀ ∈ %

% % U ≥ ( ))B xμ %  

相等  ( )( ( ) ( ))BAA B x x xμ μ= ⇔ ∀ ∈ =% %
% % U  

并    ( ) ( ( ) ( ) ( )) max ( ), ( )B BC A AC A B x x x x x xμ μ μ μ μ⎡ ⎤= ⇔ ∀ ∈ = ∨ = ⎣ ⎦% % % % %
% % %U U  

交    ( )( ( ) ( ) ( )) min ( ), ( )D B BA AD A B x x x x x xμ μ μ μ μ⎡ ⎤= ⇔ ∀ ∈ = ∧ = ⎣ ⎦% % % % %
%% %I U  

余    ( )( ( ) 1 ( ))C
E AE A x x xμ μ= ⇔ ∀ ∈ = −% %

% U  

其中，符号“∨”表示取最大值，“∧”表示取最小值。 

3．λ截集 

截集的概念描述了模糊集合与普通集合之间的转换关系。 

【定义 9.3】 设 A%为论域U 中的模糊集合，对任意 [ ]0,1λ∈ ，集合 

{ }, ( )AA x x xλ μ λ= ∈ ≥%U ， 

则普通集合 Aλ 被称为集合 A%的λ截集，λ称为阈值或置信水平。 
由定义可知，集合 A%为模糊集， Aλ 为普通集，通过阈值实现了模糊集到普通集的转换。

下面举一个例子对这种集合的转换予以说明。 

【例 9.2】 有 5 个病人 x1, x2, x3, x4, x5，体温分别为 38.9°C, 37.0°C, 37.2°C, 39.2°C, 
38.1°C，护士统计时的记录如下[1]： 

37.0°C 以上者有 5 人：x1, x2, x3, x4, x5 
37.5°C 以上者有 3 人：x1, x4, x5 
39.0°C 以上者有 1 人：x4 
在考虑有多少病人发烧时，医生就可能根据不同经验得出不同的结论。如果认为发烧的

温度界限是 37.0°C，则有 5 人发烧；如果温度界限是 37.5°C，则只有 3 人发烧。 
由于发烧属于模糊概念，所以用模糊数学来描述更为合适。根据医生的经验，可将各个

温度段用发烧的隶属度表示： 
T ≥ 39.0°C，隶属度等于 1.0 
38.5°C ≤ T < 39.0°C，隶属度等于 0.9 
38.0°C ≤ T < 38.5°C，隶属度等于 0.7 
37.0°C ≤ T < 38.0°C，隶属度等于 0.4 
T < 37.0°C，隶属度等于 0.0 
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用模糊集合 A%表示“发烧病人”，有 

A%= {( 0.9, x1), (0.4, x2), (0.4, x3), (1.0, x4), (0.7, x5)} 

这样，就可以方便地对病人进行分类。如果将隶属度在 0.9 以上的病人认为是发高烧，

并进行特护处理，那么这些病人可表示为 A0.9 = {x1, x4}。 

9.1.2  模糊关系 

设 X, Y 是两个论域，则 X × Y = {(x, y)|x∈X, y∈Y}为 X 与 Y 的笛卡儿乘积(也称直积)。

笛卡儿积 X × Y 是由两个集合间元素无约束地搭配成的序偶(x, y)的全体所构成的集合。 
序偶中两个元素的排列是有序的，对于 X × Y 中的元素必须是(x, y), x∈X, y∈Y；也就是

说，(x, y)与(y, x)是不同的序偶。 
例如，X = {α, β}, Y = {1, 2}，则 X × Y 与 Y × X 分别为 

X × Y = {(α, 1), (α, 2), (β, 2), (β, 2)} 

Y × X = {(1, α), (1, β), (2, α), (2, β)} 

1．模糊关系的定义和表示 

【定义 9.4】 设 X, Y 是两个论域，笛卡儿积 X × Y 上的一个模糊子集 R%称为从 X 到 Y
的一个模糊关系，记为 RX Y⎯⎯→

%
。 R%的隶属函数 ( , )R x yμ % 表示了 X 中元素 x 与 Y 中元素 y

具有关系的程度。 
特别地，当 X = Y 时，称 R%为论域 X 上的二元模糊关系。 
X × Y 上的全体模糊关系记为 F(X × Y)。 
当论域 X = {x1, x2,L , xm}，Y = {y1, y2,L , yn}都是有限离散论域时，模糊关系可用矩阵 R = 

(rij)m×n来表示，其中 rij = ( , )i jR x yμ % ，0≤rij≤1(1≤i≤m, 1≤ j≤n)。矩阵 R 称为模糊矩阵。 

特别地，当 rij∈{0, 1}(1≤i, j≤n)时，模糊矩阵 R 转化为布尔矩阵。 

【例 9.3】 在医学上通常用公式“身高(cm)−100=标准体重(kg)”来描述成年男性的体

重与身高的关系，通常认为超过标准体重 10%者为偏重，超过 20%者为肥胖，低于 10%者为

偏瘦，低于 20%者为消瘦。事实上，对一般健康人，采用这个公式衡量时常会有些错误，但

这不能说明他们不正常。用模糊关系更能客观地反映出身高与体重的关系，如表9.1所示。 

表 9.1  成年男性身高与标准体重的模糊关系 

( , )R x yμ %  50 kg 60 kg 70 kg 80 kg 90 kg 

150 cm 1 0.8 0.2 0.1 0 

160 cm 0.8 1 0.8 0.2 0.1 

170 cm 0.2 0.8 1 0.8 0.2 

180 cm 0.1 0.2 0.8 1 0.8 

190 cm 0 0.1 0.2 0.8 1 

表 9.1 的模糊矩阵表示为 
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R = 

1 0.8 0.2 0.1 0
0.8 1 0.8 0.2 0.1
0.2 0.8 1 0.8 0.2
0.1 0.2 0.8 1 0.8
0 0.1 0.2 0.8 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

2．模糊关系的合成 

若已知 X 到 Y 的模糊关系 R%，Y 到 Z 的模糊关系 S%；欲通过 R%与 S%求 X 到 Z 的模糊关

系，可以运用关系合成来解决。 

【定义 9.5】 设 X, Y, Z 是三个论域，模糊关系 ( )R F∈ ×% X Y , ( )S F∈ ×% Y Z ，由 R%与 S%合
成一个新的模糊关系 ( )R S F∈ ×%%o X Z ， R S%%o 是 X 到 Z 的模糊关系，它的隶属函数为 

( , ) ( ( , ) ( , ))RR S Sy
x z x y y zμ μ μ

∈
= ∨ ∧% % %%o Y

 

模糊关系与自身的运算又称为幂运算，即 
2R R R=% % %o  

1n nR R R−=% % %o  
如果 X, Y, Z 都是有限论域， R%和 S%对应的模糊矩阵分别为 R = (rij)m×n和 S = (sij)n×l，那

么 R%对 S%的模糊关系的合成Q R S=% %%o ，其模糊矩阵 Q = (qij)m×l，其中
1
( )

n

ij ik kjk
q r s

=
= ∨ ∧ 。也就

是说，模糊关系的合成对应模糊矩阵的乘积。 

【例 9.4】 已知模糊矩阵 R = 

4 3

0.3 0.7 0.2
1 0 0.4
0 0.5 1

0.6 0.7 0.8 ×

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎣ ⎦

和 S = 

3 2

0.1 0.9
0.9 0.1
0.6 0.4

×

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

，求 R 对 S 的合成

矩阵(也称 R 对 S 的模糊矩阵的乘积)。 
解：Q = R oS 
q11 = (0.3∧0.1)∨ (0.7∧0.8) ∨ (0.2∧0.6) = 0.1∨0.7∨0.2 = 0.7 
q12 = (0.3∧0.9)∨ (0.7∧0.1) ∨ (0.2∧0.4) = 0.3∨0.1∨0.2 = 0.3 
q21 = (1∧0.1)∨ (0∧0.8) ∨ (0.4∧0.6) = 0.1∨0∨0.4 = 0.4 
q22 = L  
类似地，可计算得 

Q = 

4 2

0.7 0.3
0.4 0.9
0.6 0.4
0.7 0.6 ×

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎣ ⎦

 

模糊矩阵的合成运算不满足交换律，即 ≠oR S  S oR。 

3．模糊等价关系和模糊相似关系 

【定义9.6】 自反性：设 R%是 U 中的模糊关系，若对∀x∈U，都存在 ( , ) 1R x xμ =% ，则称 R%

满足自反性。 
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【定义 9.7】 对称性：设 R%是 U × U 中的模糊关系，当且仅当对∀(x, y)∈ U, 都存在

( , ) ( , )R Rx y y xμ μ=% % ，则称 R%满足对称性。 

【定义 9.8】 传递性：设 R%是 U × U 中的模糊关系，对∀(x, y), (y, z), (x, z)∈ U × U，都

存在 ( ( , ) ( , )) ( , )R R Ry
x y y z x zμ μ μ∨ ∧ ≤% % % ，则称 R%满足传递性。 

【定义 9.9】 模糊等价关系：设 R%是 U 中的模糊关系，若 R%同时具有自反性、对称性、

传递性，则称 R%是一个模糊等价关系， R%对应的矩阵为模糊等价矩阵。 
【定义9.10】 模糊相似关系：设 R%是 U 中的模糊关系，若 R%同时具有自反性和对称性，

则称 R%为模糊相似关系， R%对应的矩阵为模糊相似矩阵。 
【定理9.1】 ( )R F∈ ×% U U 是 U 上的模糊等价关系的充要条件是，对∀ [ ]0,1λ∈ ， Rλ 都

是 U 上的普通等价关系。或者说，设 R 是 n × n 阶模糊等价矩阵，当且仅当∀ [ ]0,1λ∈ 时，

Rλ都是等价的布尔矩阵。 
由定理 9.1 可知，若 R%为模糊等价关系，则对于给定的 [ ]0,1λ∈ 便可得到相应的普通等

价关系 Rλ，这就意味着得到了一个λ水平的分类。 
【定理 9.2】 若 0 ≤ λ ≤ μ ≤1，则截矩阵 Rμ 所分出的每一类必是截矩阵 Rλ所分出的某

一类的子类，或称 Rμ的分类法是 Rλ分类法的加细。 
通常根据规定的类别数来选择合适的λ进行分类；或将λ从 1 逐渐降至 0，其决定的分类

由细变粗，逐步归并，形成一个分级聚类树。 
【例 9.5】 设论域 X = {x1, x2, x3, x4, x5}，给定 X 上一个模糊关系 R%，其模糊矩阵为 

R = 

1 0.4 0.8 0.5 0.5
0.4 1 0.4 0.4 0.4
0.8 0.4 1 0.5 0.5
0.5 0.4 0.5 1 0.6
0.5 0.4 0.5 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

要求按不同的λ分类。 
解：矩阵显然具有自反性和对称性，而 

R oR = 

1 0.4 0.8 0.5 0.5
0.4 1 0.4 0.4 0.4
0.8 0.4 1 0.5 0.5
0.5 0.4 0.5 1 0.6
0.5 0.4 0.5 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 = R 

所以，R 具有传递性，故 R 是模糊等价矩阵。 
令λ由 1 降至 0，写出 Rλ，按 Rλ分类。 

(1)当λ = 1 时，R1 = 

1 0 0 0 0
0 1 0 0 0
0 0 1 0 0
0 0 0 1 0
0 0 0 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 5 类，即{x1}, {x2}, {x3}, {x4}, {x5}，这

是最细分类。 
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(2)当λ = 0.8 时，R0.8 = 

1 0 1 0 0
0 1 0 0 0
1 0 1 0 0
0 0 0 1 0
0 0 0 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 4 类，即{x1, x3}, {x2}, {x4}, {x5}。 

(3)当λ = 0.6 时，R0.6 = 

1 0 1 0 0
0 1 0 0 0
1 0 1 0 0
0 0 0 1 1
0 0 0 1 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 3 类，即{x1, x3}, {x2}, {x4, x5}。 

(4)当λ = 0.5 时，R0.5 = 

1 0 1 1 1
0 1 0 0 0
1 0 1 1 1
1 0 1 1 1
1 0 1 1 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 2 类，即{x1, x3, x4, x5}, {x2}。 

(5)当λ = 0.4 时，R0.4 = 

1 1 1 1 1
1 1 1 1 1
1 1 1 1 1
1 1 1 1 1
1 1 1 1 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时 5 个元素分

为 1 类，即{x1, x2, x3, x4, x5 }，它是最粗分类。 
于是可得出分级聚类树，也称动态聚类图，如图9.2所示。 

9.1.3  模糊集合的度量 

1．模糊度定义 

对于模糊集合而言，其隶属函数的确定方法各种各样，常常带有主观性。对同一论域上

的模糊集，不同的人或者用不同的判断标准，所得到的各元素的隶属度也不尽相同。而不同

的隶属度结构又导致了该模糊集呈现不同的模糊性。为了建立合理地测度模糊集合模糊性的

函数，首先给出模糊度的定义。 

【定义 9.11】 设论域 U 上任一个模糊子集 A%，为度量其模糊性大小，定义 

D: A%→[0, 1] 

为 A%的模糊度 D( A%)，它应满足： 
(a)当且仅当 Aμ %(xi)只取 0 或 1 时， 

D( A%) = 0 

xi∈U， Aμ %(xi)是 xi对 A%的隶属度。若 Aμ %(xi) = 0，则说明 xi完全不隶属于 A%，没有模糊

性；若 Aμ %(xi) = 1，则说明 xi完全隶属于 A%，也没有模糊性。 

(b)当 Aμ %(xi) = 0.5 时，D( A%)应取最大值，即 

 

图 9.2  分级聚类树 
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D( A%) = 1 

也就是说， Aμ %(xi)越靠近 1 或 0，模糊性就越小； Aμ %(xi)越远离 1 或 0，模糊性就越大，

最大模糊性发生在 Aμ %(xi) = 0.5，此处 Aμ %(xi)离 1 或 0 同样远。 

(c)对任意 xi∈U，设 U 上有两个模糊子集 A%和 B%，若 

Aμ %(xi)≥ Bμ %(xi)≥ 0.5 

或 

Aμ %(xi)≤ Bμ %(xi)≤ 0.5 

则 

D( B%)≥ D( A%) 

也就是说，越靠近 0.5 就越模糊。 
(d)D( A%) = D( CA% )，其中 CA% 是 A%的补集， CA% 定义为 

Aμ %C (xi) = 1 − Aμ %(xi) 

这说明 A%和它的补集 CA% 具有同等的模糊性。 

2．模糊度的计算 

模糊度刻画了一个模糊集合的整体模糊程度。设 U = { x1, x2,L , xn }，下面给出几个模糊

度的计算公式。 
(1)距离模糊度 
设 A0.5是 A%的λ = 0.5 的截集，有 

                           dp ( )A%= 
0.5

1/

1/
1

2 ( ) ( )
pn p

i A ip A
i

x x
n

μ μ
=

⎛ ⎞
−⎜ ⎟

⎝ ⎠
∑ %  (9.9) 

则 dp( A%)是 A%的模糊度，又称为明可夫斯基(Minkowski)模糊度。 
当 p = 1 时，d1称海明(Hamming)模糊度，即 

                           d1( A%) = 
0.5

1

2 ( ) ( )
n

i A iA
i

x x
n

μ μ
=

⎛ ⎞
−⎜ ⎟

⎝ ⎠
∑ %  (9.10) 

当 p = 2 时，d2称欧几里得(Euclidean)模糊度，即 

                          d2( A%) = 
0.5

2

1

2 ( ) ( )
n

i A iA
i

x x
n

μ μ
=

−∑ %  (9.11) 

【例 9.6】 计算模糊集合 A%和 B%的海明模糊度和欧几里得模糊度，其中， 

A% = 0.8 0.9 0.1 0.8
a b c d

+ + +  

B% = 0.3 0 0.3 0
a b c d

+ + +  
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解：因为 

A0.5 = 1 1 0 1
a b c d
+ + +  

B0.5 = 0 0 0 0
a b c d
+ + +  

则海明模糊度为 

d1 ( )A%= 2 (| 0.8 1| | 0.9 1| | 0.1 0 | | 0.8 1|)
4

− + − + − + −  = 0.3 

d1 ( )B% = 2 (| 0.3 0 | | 0 0 | | 0.3 0 | | 0 0 |)
4

− + − + − + −  = 0.3 

欧几里得模糊度为 

d2 ( )A%= 2 2 2 22 (0.8 1) (0.9 1) (0.1 0) (0.8 1)
4

− + − + − + −  = 0.316 

d2 ( )B% = 2 2 2 22 (0.3 0) (0 0) (0.3 0) (0 1)
4

− + − + − + −  = 0.424 

可见，按照海明模糊度计算，模糊集 A%和 B%的模糊度一样，而按照欧几里得模糊度计算，

d2 ( )A%< d2 ( )B%。d1采用线性运算虽然方便，但不能区分 A%和 B%的模糊度的大小，其误差较大。

d2采用非线性运算，虽然较前者麻烦，但比较准确。 
(2)熵模糊度 

如果令 H ( )A%=
1

( )ln ( )
n

i iA A
i

x xμ μ
=

−∑ % % ，则熵模糊度的定义为 

              
{ }

1

1 ( )ln ( ) [1 ( )]ln[1 ( )

1( ) (

]

) ( )
ln 2

ln 2

n

i i i iA A A A

C
E

i

d A H A H A

x x x x
n

n

μ μ μ μ
=

⎡ ⎤= +⎣ ⎦

= − − − −∑ % % % %

% % %

 (9.12) 

显然，各元素的隶属度越接近 0.5， ( )Ed A%越大；如果每个 xi的隶属度 Aμ %(xi) = 0.5，则

( )Ed A%最大， ( )Ed A% = 1。 
(3) 贴近度 
由于用距离这个概念刻画一个模糊集的模糊度往往不会十分理想，而且需要比较麻烦的

计算，为了弥补距离度量模糊集的模糊性的缺点，汪培庄等人提出了贴近度的概念。 
贴近度用来衡量两个模糊集合之间的相近程度，贴近度越大，则表明这两者越接近。 

【定义 9.5】 令 , ,A B C% %% 为论域 U 中的模糊集合，若映射 

N : U × U→[0, 1] 
满足条件： 

  ( , ) ( , )N A B N B A=% %% % ； 

  ( , ) 1,   ( , ) 0N A A N= ∅ =% % U ； 
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  若 A B C⊆ ⊆% %% ，则 ( , C)N A% % ≤ ( , ) ( , C)N A B N B∧% %% % 。 
则称 ( , )N A B% %为在 U 上的 A%与 B%的贴近度， N 称为在 U 上的贴近函数。 
贴近度的这个定义是原则性的概念，其具体规则视实际需要而定。下面介绍几种常见的

计算贴近度的方法。 
(a)格贴近度 
若 U = {u1, u2,L , un}，则 

( ( ) ( ))
i

i iu
A B A u B u

∈
⋅ = ∨ ∧% %% %

U
 

( ( ) ( ))
i

i iu
A B A u B u

∈
Θ = ∧ ∨% %% %

U
 

分别称为 A%与 B%的内积和外积。 
当 [ ],a b=U 时，则 

( ( ) ( ))
u

A B A u B u
∈

⋅ = ∨ ∧% %% %
U

 

( ( ) ( ))
u

A B A u B u
∈

Θ = ∧ ∨% %% %
U

 

因此，格贴近度定义为 

( , ) ( ) (1 )N A B A B A B= ⋅ ∧ − Θ% % %% % % 

【例 9.7】 设 U = {a, b, c, d, e, f}， 

A% = 0.6 0.8 1 0.8 0.6 0.4
a b c d e f

+ + + + +  

B% = 0.4 0.6 0.8 1 0.8 0.6
a b c d e f

+ + + + +  

试求 A%与 B%的格贴近度 ( , )N A B% %。 

解： A%与 B%的内积为 

(0.6 0.4) (0.8 0.6) (1 0.8) (0.8 1) (0.6 0.8) (0.4 0.6)
0.4 0.6 0.8 0.8 0.6 0.4
0.8

A B⋅ = ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧
= ∨ ∨ ∨ ∨ ∨
=

% %

 

A%与 B%的外积为 

(0.6 0.4) (0.8 0.6) (1 0.8) (0.8 1) (0.6 0.8) (0.4 0.6)
0.6 0.8 1 1 0.8 0.6
0.6

A BΘ = ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨
= ∧ ∧ ∧ ∧ ∧
=

% %

 

A%与 B%的格贴近度为 

( , ) ( ) (1 )N A B A B A B= ⋅ ∧ − Θ% % %% % % = 0.8∧(1 − 0.6) = 0.4 

(b)海明贴近度 
若 U = {u1, u2,L , un}，则 
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1

1( , ) 1 ( ) ( )
n

H i i
i

N A B A u B u
n =

= − −∑% %% %  

当 U = [a, b]时，则 

1( , ) 1 ( ) ( ) d
b

H a
N A B A u B u u

b a
= − −

− ∫% %% %  

(c)欧几里得贴近度 
若 U = {u1, u2,L , un}，则 

2

1

1( , ) 1 ( ) ( )
n

E i i
i

N A B A u B u
n =

⎡ ⎤= − −⎣ ⎦∑% %% % ； 

当 U = [a, b]时，则 

21( , ) 1 ( ) ( ) d
b

E a
N A B A u B u u

b a
⎡ ⎤= − −⎣ ⎦− ∫% %% %  

9.2  模糊模式识别的基本方法 

模糊模式识别大致有两种方法：一是直接方法，按“最大隶属原则”进行归类，主要

应用于个体的识别；二是间接方法，按“择近原则”进行归类，一般应用于群体模型的识

别。 

9.2.1  最大隶属原则 

最大隶属原则是在模糊集合的基础上进行的个体模式识别。该原则简单直观，适用范围

很广。 
最大隶属原则 
设 1 2, , , mA A A% % %L 是论域 U 中的 m 个已知模糊集合，x 是 U 中的一个元素，若 

                        { }
1 2

( ) max ( ), ( ), , ( )
i mA A A Ax x x xμ μ μ μ=% % % %L  (9.13) 

则认为 x 相对地隶属于 iA%。 

【例 9.8】 考虑人的年龄问题，人的岁数作为论域 U = (0, 120]，单位是“岁”；可分为

青年、中年、老年三类，分别对应三个模糊子集 A%1, A%2, A%3，其隶属函数如下： 

青年：
1
( )A xμ %  = 

2

2

1, 0 20

201 2 , 20 30
20

402 30 40
20
0, 40

x

x x

x x

x

<⎧
⎪

−⎛ ⎞⎪ − <⎜ ⎟⎪⎪ ⎝ ⎠
⎨

−⎪ ⎛ ⎞ <⎜ ⎟⎪ ⎝ ⎠⎪
<⎪⎩

≤

≤

≤
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中年：
2
( )A xμ %  = 

2

2

2

2

0, 0 20

202 , 20 30
20

401 2 , 30 40
20

1, 40 50

501 2 , 50 60
20

702 , 60 70
20
0, 70

x

x x

x x

x

x x

x x

x

<⎧
⎪

−⎛ ⎞⎪ <⎜ ⎟⎪ ⎝ ⎠⎪
⎪ −⎛ ⎞− <⎪ ⎜ ⎟

⎝ ⎠⎪⎪ <⎨
⎪

−⎛ ⎞⎪ − <⎜ ⎟⎪ ⎝ ⎠
⎪
⎪ −⎛ ⎞ <⎜ ⎟⎪

⎝ ⎠⎪
⎪ <⎩

≤

≤

≤

≤

≤

≤

 

老年：
3
( )A xμ %  = 

2

2

0, 0 50

502 , 50 60
20

701 2 , 60 70
20

1, 70

x

x x

x x

x

<⎧
⎪

−⎛ ⎞⎪ <⎜ ⎟⎪⎪ ⎝ ⎠
⎨

−⎪ ⎛ ⎞− <⎜ ⎟⎪ ⎝ ⎠⎪
<⎪⎩

≤

≤

≤

 

现有 22 岁、33 岁、65 岁各一人，问应该分别属于哪一类？ 
解：将 x = 22 代入三个隶属函数，有 

1Aμ %(22) = 0.98, 
2Aμ % (22) = 0.02, 

3Aμ % (22) = 0 

max{
1Aμ %(22), 

2Aμ % (22), 
3Aμ % (22)} = {0.98, 0.02, 0} = 0.98 

所以 22 岁的人应属于青年人 A%1。 
当 x = 33 时，

1Aμ %(33) = 0.25, 
2Aμ % (33) = 0.75, 

3Aμ % (33) = 0，可见 30 岁的人可以认为属

于中年人 A%2。 
当 x = 65 时，

1Aμ %(65) = 0, 
2Aμ % (65) = 0.13, 

3Aμ % (65) = 0.87，可见 65 岁的人属于老年人

A%3。 

9.2.2  择近原则 

当识别的对象不是特定模式，而是论域 U 中的一个模糊集合时，识别问题就变成了求模

糊集合之间接近程度的问题。模糊集合之间的相似程度可以根据实际情况，选择使用距离模

糊度或者贴近度。 
择近原则 
设 iA%(i = 1, 2,L , n)是论域 U 上的 n 个已知类别的模糊子集，待识别对象 B%也是 U 上的

模糊子集，若有 k 使得 

                             
1

( , ) max ( , )k jj n
N A B N A B

≤ ≤
⎡ ⎤= ⎣ ⎦

% %% %  (9.14) 
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则认为 B%与 kA%最接近， B%归入 kA%模式类。 

【例 9.9】 反映茶叶质量的论域 U = {条索，色泽，净度，汤色，香气，滋味}，U 上的

模糊子集有茶叶等级标准样品五种： 

A%1 = (0.5, 0.4, 0.3, 0.6, 0.5, 0.4) 

A%2 = (0.3, 0.2, 0.2, 0.1, 0.2, 0.2) 
A%3 = (0.2, 0.2, 0.2, 0.1, 0.1, 0.2) 
A%4 = (0, 0.1, 0.2, 0.1, 0.1, 0.1) 

A%5 = (0, 0.1, 0.1, 0.1, 0.1, 0.1) 

以及待识别的茶 A%x = (0.4, 0.2, 0.1, 0.4, 0.5, 0.6)，确定待识别茶叶的型号。 
解 1：根据格贴近度计算公式 ( , ) ( ) (1 )N A B A B A B= ⋅ ∧ − Θ% % %% % %，有 

1 xA A⋅% %= (0.5∧0.4)∨(0.4∧0.2)∨(0.3∧0.1)∨(0.6∧0.4)∨(0.5∧0.5)∨(0.4∧0.6) 

                 = 0.4∨0.2∨0.1∨0.4∨0.5∨0.4 = 0.5 

A%1Θ A%x = (0.5∨0.4)∧(0.4∨0.2)∧(0.3∨0.1)∧(0.6∨0.4)∧(0.5∨0.5) ∧(0.4∨0.6) 
                 = 0.5∧0.4∧0.3∧0.6∧0.5∧0.6 = 0.3 

N( A%1, A%x) = 0.5∧(1 − 0.3) = 0.5 

2 xA A⋅% % = (0.3∧0.4)∨(0.2∧0.2)∨(0.2∧0.1)∨(0.1∧0.4)∨(0.2∧0.5)∨(0.2∧0.6) 

               = 0.3∨0.2∨0.1∨0.1∨0.2∨0.2 = 0.3 

A%2Θ A%x = (0.3∨0.4)∧(0.2∨0.2)∧(0.2∨0.1)∧(0.1∨0.4)∧(0.2∨0.5) ∧(0.2∨0.6) 
               = 0.4∧0.2∧0.2∧0.4∧0.5∧0.6 = 0.2 

N( A%2, A%x) = 0.3∧(1 − 0.2) = 0.3 

同理有 

N( A%3, A%x) = 0.2∧(1 − 0.2)] = 0.2 

N( A%4, A%x) = 0.1∧(1 − 0.2)] = 0.1 

N( A%5, A%x) = 0.1∧(1 − 0.1)] = 0.1 

由择近原则，将茶叶 A%x确定为 A%1等级。 

解 2：根据海明贴近度计算公式
1

1( , ) 1 ( ) ( )
n

H i i
i

N A B A u B u
n =

= − −∑% %% % ，有 

          NH( A%1, A%x) 

= 1 −  [|0.5 − 0.4| + |0.4 − 0.2| + |0.3 − 0.1| + |0.6 − 0.4| + |0.5 − 0.5| + |0.4 − 0.6|]/6 
        = 0.85 

         NH( A%2, A%x)  

= 1 −  [|0.3 − 0.4| + |0.2 − 0.2| + |0.2 − 0.1| + |0.6 − 0.1| + |0.5 − 0.2| + |0.4 − 0.2|]/6 
        = 0.8 
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          NH( A%3, A%x)  
        = 1 −  [|0.2 − 0.4| + |0.2 − 0.2| + |0.2 − 0.1| + |0.1 − 0.4| + |0.1 − 0.5| + |0.2 − 0.6|]/6  
        = 0.77 

         NH( A%4, A%x)  
       = 1 −  [|0.0 − 0.4| + |0.1 − 0.2| + |0.2 − 0.1| + |0.1 − 0.4| + |0.1 − 0.5| + |0.1 − 0.6|]/6  
       = 0.7 

        NH( A%5, A%x)  
       = 1 −  [|0.0 − 0.4| + |0.1 − 0.2| + |0.1 − 0.1| + |0.1 − 0.4| + |0.1 − 0.5| + |0.1 − 0.6|]/6  
       = 0.72 

由择近原则，将茶叶 xA%确定为 1A%等级。 

9.3  模糊聚类分析方法 

在第 5 章中已经讨论了聚类分析方法，它是根据模式之间的相似程度和规定的聚类准则，

按照最近邻原则对未知类别的模式进行分类。在模糊聚类分析方法中，通常根据分类对象之

间的模糊相似程度来衡量互相的异同程度，进而实现模糊分类。 
模糊聚类的实质是根据一定的客观要求对模糊模式进行分类；模式识别是将待识别的模

式与模板进行比较，从而得到所属的类别。也就是说，模糊聚类事先不知道具体的分类类别，

而模糊识别是在已知分类类别(模板)的情况下进行的，其中模糊聚类的分类结果为模糊识别

提供模板。 

9.3.1  基于模糊等价矩阵的聚类分析 

在 9.1.2 节中介绍了模糊关系，当模糊关系是等价关系时，可以用模糊等价矩阵的截矩

阵直接进行模式分类。 
基于模糊等价矩阵的模糊聚类分析步骤如下： 

  数据标准化； 

  建立模糊相似关系； 

  在模糊相似关系基础上建立模糊等价关系； 

  根据参数λ的值进行模糊聚类。 

1．数据标准化 

在实际应用中，由于所获得的分类对象的数据比较复杂，往往不是[0,1]区间的数，因此

需要将原始数据标准化。首先计算每一维特征的均值和方差： 

1

1 n

k ik
i

x x
n =

′ = ∑ ，  2 2

1

1 ( )
n

k ik k
i

S x x
n =

′= −∑  

然后将各个数据标准化， 

ik k
ik

k

x xx
S

′−′ =  
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如果得到的标准化数据不在[0, 1]闭区间，再采用如下的极值标准化公式将数据压缩到闭

区间[0, 1]： 

min

max min

ik k
ik

k k

x x
x

x x
′ ′−

′′ =
′ ′−

 

2．建立模糊相似关系 

由于模糊等价关系在模糊聚类分析中起重要作用，为了建立分类对象的模糊等价关系，

需要计算各个分类对象之间的相似性统计量，建立分类对象集合 X 上的模糊相似关系 SR%= 
[rij]n×n, 0 ≤ rij ≤1(i, j = 1, 2,L , n)，rij表示分类对象 xi与 xj的相似程度。计算 rij的常用方法

主要有以下几种。 
(1)夹角余弦法 

rij = 1

2 2

1 1

m

ik jk
k

m m

ik jk
k k

x x

x x

=

= =

∑

∑ ∑
 

其中 xik, xjk分别表示 xi, xj的第 k 维特征，k = 1, 2, …, m。 
(2)数量积法 

rij = 

1

1,

1 ,
m

ik jk
k

i j

x x i j
M =

=⎧
⎪
⎨ ≠⎪
⎩
∑  

其中 M 是一个适当选择的正数，满足 

M ≤
,

1

max{ }
m

ik jki j
k

x x
=
∑  

(3)相关系数法 

rij = 1

2 2

1 1

( )( )

( ) ( )

m

ik i jk j
k

m m

ik i jk j
k k

x x x x

x x x x

=

= =

− −

− −

∑

∑ ∑
 

其中 ix = 
1

1 m

ik
k

x
m =
∑ ， jx = 

1

1 m

jk
k

x
m =
∑ 。 

(4)最大最小法 

rij = 1

1

min( , )

max( , )

m

ik jk
k
m

ik jk
k

x x

x x

=

=

∑

∑
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(5)算数平均最小法 

rij = 1

1

min( , )

1 ( )
2

m

ik jk
k

m

ik jk
k

x x

x x

=

=

+

∑

∑
 

(6)几何平均最小法 

rij = 1

1

min( , )
m

ik jk
k

m

ik jk
k

x x

x x

=

=

∑

∑
 

(7)绝对值指数法 

rij = 1

| |
e

m

ik jk
k

x x
=

− −∑
 

(8)绝对值倒数法 

rij = 

1

1,

,
| |

m

ik jk
k

i j
M i j

x x
=

=⎧
⎪⎪ ≠⎨
⎪ −
⎪⎩
∑

 

其中 M 是一个适当选取的数，使得 0 ≤ rij ≤1。 
(9)绝对值减数法 

1

1 | |
m

ij ik jk
k

r c x x
=

= − ⋅ −∑  

其中 c > 0 为常数，其值可以根据实际要求选定，使得 rij∈[0, 1]。 

3．用传递闭包法建立模糊等价关系 

如果模糊矩阵 R 只是一个模糊相似矩阵，那么它不一定具有传递性，即 R 不一定是模糊

等价矩阵。为了进行分类，需要将 R 改造成模糊等价矩阵。 

【定理 9.3】 设 R∈μn×n 是模糊相似矩阵，则存在一个最小自然数 k(k ≤ n)，使得传递

闭包 t(R) = Rk，对于一切大于 k 的自然数 l，恒有 Rl = Rk。此时，t(R)为模糊等价矩阵。 
定理 9.3 表明，通过求传递闭包 t(R)，可将模糊相似矩阵改造成为模糊等价矩阵。求传

递闭包的简捷方法是平方法，即从模糊相似矩阵出发，依次求平方： 

R→R2→R4→L → 2i

R →L  

当第一次出现 Rk oRk = Rk时，表明 Rk具有传递性，Rk就是所求的传递闭包 t(R)。 

【例 9.10】 设 
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R = 

1 0.2 0.8 0.5 0.3
0.2 1 0.1 0.2 0.4
0.8 0.1 1 0.3 0.1
0.5 0.2 0.3 1 0.6
0.3 0.4 0.1 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

求 R 的传递闭包 t(R)。 
解：矩阵显然具有自反性和对称性，R 是模糊相似矩阵，由 

R2 = R oR = 

1 0.3 0.8 0.5 0.5
0.3 1 0.2 0.4 0.4
0.8 0.2 1 0.5 0.3
0.5 0.4 0.5 1 0.6
0.5 0.4 0.3 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

R4 = R2 oR2 = 

1 0.4 0.8 0.5 0.5
0.4 1 0.4 0.4 0.4
0.8 0.4 1 0.5 0.5
0.5 0.4 0.5 1 0.6
0.5 0.4 0.5 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

R8 = R4 oR4 = R4 
于是 t(R) = R4。 

4．模糊等价关系的截矩阵分类法 

在模糊等价矩阵的基础上，根据参数λ的值，求出其λ截矩阵，并进行分类。 

【例 9.11】 某环保单位要对 5 个地方的环境进行分类，其环境质量的好坏是由污染物

在空气、水、土壤、植被中含量的超限度标定的，如表 9.2 所示。求λ = 0.6 时的分类结果。 

表 9.2  5 个地方的环境污染数据 

地方 空气 水 土壤 植被 

A 5 5 3 2 

B 2 3 4 5 

C 5 5 2 3 

D 1 5 3 1 

E 2 4 5 1 

解：用不同的数学公式将得到不同的模糊相似矩阵，这里选用绝对值减数法计算得出模

糊相似矩阵，
1

1 | |
m

ij ik jk
k

r c x x
=

= − ⋅ −∑ ，其中 c = 0.1, m = 4。 

                 r11 = 1 
r12 = 1 − 0.1×{|x11 − x21| + |x12 − x22| + |x13 − x23| + |x14 − x24|} 

                   = 1 − 0.1×{|5− 2| + |5 − 3| + |3 − 4| + |2 − 5|} 
                   = 0.1 
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依次计算得到模糊相似矩阵为 

R = 

1 0.1 0.8 0.5 0.3
0.1 1 0.1 0.2 0.4
0.8 0.1 1 0.3 0.1
0.5 0.2 0.3 1 0.6
0.3 0.4 0.1 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

R 仅是一个模糊相似矩阵，要将其改造成模糊等价关系，需求出其传递闭包 t(R)。 

R2 = R oR = 

1 0.3 0.8 0.5 0.5
0.3 1 0.2 0.4 0.4
0.8 0.2 1 0.5 0.3
0.5 0.4 0.5 1 0.6
0.5 0.4 0.3 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

R4 = R2 oR2 = 

1 0.4 0.8 0.5 0.5
0.4 1 0.4 0.4 0.4
0.8 0.4 1 0.5 0.5
0.5 0.4 0.5 1 0.6
0.5 0.4 0.5 0.6 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

R8 = R4 oR4 = R4 

于是 t(R) = R4，R4为模糊等价矩阵。当λ = 0.6 时，可分为 3 类：{A, C}, {B}, {D, E}。 
基于模糊等价矩阵的聚类分析，通常需要求出模糊相似矩阵的传递闭包；当矩阵阶数较

高时，求模糊等价矩阵的计算量很大。 

9.3.2  模糊C均值聚类算法 

模糊 C 均值(Fuzzy C-Means, FCM)聚类算法是由 K 均值聚类算法派生而来的。在 K 均

值聚类算法中的每一步迭代过程，每一个样本都被认为是完全属于某一类或完全不属于某一

类。J. C. Bezdek[2]利用模糊集合的概念提出了模糊分类，被分类的每一个样本被认为以不同

的隶属度属于某一类。 
给定样本集 X = {x1, x2,L , xN}有 N 个待分类的特征向量，每个特征向量有 k 个特征，欲

将这 N 个样本分成 C 类( iω , i = 1, 2,L , C)，其聚类中心为 V = { 1 2, , , Cv v vL }, 2 ≤ C ≤ N，分

类结果用模糊分类矩阵 U = ( )ij C Nμ × 表示，其中 ijμ 表示 jx (j = 1, 2,L , N)属于 iω (i = 1, 2,L , C)

类的程度。因此，U 也称为隶属度矩阵或 X 的 C 模糊划分矩阵， ijμ 应该满足 

① ijμ ∈ [0, 1]； 

② 0 <
1

N

ij
j

μ
=
∑ < N，∀ i，即每个 iω 不等于空集∅或全集 X； 

③ 
1

C

ij
i

μ
=
∑ =1，∀ j，每一个模式 jx 属于各类的总和为1。 
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FCM 算法在迭代寻优过程中，不断更新各类的中心及隶属度矩阵各元素的值，直到逼近

下列准则函数(也称为目标函数)的最小值： 

                               Jm(U, V) = 2

1 1

N C
m
ij ij

j i

dμ
= =
∑∑  (9.15)  

式中，模糊性加权指数 m(m > 1)是用来控制聚类结果模糊程度的常数，通常取 1 < m ≤ 5；
模式 jx 到 iω 类中心向量的距离平方 2 T( ) ( )ij j i j id x v x v= − −A ，A 为对称正定矩阵；当 A 取单位

矩阵 I 时， ijd 为欧氏距离，即
22

ij j id x v= − 。 

式(9.15)的约束条件为 

                                 
1

C

ij
i

μ
=
∑ =1,    ∀ j (9.16) 

运用拉格朗日乘数法，可得无约束的准则函数 

                       F = 2

1 1 1 1

1)
N C N C

m
ij ij j ij

j i j i

dμ λ μ
= = = =

⎛ ⎞
− −⎜ ⎟

⎝ ⎠
∑∑ ∑ ∑  (9.17) 

式(9.17)取极小值的必要条件是 

                                1 2m
ij ij j

ij

F m dμ λ
μ

−∂
= −

∂
= 0  (9.18) 

                                
1

1
c

ij
j i

F μ
λ =

⎛ ⎞∂
= − −⎜ ⎟

∂ ⎝ ⎠
∑ = 0  (9.19) 

由式(9.18)可得 

                           

1 1
1 1

2 1
2 1

1

( )

m mj j
ij

ij m
ij

mmd
d

λ λ
μ

− −

−

⎛ ⎞ ⎛ ⎞
= =⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎝ ⎠⎝ ⎠

 (9.20) 

将式(9.20)代入式(9.16)，可得 
1

1

1
21 1 1

1

( )

C Cmj
ij

i i m
ij

m
d

λ
μ

−

= = −

⎛ ⎞
= ⎜ ⎟
⎝ ⎠

∑ ∑  = 1 

从而有 

                                            

1
1

1 1
2 21 11 1

1 1
1 1

( ) ( )

mj
C C

i km m
ij kj

m

d d

λ −

= =− −

⎛ ⎞
= =⎜ ⎟

⎝ ⎠ ∑ ∑
 (9.21) 

将式(9.21)代入(9.20)，得 
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                                 2
1

1

1
ij

C m
ij

kjk

d
d

μ
−

=

=
⎛ ⎞
⎜ ⎟⎜ ⎟
⎝ ⎠

∑
 (9.22) 

考虑到对于一些 j，dij可能为 0，定义集合 Ij和 Ij
′： 

Ij = {i|1≤i ≤C, dij = 0},   jI ′  = {1, 2, …, C} − Ij 

如果 Ij =∅，则 

2
1

1

1
ij

C m
ij

kjk

d
d

μ
−

=

=
⎛ ⎞
⎜ ⎟⎜ ⎟
⎝ ⎠

∑
 

如果 Ij ≠∅，则令 ijμ = 0 ，∀i jI ′∈ ，并使
j

ij
i I

μ
∈
∑ = 1。 

用类似的方法可以获得 Jm(U, V)为最小时 vi的值。令 

( , ) 0m

i

J
v

∂
=

∂
U V  

可得 

T

1

[( ) ( )]
N

m
ij j i j i

ij

x v x v
v

μ
=

∂
− −

∂∑ A  = 0  

1

[ 2 ( )]
N

m
ij j i

j

x vμ
=

− −∑ A  = 0 

由此可得 

                                    1

1

N
m
ij j

j
i N

m
ij

j

x
v

μ

μ

=

=

=
∑

∑
 (9.23) 

FCM 算法的步骤如下： 
(1)已知样本集 X = {x1, x2, … , xN}，确定类别数 C(2 ≤ C ≤ N )、模糊性加权指数 m、矩

阵 A 和一个适当小的迭代停止阈值 ε； 
(2)设置初始模糊分类矩阵 U(s)，令迭代次数 s = 0； 
(3)计算 U(s)时的聚类中心 vi

(s)： 

1( )

1

N
m
ij j

js
i N

m
ij

j

x
v

μ

μ

=

=

=
∑

∑
，  i = 1, 2, …, C 
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(4)按下面方法将 U(s)更新为 U(s + 1)： 
(a)计算 Ij 和 Ij

′ ，其中 j = 1, 2,L , N 
Ij = {i|1≤i ≤C, dij = 0} 
Ij
′ = {1, 2,L , C} − Ij 

(b)计算 xj的新隶属度 
如果 Ij =∅，则 

2
1

1

1
ij

C m
ij

kjk

d
d

μ
−

=

=
⎛ ⎞
⎜ ⎟⎜ ⎟
⎝ ⎠

∑
 

否则，若 Ij ≠∅，令 ijμ = 0 ，∀i jI ′∈ ，并使
j

ij
i I

μ
∈
∑ = 1。 

(5)以一个适当的矩阵范数比较 U(s)和 U(s + 1)，如果 ( ) ( 1)|| ||s s ε+− <U U ，则停止；否则，s 
= s + 1，返到第(3)步。 

在上述 FCM 算法中，模式类用一点代表，点到模式类的距离采用加权欧氏距离。 
该算法也有另一种形式，即初始化聚类中心，计算模糊分类矩阵，然后更新聚类中心，

直到满足停止准则为止。 
FCM 算法能从任意给定初始点开始沿一个迭代子序列收敛到目标函数 Jm(U, V)的局部

极小点或鞍点。 
FCM 算法得到的最优分类矩阵 U 是模糊矩阵，对应的分类也是模糊分类，要得到样本

集 X = {x1, x2,L , xN}的硬分类，可用如下方法： 

  xj (j = 1, 2,L , N)与哪一个聚类中心最接近，就将它归到哪一类； 

  xj(j = 1, 2,L , N)对哪一个类的隶属度最大，就将它归到哪一类，这实际上就是最大

隶属原则。 

【例 9.12】 如图9.3所示，设有 10 个二维样本分别是 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [1, 0]T, 
x4 = [1, 1]T, x5 = [5, 2]T, x6 = [5, 3]T, x7 = [6, 2]T, x8 = [3, 5]T, x9 = [3, 6]T, x10 = [4, 5]T。 

取模糊性加权指数 m = 2、欧氏距离，利用 FCM 算法将数据样本集分为三类。 

 

图 9.3  例 9.12 的 10 个数据样本 



模 式 识 别   228 

解： 
(1)根据题意有：样本数 N = 10，类别数 C = 3、模糊性加权指数 m = 2、矩阵 A 为单位

矩阵 I，迭代停止阈值 ε = e−5。 
(2)用随机函数设置初始模糊分类矩阵 U(0)： 

U(0) =
0.4256    0.3940    0.4150    0.1883    0.6590    0.4487    0.6676    0.1964    0.1665    0.3063
0.0232    0.2863    0.2190    0.7767    0.1099    0.3786    0.0242    0.3941    0.4364    0.3361
0.5512    0.3197    0.3660    0.0350    0.2311    0.1728    0.3082    0.4094    0.3971    0.3576

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

(3)计算 U(0)时的聚类中心 vi
(0)，其聚类中心 v(0)为 

v(0) = 
3.7154    1.8947
2.1662    2.6881
2.2249    2.4844

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

(4)计算新隶属度 U(1)和聚类中心 v(1)： 

U(1) =
0.2486    0.2009    0.2699    0.1942    0.7119    0.5835    0.5862    0.2411    0.2612    0.3182
0.3627    0.3890    0.3446    0.3771    0.1391    0.2062    0.2021    0.4054    0.3889    0.3554
0.3887    0.4101    0.3856    0.4286    0.1490    0.2103    0.2117    0.3534    0.3500    0.3264

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

v(1) = 
4.4095    2.4562
2.0829    2.6662
1.8820    2.2481

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

(5)重复上述过程，共进行 9 次迭代，满足收敛条件，最后得到的隶属度矩阵和聚类中

心为 

U =
0.0142    0.0160    0.0200    0.0236    0.9763    0.9155    0.9556    0.0161    0.0276    0.0593
0.0122    0.0162    0.0143    0.0201    0.0147    0.0644    0.0284    0.9762    0.9580    0.9243
0.9736    0.9677    0.9656    0.9563    0.0091    0.0201    0.0160    0.0077    0.0144    0.0164

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

v = 
5.3326    2.3138
3.3160    5.3303
0.4964    0.4972

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

根据隶属度矩阵可知，10 个样本的分类结果为

{x1, x2, x3, x4}属于第三类，{x5, x6, x7}属于第一类，{x8, 
x9, x10}属于第二类，如图9.4所示。 

9.3.3  模糊聚类的有效性 

模糊聚类的有效性指标有：划分指标、划分熵、

比例指数[3]、分离指标、平均划分密度等，其中常用

的有划分指标和划分熵。 

 

图 9.4  例 9.12 的分类结果 
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1．划分指标 

【定义 9.12】 对于给定的聚类中心 C 和隶属度矩阵 U，划分指标定义为[5] 

                                F(U, C) = 2

1 1

1 C N

ij
i jN

μ
= =
∑∑  (9.24) 

其中，N 为待分析的样本数据的分数。 
F(U, C)具有如下性质： 

  1/C ≤F(U, C) ≤1； 

  当 U 是硬划分时，F(U, C) = 1； 

  当 μij = 1/C( i = 1, … , C; j = 1, … , N)时，F(U, C) = 1/C。 
对于不同的 C 和 U，若存在(U*, C*)使 F(U, C)最大，则(U*, C*)为最佳有效性聚类，C*

为最好的分类数。 

2．划分熵 

【定义 9.13】 对于给定的聚类中心 C 和隶属度矩阵 U，划分熵定义为[5] 

                      H(U, C) =
1 1

1 ln( ),         0
C N

ij ij ij
i jN

μ μ μ
= =

− ⋅ ≠∑∑  (9.25) 

其中，当 μij = 0 时，令 μij ln(μij) = 0。 
H(U, C)具有如下性质： 

  0 ≤H(U, C) ≤ln(C)； 

  当 U 是硬划分时，H(U, C) = 0； 

  当 μij = 1/C(i = 1,L , C; j = 1,L , N)时，H(U, C) = ln(C)。 

对于不同的 C 和 U，若存在(U*, C*)使 H(U, C)最小，则(U*, C*)为最佳有效性聚类，C*

为最好的分类数。 

3．可能性划分系数 

【定义 9.14】 对于给定的聚类数 C 和隶属度矩阵 U，可能性划分系数定义为[4] 

                       P(U, C) = 2

1 1 1

1 ,          0
C N N

ij ij ij
i j jC

μ μ μ
= = =

⎛ ⎞
≠⎜ ⎟⎜ ⎟

⎝ ⎠
∑ ∑ ∑  (9.26) 

P(U, C)具有如下性质： 

  0 ≤P(U, C) ≤1； 

  当 U 是硬划分时，P(U, C) = 1； 

  当 μij = 1/C(i = 1,L , C; j = 1,L , N)时，P(U, C) = 1/C。 

对于不同的 C 和 U，若存在(U*, C*)使 P(U, C)最大，则(U*, C*)为最佳有效性聚类，C*

为最好的分类数。 
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尽管上述指标可以用来确定最优类别数，但有时得到的结果会相互矛盾，建议将其给出

的结果作为参考。 

【例 9.13】 如图9.5所示，设有 68 个二维样本： 

x1 = [0, 0]T, x2 = [2, 0]T, x3 = [0, 2]T, x4 = [2, 2]T, x5 = [3, 1]T, x6 = [1, 1]T 
x7 = [2, 1]T, x8 = [0, 8]T, x9 = [2, 10]T, x10 = [0, 10]T, x11 = [1, 9]T, x12 = [0, 11]T 
x13 = [1, 10]T, x14 = [0, 9]T, x15 = [2, 9]T, x16 = [5, 6]T, x17 = [6, 5]T, x18 = [6, 4]T 
x19 = [7, 6]T, x20 = [7, 4]T, x21 = [8, 5]T, x22 = [6, 6]T, x23 = [7, 5]T, x24 = [8, 6]T 
x25 = [21, 1]T, x26 = [20, 3]T, x27 = [22, 3T, x28 = [21, 2]T, x29 = [21, 3]T, x30 = [20, 2]T 
x31 = [22, 2]T, x32 = [20, 1]T, x33 = [25, 0]T, x34 = [29, 0]T, x35 = [27, 1]T, x36 = [26, 2]T 
x37 = [28, 0]T, x38 = [27, 0]T, x39 = [27, 2]T, x40 = [26, 1]T, x41 = [28, 1], x42 = [27, 6]T 
x43 = [29, 6]T, x44 = [28, 8]T, x45 = [30, 7]T, x46 = [30, 9]T, x47 = [30, 8]T, x48 = [27, 8]T 
x49 = [27, 7]T, x50 = [28, 6]T, x51 = [28, 7]T, x52 = [29, 7]T, x53 = [10, 16]T, x54 = [10, 18]T 
x55 = [12, 17]T, x56 = [12, 18]T, x57 = [11, 17]T, x58 = [10, 17T, x59 = [11, 16]T, x60 = [18, 14]T 
x61 = [19, 15]T, x62 = [20, 14]T, x63 = [20, 16]T, x64 = [21, 15]T, x65 = [22, 16]T,x66 = [22, 15] 
x67 = [19, 14]T, x68 = [20, 15] 

取模糊性加权指数 m = 2、欧氏距离，利用 FCM 算法将数据样本集分类，画出类别数(2 ≤

C ≤10)与目标函数的关系曲线。分别给出类别数是 3 和 8 时的聚类结果。用划分指标和划分

熵综合确定最佳类别数。 

 
图 9.5  例 9.13 的 68 个数据样本 

解： 
根据题意有：样本数 N = 68，模糊性加权指数 m = 2，矩阵 A 为单位矩阵 I，迭代停止阈

值 ε = e−5。 
当类别数 C = 3 时，分类结果如图9.6所示，此时的聚类中心如图 9.6 中的“*”所示，具

体值是： 
第一类：16.6274   15.3507 
第二类：3.3001    5.4493 
第三类：26.0663   3.6764 
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图 9.6  类别数为 3 时的分类结果 

当类别数 C = 8 时，分类结果如图9.7所示，此时的聚类中心如图9.7中的“*”所示，具

体值是： 
第一类：0.7560  9.5039 
第二类：27.0785  0.8174 
第三类：10.8593  16.9840 
第四类：28.4646  7.1651 
第五类：20.8939  2.1195 
第六类：20.1277  14.8958 
第七类：1.4548  1.0005 
第八类：6.7036  5.2082 

 
图 9.7  类别数为 8 时的分类结果 

不同类别数与目标函数的关系如图9.8所示，具体值如表9.3所示。 

表 9.3  类别数与目标函数的关系 

类别数 C 目标函数 Jm 
2 2613.797045 
3 1224.631683 
4 865.582439 
5 577.250844 
6 340.007437 
7 215.076553 
8 103.803073 
9 91.282748 
10 81.130884 
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图 9.8  类别数 C 与准则函数之间的关系曲线 

用式(9.24)~式(9.26)分别求出不同类别数时的划分指标、划分熵和可能性划分系数，具

体如表 9.4 所示。 

表 9.4  类别数与聚类有效性指标的关系 

类别数 C 划分指标 可能性划分系数 划分熵 归一化划分熵 H(U, C)/lnC 

2 0.831929 0.831211 0.287828 0.415248 

3 0.791866 0.780326 0.416527 0.379139 

4 0.725698 0.714829 0.553782 0.399469 

5 0.709301 0.708499 0.595195 0.369815 

6 0.752329 0.758127 0.537395 0.299926 

7 0.806631 0.817127 0.453683 0.233147 

8 0.859648 0.860852 0.360096 0.17317 

9 0.833599 0.821979 0.411308 0.187194 

10 0.800701 0.780219 0.475876 0.20667 

根据不同类别数 C 对应的划分指标和可能性划分系数，可知在 C = 8 时 F(U, C)和 P(U, 
C)取得最大值，此时的类别数为最佳分类数。 

根据不同类别数 C 对应的划分熵，可知在 C = 2 时 H(U, C)取得最小值；在 C = 3 时，

H(U, C)取得第二个最小值。由于划分熵的值与 C 相关，当 C 取值小时，H(U, C)也小。为

了消除类别数 C 对划分熵的影响，可对划分熵做归一化处理，即 H(U, C)/lnC，所得结果见

表 9.4。此时，最小值对应的类别数是 C = 8。 

习题 9 

9.1  计算模糊集合 A%的海明模糊度、欧几里得模糊度和熵模糊度，其中 

A% = 0.9 0.7 0.5 0.3 0.2
a b c d e

+ + + +  

9.2  设 U = {a, b, c, d, e, f}, 0.6 0.8 1 0.8 0.6 0.2
a b c d e f

A + + + + +=% , 0.4 0.6 0.5 1 0.8 0.3
a b c d e f

B + + + + +=% ，

试分别计算格贴近度 ( , )N A B% %、海明贴近度 ( , )HN A B% %和欧几里得贴近度 ( , )EN A B% %。 



第 9 章  模糊模式识别 

 

233 

9.3  设论域 U = {a, b, c, d, e, f}，其 U 上的模糊子集有 6 个： 

A%1 = (1, 0.8, 0.5, 0.4, 0, 0.1), 

A%2 = (0.5, 0.1, 0.8, 1, 0.6, 0), 
A%3 = (0, 1, 0.2, 0.7, 0.5, 0.8), 
A%4 = (0.4, 0, 1, 0.9, 0.6, 0.5), 
A%5 = (0.8, 0.2, 0, 0.5, 1, 0.7), 

A%6 = (0.5, 0.7, 0.8, 0, 0.5, 1), 

且待识别的模糊子集是 A%x = (0.7, 0.2, 0.1, 0.4, 1, 0.8)。采用格贴近度确定待识别的模糊

子集与 A%1~ A%6中哪个最相近。 
9.4  设论域 X = {x1, x2, x3, x4, x5}，给定 X 上一个模糊关系 R%，其模糊矩阵为 

R = 

1 0.8 0.8 0.2 0.8
0.8 1 0.85 0.2 0.85
0.8 0.85 1 0.2 0.9
0.2 0.2 0.2 1 0.2
0.8 0.85 0.9 0.2 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

判断 R 是模糊相似矩阵还是模糊等价矩阵；按不同的λ分类并给出分级聚类树。 
9.5  已知 12 个二维样本 X = {xi, i = 1, 2,L , 12}，其中 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [1, 0]T, x4 = 

[0.5, 4]T, x5 = [1, 3]T, x6 = [1, 5]T, x7 = [1.5, 4.5]T, x8 = [6, 4]T, x9 = [6.5, 5]T, x10 = [7, 4]T, x11 
= [7.5, 7]T, x12 = [8, 7]T。试用 FCM 算法进行分类，其中模糊性加权指数 m = 2，用欧氏

距离，类别分别为 2 和 4。 
9.6  已知 29 个二维样本，具体是 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [0, 2]T, x4 = [0, 3]T, x5 = [1, 0]T, x6 

= [1, 1]T, x7 = [1, 2]T, x8 = [1, 3]T, x9 = [2, 0]T, x10 = [2, 1]T, x11 = [2, 2]T, x12 = [2, 3]T, x13 = [3, 
0]T, x14 = [3, 1]T, x15 = [3, 2]T, x16 = [3, 3]T, x17 = [1, 6]T, x18 = [1, 7]T, x19 = [1, 8]T, x20 = [2, 
6]T, x21 = [2, 7]T, x22 = [2, 8]T, x23 = [3, 6]T, x24 = [3, 7]T, x25 = [3, 8]T, x26 = [7, 2]T, x27 = [7, 
3]T, x28 = [8, 2]T, x29 = [8, 3]T。取模糊性加权指数 m = 2、欧氏距离，试用 FCM 算法将数

据样本集分为三类。 
9.7  用 FCM 对鸢尾属植物(Iris)样本数据进行分类，其中模糊性加权指数 m = 2，用欧氏距

离，类别分别为 3。 
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第 10 章  模式识别应用 

10.1  车牌识别 

车牌识别(License Plate Recognition，LPR)可以应用于高速公路电子收费站、出入控制、

公路流量监控、停车场车辆管理、公路稽查、监控违章车辆的电子警察等需要车牌认证的

场合。 
车牌识别过程如图 10.1 所示，其中各个步骤的主要功能如下。 
(1)车牌预处理。将输入的车牌彩色图像进行灰度化处理，然后对图像进行灰度拉伸，

以增强图像对比度，用中值滤波给图像去噪，最后检测图像边缘。 
(2)车牌定位。在一幅含有复杂背景的车牌图像中找到车牌区域，车牌定位可分成两个

步骤进行：车牌粗定位和精定位。 
(3)字符分割。对得到的车牌图像进行字符的分割和归一化，将分割出的字符输入到后

续的识别模块进行识别。 
(4)字符识别。在对车辆牌照字符准确分割的基础上，对车牌上的汉字、英文字母、数

字进行有效识别的过程，判断识别的结果是否正确。 

 
图 10.1  车牌识别系统原理流程图 

10.1.1  车牌图像预处理 

1．彩色图像的灰度化 

数字图像可分为彩色图像和灰度图像。在 RGB 模型中，如果 R = G = B，则彩色变为灰

度，其中 R = G = B 的值称为灰度值，用 g 来表示。由彩色转换为灰度的过程称为灰度化处

理。一般 CCD 摄像头得到的包含车辆的图像是 24 位真彩色图，需要转换成灰度图，便于后

续的快速图像处理，另一方面也是对多种颜色车辆牌照进行统一。R, G, B 的取值范围是 0～
255，所以灰度的级别是 256 级。灰度化的处理方法主要有如下三种[1]： 

(a)最大值法：使 g 的值等于三值中的最大的一个，即 

                                max( , , )g R G B=  (10.1) 

(b)平均值法：使 g 的值等于三值和的平均值，即 

                                  
3

R G Bg + +
=  (10.2) 

(c)加权平均值法：根据重要性或其他指标，给 R, G, B 赋予不同的权值，并使 g 等于它

们的值的加权平均值，即 
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3

R G BW R W G W Bg + +
=  (10.3) 

式中 RW , GW , BW 分别为 R, G, B 的权值。 
通过对三种灰度化处理方法的试验验证，建议选取加权平均值法。由于人眼对绿色的敏

感度最高，对红色的敏感度次之，对蓝色的敏感度最低，所以取 RW = 0.9, GW = 1.77, BW = 
0.33，即 
                              0.3 0.59 0.11g R G B= + +  (10.4) 

彩色图像的灰度化处理如图 10.2 所示，用式(10.4)转换的灰度图能比较好地反映原图像

的亮度信息。 

           
                       (a) 车辆的彩色图像                                  (b) 灰度化图像 

图 10.2  车辆图像的灰度化 

2．灰度拉伸 

车牌图像定位的一个难点是，抓拍图像受环境因素影响较大，尤其是当外界光照条件过

强或过弱时，容易使得整幅图像偏亮或偏暗，这种情况称为低对比度[2-3]。为了提高对比度，

把感兴趣的灰度范围拉开，使得该范围内的像素，亮的越亮，暗的越暗，就要对图像进行灰

度拉伸，使图像上的边缘更加凸显，这样牌照区域的笔画特征就会更加明显，更有益于下一

步的处理[4]。 
灰度拉伸变换原理图如图10.3所示，函数表达式为 

                       

,

( ) ( ) ,

255 ( ) ,
255

d x x a
a
d cf x x a c a x b
b a

d x b d x b
b

⎧ <⎪
⎪

−⎪= − +⎨ −⎪
−⎪ − + >⎪ −⎩

≤ ≤  (10.5) 

式(10.5)中(a, c)和(b, d)是图 10.3 中的两个转折点的坐标。 

设图像为 m×n 像素，其直方图为 h(i)，a 取满足

0

( )
a

i

h i
=
∑ ≥

10
mn 的最小整数，b 取满足

0

( )
a

i

h i
=
∑

≤
9

10
mn 的最大整数，c 和 d 分别可以在程序中动态设定，也可以根据经验自行设定。在图10.4

中取 c =
0.9
a , d = 3

2
b
。 

3．滤波处理 

滤波是对图像进行一系列区域处理，以达到去除干扰、突出图像特征信息的目的。滤波

在频域范围内主要有低通滤波和高通滤波。 
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             图 10.3  线性变换示意图                          图 10.4  灰度拉伸后的车辆图像 

低通滤波的基本思想是保留图像的低频成分，减少图像的高频成分，它可以降低图像中的视

觉噪声，同时也削弱了图像的边缘信息[5]，使得图像中那些不明显的低频成分更容易识别。利用低

通滤波来进行去噪，对由于拍摄环境、车牌污渍等形成的噪声进行去噪，提高系统的准确度。 
高通滤波则增强图像的高频成分，减少低频成分，相对于高频成分，低频成分被削弱[6]。

一般图像的边缘是图像的高频成分，所以高通滤波使图像锐化，在视觉上变得更清晰。 
为了去除车辆图片背景噪声中的一些孤立噪声，一般采用中值滤波技术。中值滤波是一

种非线性的信号处理方法，与其对应的中值滤波方法是一种非线性的图像平滑方法。中值滤

波在一定的条件下可以克服线性滤波器如最小均方滤波、均值滤波等带来的图像细节模糊，

而且对滤除脉冲干扰及图像扫描噪声最为有效。在实际运算过程中，由于不需要计算图像的

统计特征，因此速度快、易实现；但对于一些细节点多，特别是点、线、分叉、尖顶较多的

图像，则不宜采用中值滤波(如指纹图像宜采用 Gabor 滤波增强技术)。 
中值滤波一般采用一个含有奇数点的滑动窗口，将窗口中灰度值的中值来替代指定点

(一般是窗口的中心)的灰度值。对于奇元素，中值是指按大小排序后，中间的数值；对于偶

数元素，指排序后中间两个元素灰度值的平均值。这种方法既能消除噪声，又能保持图像的

细节[6]，其算法步骤如下： 
(a)将模板在图中漫游，并将模板中心与图中某个像素位置重叠； 
(b)读取模板下各对应像素的灰度值； 
(c)将这些灰度值从小到大排成一列； 
(d)找出排列在中间的 1 个； 
(e)将这个中间值赋给对应模板中心位置的像素。 
图10.5选用3 3× 的十字形窗口进行滤波，图像经过中值滤波后基本保留了图像的有用信

息，去除了干扰。 

 
                                     (a) 原图                  (b) 中值滤波结果 

图 10.5  中值滤波 
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4．边缘检测 

两个具有不同灰度值的相邻区域之间总存在边缘，边缘就是灰度值不连续的结果，是图

像分割、纹理特征提取和形状特征提取等图像分析的基础。这种灰度的不连续可以利用求导

数的方法检测到：一阶导数可以用于检测图像中的一个点是否是边缘的点，二阶导数的符号

可以用于判断一个边缘像素是在边缘亮的一边还是暗的一边。 
为了对有意义的边缘点进行分类，与这个点相联系的灰度级必须比在这一点的背景上的

变换更有效，可通过门限方法来决定一个值是否有效。所以，如果一个点的二维一阶导数比

给定的门限大，就定义图像中的该点是一个边缘点。一组这样的依据事先定义好的、与连接

准则相连的边缘点就定义为一条边缘。 
边缘检测是检测图像局部显著变化的最基本运算[7]。在一维情况下，阶跃边缘同图像的

一阶导数局部峰值有关。梯度是函数变化的一种度量，而一幅图像可以视为图像强度连续函

数的取样点阵列。因此，图像灰度值的显著变化可用梯度的离散函数来检测。 
二维函数 ( , )f x y 的梯度算子对应为一阶导数，定义为 

                                x

y

f
G xf

fG
y

∂⎡ ⎤
⎢ ⎥⎡ ⎤ ∂⎢ ⎥∇ = =⎢ ⎥ ∂⎢ ⎥⎣ ⎦
⎢ ⎥∂⎣ ⎦

 (10.6) 

其幅度和方向角是 

                           
1

2 2 2mag( ) x yf f G G⎡ ⎤∇ = ∇ = +⎣ ⎦  (10.7) 

                               ( , ) arctan y

x

G
x y

G
α

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
 (10.8) 

在实际中，常用小区域模板卷积来近似计算上述公式，对 xG 和 yG 各用一个模板，所以

需要 2 个模板组合起来构成一个梯度算子。常用的梯度算子有[8]： 
(a)Roberts 算子。这是一种利用局部差分算子寻找边缘的算子，由下列公式给出： 

                  [ ] [ ], , [ 1, 1] [ 1, ] [ , 1]G i j f i j f i j f i j f i j= − + + + + − +  (10.9) 

用卷积模板表示，上式变为 

                                  [ , ] x yG i j G G= +  (10.10) 

其中 xG 和 yG 由表 10.1 所示的模板计算。 

表 10.1  Roberts 算子 

                             (a)X 方向算子                             (b)Y 方向算子 

1 0 0 1 

0 −1 
 

−1 0 

图10.6是用 Roberts 算子对图10.4进行边缘检测的结果。Roberts 算子对具有陡峭的低噪

声图像效果较好。 



第 10 章  模式识别应用 

 

239 

(b) Sobel 算子。采用3 3× 邻域可以避免在像素之间内插点计算梯度，是一种梯度幅值： 

                                 
1

2 2 2
x yg G G⎡ ⎤= +⎣ ⎦  (10.11) 

其中的偏导数用下式计算： 
                         2 3 4 0 7 6( ) ( )xG a ca a a ca a= + + − + +  (10.12) 
                         0 1 2 6 5 4( ) ( )yG a ca a a ca a= + + − + +  (10.13) 

式中常数 c = 2。 
Sobel 算子的两个卷积计算核如表 10.2 所示，图像中的每个点都用这两个核做卷积，第

一个核对通常的垂直边缘响应最大，第二个核对水平边缘响应最大。两个卷积的最大值作为

该点的输出值。 

表 10.2   Sobel 算子 

1 2 1 1 0 −1 
0 0 0 2 0 −2 

−1 −2 −1 

 

−1 0 −1 

图10.7是用 Sobel 算子对图10.4进行边缘检测的结果。Sobel 算子对灰度渐变和噪声较多

的图像处理得较好。 

                  
       图 10.6  Roberts 算子边缘检测                           图 10.7  Sobel 算子边缘检测 

(c)Prewitt 算子。Prewitt 算子和 Sobel 算子的方程完全一样，只是常量 c 取 1，Prewitt
算子的两个卷积计算核如表10.3所示。 

表 10.3  Prewitt 算子 

1 2 1  1 0 −1 

0 0 0  2 0 −2 

−1 −2 −1  −1 0 −1 

图10.8是用 Prewitt 算子对图10.4进行边缘检测的

结果。 
通过对几种边缘检测算法的大量实验验证，建议

选取 Prewitt 算子进行车牌图像边缘提取。 

10.1.2  车牌定位 

1．车牌粗定位 

为了在一幅含有复杂背景的图像中找到车牌区域，可采用窗口扫描、模板匹配的方法。一

般的模板匹配是，拿已知的模板与原图像中同样大小的区域去对照[9]。首先，模板的左上角点

 
图 10.8  Prewitt 算子边缘检测 
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和图像的左上角点是重合的，拿模板和原图像中同样大小的一块区域去对比，然后平移到下一

个像素，依次进行同样的操作。所有的位置都对比完后，差别最小的区域即为所求区域。 
根据车牌区域白色点和跳变点均匀丰富的特性，用矩形匹配法来搜索车牌大致位置。在

求得车牌大致位置的基础上，根据条件，搜索上下边缘；再根据长宽比信息，搜索车牌左右

边缘，确定车牌准确位置。 
用一个与估计的车牌大小相等的矩形，或者比估计的车牌稍大一些的矩形，遍历整个边

缘二值图，落在该矩形内白色点最多的位置就是车牌区域的大致位置。 
如果采集到的车辆图片大小为 768×512，可选用 160×60 像素的矩形模板，其搜索步长可

定为 5。矩形模板的大小可以根据不同应用情况和场合进行调整。 
在获得了车牌的大致范围［如图10.9(a)所示］并进行粗定位后，可以搜索车牌的上下边

缘和左右边缘。 

 
(a) 车牌图像粗定位 

                 
                  (b) 粗定位彩色图像                                          (c) 粗定位灰度图像 

图 10.9  粗定位 

搜索车牌上下边缘的算法描述是，在车牌大致位置的基础上，向上、向下按以下条件进

行搜索： 
(1)搜索的范围不超过某一个阈值； 
(2)若某一行全部白色点的总数与车牌大致位置所在区域里平均单行全部白点总数相差

不大，则认为该行是车牌所在行。 
根据我国机动车牌号(GA36-92)标准，汽车车牌的标准尺寸为 440 mm× 140 mm。根据

这个特性，在确定了上下边缘之后，就可以按照长宽比为 44:14 来搜索车牌的左右边缘。 
搜索左右边缘的算法描述是：以上下边缘差为高、以 44:14 为长宽比的矩形做模板，从

左到右遍历由上下边缘所确定的候选区域，其车牌区域内的白色点应该是所有遍历情况中最

多的。 
在搜索定位到目标车牌的上下、左右边缘后，通常不能直接剪切；为了减少误切和信息

丢失，按照经验，车牌边界值分别向左右上下扩展一定值，再进行图片剪切处理，以确保车

牌有效区域的完整，如图10.9所示。因为后期还有针对车牌图像的切割最小范围的算法，这

里多点冗余图像信息对最终字符识别的影响不大。 
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2．车牌图像的二值化 

二值化又称为阈值化[10]，其目的就是要找出一个合适的阈值，将待研究的区域划分为前

景和背景两部分。假设一幅灰度车牌图像大小为 M×N， ( , )f x y 表示位于图像中第 x 行、第 y
列的像素的灰度值；其中，0 ≤ x ≤M，0 ≤y ≤N，x 和 y 都是整数。二值化处理可以用下式表

示： 

                           
255, ( , )

( , )
0, ( , )

f x y T
f x y

f x y T
⎧

= ⎨ <⎩

≥
 (10.14)      

其中，T 为给定的阈值。 
经过二值化处理后，字符的前景和背景就由黑白两种颜色分开，选择不同的阈值会得到

不同的二值化效果。 
目前，用于车牌的二值化算法有以下几种： 

  纹理分析法[11]。首先对图像进行纹理分析，确定车牌图像中字符像素点的灰度相对

于牌照底色灰度的高或低，同时取得字符灰度与牌照底色的灰度的近似分布，最后采

用模式识别中的最大最小准则获得灰度分割阈值。 

  灰度直方图波峰波谷法[12]。灰度直方图是灰度级的函数，描述的是图像中具有该灰

度级的像素的个数，其横坐标是灰度级，纵坐标是该灰度出现的频率(像素的个数)。

在车牌的灰度直方图中，找到位于两个波峰之间出现频率最小的灰度级，用这个灰度

作为阈值进行二值处理。 

  Ostu 方法[13]。其思想是，方差是灰度分布均匀性的一种度量，方差越大，说明构成

图像的两部分的差别就越大，目标和背景的错分会导致这种差别变小。因此，使类间

方差最大的分割意味着错分概率最小，找到这个使类间方差最大的灰度值，就是二值

化的阈值。 

  彩色分析法[14]。该方法的输入图像是彩色的车牌，它把车牌的背景颜色分为黄、白、

黑、天蓝、浅蓝、深蓝六类，然后分别统计这几种颜色的数目，确定具有最大数目的

颜色值，这样也就找到了背景颜色，根据不同的背景颜色，选择相应的阈值，颜色越

深阈值越大。该方法受光照的影响非常大，并且各种颜色的归类不是非常准确。 

  统计方法[15]。该方法应用的是图像的统计特征和先验信息。 

(1)大律法 
全局动态二值化是从整个灰度图像的像素分布出发，寻求一个最佳的阈值，其中经典算

法是大律法(Ostu)算法。Ostu 算法是在判别最小二乘法的基础上推导出来的，其基本思想是：

取一个阈值 k，将图像像素按灰度大小分为大于等于 k 和小于 k 两类，然后求出两类像素的

平均值方差 2
Bσ (类间方差)和两个类的各自的均方差 2

Aσ (类内方差)，找出使两个方差比
2

Bσ / 2
Aσ 最大的阈值 k，该阈值即为二值化图像的最佳阈值。这种方法不论图像的直方图有

无明显的双峰，都能得到较为满意的效果，因此这种方法是阈值自动选取的较优方法。 
设原始灰度图像灰度级为 L，灰度级为 i 的像素点数为 in ，则图像的全部像素数为 

                                1 2 1LN n n n −= + + +L  (10.15) 
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用阈值 t 把灰度级划分为两类： 0C = (0, 1, 2,L , t)和 1C = (t + 1, t + 2,L , L − 1)。因此， 0C
和 1C 类的出现概率及均值分别由下列各式给出： 

                              0 0
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( ) ( )
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i

w P C p w t
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= = =∑  (10.16) 
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其中 u(t)=
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=∑ 。可以得出，对任何 t 值，下式都能成立： 

                         0 0 1 1 rw u w u u+ + + = ，  0 1 1w w+ =  (10.20) 

0C 和 1C 类的方差可由下式求得： 
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                                 2 2 2
0 0 1 1A w wσ σ σ= +  (10.22) 

                   2 2 2 2
0 0 1 1 0 1 1 0( ) ( ) ( )B r rw u u w u u w w u uσ = − + − = −  (10.23) 

其中 2
Aσ 是类内方差， 2

Bσ 是类间方差。 
Ostu 算法描述如下： 
(1)求出图像中最大的灰度值 maxG ； 
(2)令 k = l； 
(3)求出大于 k 和小于 k 的这两类像素总数和像素的灰度平均值； 
(4)计算类间方差 2

Bσ 和类内方差 2
Aσ ； 

(5)令 k = k + 1，循环(3)~(5)步，直到 k = maxG 时，循环结束； 
(6)找出最大的 2

Bσ / 2
Aσ 的值，其对应的值 k 即为所求阈值。 

Ostu 算法基于图像像素的灰度值分类，按照使类间方差

与类内方差比最大的原则获得阈值，使目标和背景之间方差

最大，即找出使两个方差比 2 2/B Aσ σ 最大的阈值 k。 
用 Ostu 算法对图10.9(c)进行二值化的结果如图10.10所

示。 
(2)迭代阈值法 
迭代阈值法也称为基于灰度直方图的全局最佳平均阈值法，是一种基于逼近思想的方法

[16]。首先将图像灰度取值范围的中值作为初始阈值(设共有 L 个灰度级)，然后按照式(10.24) 
迭代，直到 1i iT T+ = 或者相差很小时，结束迭代，并取此时的 iT 分割阈值： 

 

图 10.10  Ostu 算法的二值化图像 
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其中 kh 是灰度 k 出现的频数。 
在图像目标区域和背景区域存在明显差异的情况下，这种算法效果十分理想，从路径规

划的角度上是最优阈值，因为迭代阈值不需要知道先验知识。在计算中不必计算 kh ，直接通

过如下步骤就可以求出迭代： 
(a)求出图像的最大灰度值和最小灰度值，分别记为 max minZ Z和 ，计算初始阈值。 
(b)根据阈值 iT 将图像分割为前景(目标)和背景，分别求出两者的平均灰度值 o bZ Z+ 。 
(c)求出新阈值( o bZ Z+ )/2。 
(d)若 1i iT T+ = ，则所得即为阈值，否则转(b)。 
用迭代阈值法对图 10.9(c)进行二值化的结果如图 10.11

所示，迭代阈值法的二值化图像基本保留了车牌区域特

征，而去掉了大量背景干扰，使后步的运算更为简捷。但

是也可能会去掉车牌图像的一些细节，需要后期进行形态

学处理。 

3．车牌图像的倾斜校正 

我国标准车牌为长方形，而在实际应用中，由于摄像机拍摄距离、角度或车牌本身挂歪

等原因，经常遇到倾斜牌照。当牌照的倾斜角度大于 20°时，就会影响后续的牌照分割准确

度和字符识别率，所以有必要考虑倾斜校正这个问题。目前的车牌倾斜校正方法主要有： 

  通过模板匹配寻找牌照区域的四个顶点，再通过双线性空间变换重建矩形车牌区域[17]。 

  通过求取车牌字符区域的局部极小和局部极大特征点，再进行投影确定车牌的倾斜角
[18]。 

  通过求取车牌上各字符连通域的中心点，然后拟合为直线来确定车牌的倾斜角。 

  Hough 变换法。通过 Hough 变换求取车牌的边框，确定车牌的倾斜角或者提取牌照

边框的参数，求解牌照区域四个顶点的坐标，通过双线性空间变换对畸变图像进行校

正。 

目前，常用的方法是 Hough 变换。Hough 变换在待测直线具有小的扰动和断裂，甚至是

虚线时，具有很强的检测能力[19]。具体实现时用到了 Hough 变换中一个比较简单的情形，任

意的一个线性关系式 y xu v= + ，它表达了 xy 平面上的点和uv 平面上的直线的一种对应关系，

对于 xy 平面上的任意一条直线 y ax b= + ，取该直线上的任意两点坐标 1 1( , )x y 和 2 2( , )x y ，这

两点在uv 平面中所对应直线的交点可以通过解如下方程组得到： 

                                  1 1

2 2

y ax b
y ax b
= +⎧

⎨ = +⎩
 (10.25) 

由式(10.25)可以推出两平面上的交点为 ,u a v b= = ，它与 xy 平面上直线的选取无关。获

取倾斜角度的步骤如下： 

 

图 10.11  迭代阈值法的二值化图像 
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(1)在 xy 坐标系下，对粗定位后的车牌图像上的目标点扫描，求出它们在uv 坐标系下的

直线，并且把它们标记出来。 
(2)在uv 坐标系中，把这些直线经过的点都标记出来。 
(3)在uv 坐标系下，统计各个点被标记的次数，将被标记次数最多的点取出来。 
(4)由 Hough 变换可知，在 uv 坐标系下的点(a, b)在 xy 坐标系下所对应的直线 y =  

ax b+ 的斜率为α ，那么这些直线的倾斜角即为车牌的倾斜角。 
(5) 设倾斜角为α ，根据下式进行计算： 

                          0 0 0

0 0 0

( )cos ( )sin
( )sin ( )cos

x i i j j i
y i i j j j

α α
α α

= − − − +⎧
⎨ = − − − +⎩

 (10.26) 

式(10.26)实质是对原图像进行旋转操作，( , )x y 是原图像点的坐标。实验结果如图10.12
所示。 

             
                          (a) 未校正图片                        (b) Hough 变换对(a)的倾斜校正 

             
                          (c) 未校正图片                           (d) Hough 变换对(c)的倾斜校正 

图 10.12  车牌校正 

4．精定位 

经过粗定位、二值化处理后的车牌图像，其车牌区域具有以下三个基本特征： 

  在一个不大的区域内密集包含有多个字符； 

  车牌字符与车牌底色形成强烈对比； 

  车牌区域大小相对固定，即车牌区域长度和宽度成固定比例。 

因此，车牌区域所在行相邻像素之间从 0 到 1 和从 1 到 0 的变化会很频繁，变化总数远

远大于其他区域。 
精确定位车牌的上下边界。由上至下统计每行相邻像素之间的灰度变化次数，当某行的变

化次数首次大于某一临界值时，则假定该行为待搜索车牌的最高行；然后继续向下搜索，当某行

的变化次数首次小于某一临界值时，则假定该行为待搜索车牌的最底行。具体步骤如下： 
(1)逐行对车牌图像进行扫描，统计每行中像素的灰度值从 0 到 1 和从 1 到 0 变化的次

数 n，黑白跳变小于某阈值的行即被视为背景； 
(2)若某行连续白线长度大于某阈值，则该白线被认为是背景； 
(3)若单行白色点总数大于某阈值，则该行被认为是背景； 
(4)做完以上处理后，在车牌高度的上面 1/2 处向上搜索第一条全为黑的线，则认为该黑

线以上为背景；在下面 1/2 处向下搜索第一条全为黑的线，则认为该黑线以下为背景；如图

10.13所示。 
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图 10.13  经过第(1)~(4)步处理后得到的图像 

(5)对步骤(4)的“原始图像”进行开运算得到图像背景，用原始图像与背景图像做减法

运算，生成图10.14所示图像； 

 

图 10.14  经过第(5)步处理后得到的图像 

(6)由于图10.14中还有一些很小的面积未被滤除，使用面积滤除法进行滤波处理。所谓

面积滤除法，就是找出图像中的所有连通域，并计算每一个连通域的面积，把面积小于一定

阈值的连通域清除掉(阈值设定为 50)；面积滤除法的滤波结果如图10.15所示。 

 

图 10.15  经过第(6)步处理后得到的图像 

(7)沿着车牌图像的两边竖直方向扫描可去除左右边框干扰，即 ( ) ( 1)f i f i S′ ′ ′− − < ，即

为边缘部分，赋值为 0，其中 ( )f i′ 表示第 i 列黑色像素点的总和； 
(8)定义一个 2×M 矩阵 Judge1，其中 M 为图像行数，统计每列中像素的灰度值从 0 到 1

和从 1 到 0 变化的次数 n，第一行用来记录 n 的值，第二行用于对 n 进行校验，置初值为 0； 
(9)如果 n 大于阈值(阈值取 8)，则将矩阵 Judge1 的第二行对应列中该位置的元素置 1，

然后继续向下行扫描，重复以上判断； 
(10)当全部扫描完成后，矩阵 Judge1 就记录下了每行的 0、1 变化次数，然后对 Judge1

的第二行从前向后进行观察，如果发现连续存在 10 个“1”，就可以认为最前面的“1”所在

的行就是车牌的上边界；同理，对 Judge1 从后往前进行观察，可以确定车牌的下边界。 
(11)定义一个 2×N 矩阵 Judge2，其中 N 为图像列数，对每列进行扫描，统计每列中像

素的灰度值从 0 到 1 和从 1 到 0 变化的次数 n，第一列用来记录 n 的值，第二列用于对 n 进

行校验，置初值为 0； 
(12)如果 n 大于阈值(阈值取 6)，则将矩阵 Judge2 的第二列对应列中该位置的元素置 1，

然后继续向下列扫描，重复以上判断； 
(13)当全部扫描完成后，矩阵 Judge2 就记录下了每列的 0、1 变化次数，然后对 Judge2

的第二列从左向右进行观察，如果发现连续存在 10 个“1”，就可以认为最前面的“1”所在

的列就是车牌的左边界；同理，对 Judge2 从右往左进行观察，可以确定车牌的右边界。 
经过第(7)~(13)步处理后的结果如图10.16所示。 
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图 10.16  精定位图像 

10.1.3  字符分割 

在经过 10.1.2 节的车牌定位处理之后，得到的牌照图像已经基本上可以满足字符分割的

需要。由于牌照有其自身的规格要求，字符之间有一定的间隔，而这个间隔是可以想到的分

割依据。 
根据车牌区域的特征，由于左边第一个字符为汉字字符，汉字字符的结构较复杂，一个

汉字字符的中间可能有间隙，这给分割带来一定的干扰。因此，采用基于车牌区域先验知识

和投影方法，从右向左对车牌进行扫描。 
(1)定义变量 p 代表车牌中的七个字符，p = 0, 1,L , 6，L(p)和 R(p)分别为第 p 个字符

的左右边界，h(i)表示第 i 列垂直投影后像素值为 1 的点的个数。 
(2)设定阈值 T，如果 h(i)大于 T，那么认为第 i 列为可能的字符区域或者比较大的干

扰；如果 h(i)介于 0 和 T 之间，那么认为第 i 列为一些小的干扰噪声；如果 h(i)等于 0，
则认为是字符之间的间隔区域。事实上，由于不可能完全消除噪声，间隔区域也存在一部

分干扰噪声，使得 h(i)不可能等于 0，因此只要非常接近 0，就认为是字符之间的间隔区

域。 
(3)设定字符投影宽度的阈值为 m，右边框的位置阈值为 n，i 初始值为图像宽度减 1。 
(4)对图像的 h(i)从右向左进行检测，直到遇到 h(i)大于 T 为止，令 R = i。 
(5)然后继续向左检测，直至 h(i)小于等于 T；同时统计扫描过的列数，记为 lie，用 L

记下最后一个 h(i)大于 T 的位置。 
(6)如果 lie 小于 m，同时 L 大于 n，那么认为是干扰信息，转到下一步继续执行；否则

认为是字符。L 和 R 分别为当前字符的左右边界，令 p = p − 1，继续执行下一步，以确定下

一个字符的位置。 
(7)返回至步骤(5)继续执行，直至 i 等于 0 为止，即找到所有的字符。 
车牌的垂直投影如图10.17所示，图10.16的字符分割结果如图10.18所示。 

       
                   图 10.17  车牌的垂直投影图                  图 10.18  图 10.16 的字符分割结果 
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10.1.4  字符识别 

字符识别是在车牌字符准确分割的基础上，对车牌上的汉字、英文字母、数字进行识别

的过程。车牌上的字符属于印刷体，但由于摄像机的性能、车牌的整洁度、光照条件、拍摄

时的倾斜角度及车辆运动等因素的影响，使牌照中的字符可能出现比较严重的模糊、歪斜、

缺损或污迹等干扰，给字符识别带来困难。 
目前用于车牌字符识别中的算法主要有基于模板匹配的方法、基于特征匹配的方法及基

于人工神经网络的方法[21]。 
(1)基于模板匹配的方法。模板匹配方法是一种经典的模式识别方法，首先对待识别字符

进行二值化，并将其大小归一化为字符数据库中模板的大小，然后与所有的模板进行匹配，最

后选最佳匹配作为结果。但是字符大小、方向、字体的变化及噪声都将严重地影响模板匹配的

正确率。在实际应用中，为提高正确率，往往必须使用多个模板进行匹配，而处理时间则随着

模板个数的增加而增加。基于关键点的模板匹配算法对传统的模板匹配算法做出改进，此算法

先对待识别字符进行关键点提取，即对字符进行拓扑分析以得到边符边缘的关键点，然后对关

键点去噪，再确定字符的分类。使用关键点进行模板匹配有效地减少了模板中像素点的个数，

只利用字符的关键点进行模板匹配，既提高了识别速度，又具有较高的识别率。 
(2)基于特征匹配的的方法。这种字符识别方法是提取字符的相关特征，然后利用这些

特征来进行字符匹配，选择最接近的匹配结果。基于特征匹配的算法效率比模板匹配算法好，

但是特征的正确提取比较困难。 
(3)基于神经网络的字符识别方法。车牌上的字符从车牌图像上分割下来以后，或多或

少地与原来的字符存在着一定差异，由于神经网络的容错性较强，所以可以使用神经网络进

行字符识别。目前，常用的神经网络主要有 Ko-honen、Hopfield 网络和 BP 网络等；由于神

经网络自身的复杂性，选择哪一种类型的网络最好并没有一定的答案，主要是根据网络的分

类样本类型和数量来选。这里选择了广泛使用的 BP 网络。 

1．字符归一化 

考虑到算法复杂性和实时性的要求，选用邻近插值法进行字符归一化，将字符归一化为

40 20× 点阵。对图10.18(a)进行位置归一化和大小归一化后，得到的车牌字符如图10.19 所示。 

 
图 10.19  对图 10.18(a)归一化后的字符 

2．字符特征提取 

特征提取能影响到整个系统识别的成功与否。由于粗网格特征能反映字符的整体形状分

布，针对车牌字符的特点，选取字符的粗网格特征作为识别字符的特征。 
粗网格特征属于统计特征中的局部特征，又称局部灰度特征。它通过把字符分成 M×N

个网格，统计每个网格中目标像素(白色像素)的数量，而每个网格各自反映字符的某一部分

特征，在识别阶段，将所有网格特征值组合在一起形成一个 M×N 的粗网格特征向量。这里



模 式 识 别   248 

将归一化后字符点阵的每个像素点作为一个网格，直接输入到神经网络分类器中。图 10.20
是数字 4 的粗网格特征。 

3．BP神经网络参数的确定 

根据老式牌照字符的特点，第 1 位字符是汉字，第 2 位字符是大写英文字母，第 3 位字

符是大写英文字母或数字，第 4～7 位字符是阿拉伯数字。在识别过程中，由于 0 与 D、Q，

8 与 B，4 与 A 不容易正确识别，为了提高系统识别率，根据字符所处位置的不同构造 4 个

神经网络，即汉字网络、字母网络、字母数字网络、数字网络，如图10.21所示。 

                

     图 10.20  数字 4 的粗网格特征                        图 10.21 字符识别过程框图 

BP 神经网络采用误差反向传播算法对网络权值进行训练的多层前向网络[22]。 
(1) 输入层神经元个数。输入层神经元个数根据待识别字符所提取的粗网格特征的维数

大小确定。由于归一化为 40×20 点阵，以每个像素点为一个网格，输入层神经元个数取 800。 
(2)输出层神经元个数。各个网络输出层神经元个数分别为：汉字网络是 51；字母网络是

25；字母数字网络是 34；数字网络是 10。以最简单的数字网络为例，其输出如表 10.4 所示。  
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表 10.4  数字网络的期望输出 

                训练字符

输出神经元 
0 1 2 3 4 5 6 7 8 9 

输出神经元 1 1 0 0 0 0 0 0 0 0 0 

输出神经元 2 0 1 0 0 0 0 0 0 0 0 

输出神经元 3 0 0 1 0 0 0 0 0 0 0 

输出神经元 4 0 0 0 1 0 0 0 0 0 0 

输出神经元 5 0 0 0 0 1 0 0 0 0 0 

输出神经原 6 0 0 0 0 0 1 0 0 0 0 

输出神经元 7 0 0 0 0 0 0 1 0 0 0 

输出神经元 8 0 0 0 0 0 0 0 1 0 0 

输出神经元 9 0 0 0 0 0 0 0 0 1 0 

输出神经元 10 0 0 0 0 0 0 0 0 0 1 

(3)隐含层层数的选择。可采用下式确定各个网络隐层神经元的数目，具体如表 10.5 所示： 

                                1 ( 1) 1n m n= × + +  (10.27) 

式中， 1n 表示隐含层神经元个数，n 为输出层的单元数，m 为输入层的单元数。 

表 10.5  隐含层神经元个数 

 输入层神经元个数 输出层神经元个数 隐含层神经元个数 

数字网络 800 10 94 

字母网络 800 24 142 

字母数字网络 800 34 168 

汉字网络 800 51 204 

(5)激活函数的选择。神经元的激励函数是 S 型函数，即
1( )

1 e xf x −=
+

。 

(6)初始权值的选取。为了保证每个神经元的权重都能够在 S 型函数变化最大的地方进

行调节，一般初始权值取−1 和 l 之间的随机数。 
(7)学习速率和动量因子的选择。在实际应用中，结合车牌字符识别系统的小类别分类

特点，通常根据对误差准则函数 avE 和各类别网络实际输出值的观察，来调整学习率η 和动

量因子α 。在开始训练时，先设置学习率参数η = 0.1，动量因子α = 0.9；经过数次迭代后，

如果观察到 avE 忽大忽小且网络实际输出值也呈现与之相同的趋势，说明η 取得过大，则应

该减小学习率参数。如果训练过程中，观察到几次迭代调整后， avE 和网络实际输出值的变

化不大，则可能η 过小或网络已趋于收敛，即训练已处于误差曲面的平坦区，此时可适当增

大η 的取值。当网络的训练确实已处于误差曲面的平坦区，而学习速度又太小时，可适当调

整动量因子α 的值。 
本实验系统中，各个神经网络的参数配置如表10.6所示。 

4．BP网络的训练 

根据不同的训练样本集，确定初始化网络参数：最大迭代次数、学习率、动量因子、激
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活函数等。选择训练样本，输入训练样本特征。确定网络结构，输入各层的网络节点。调用

BP 算法训练网络。保存训练成功的网络权值。 

表 10.6  神经网络的网络结构和参数配置 

       参数配置 
 

网络结构名称 

输入层

节点数

隐含层

节点数

输出层

节点数

学习率

参数 
动量 
因子 

误差 
目标值

迭代 
次数 待识别字符 

数字神经网络 800 94 10 0.01 0.05 0.0001 852 0-9 

字母神经网络 800 142 24 0.01 0.05 0.0001 1332 除 I 以外的 25 个大写字母 

字母数字 
神经网络 

800 168 34 0.01 0.05 0.0001 537 0-9，A-Z，除 I 和 O 之外的

大写字母 

汉字网络 800 204 51 0.01 0.05 0.0001 134 省份等 51 个汉字 

以数字网络为例，训练样本的实际输出如表10.7所示。 

表 10.7  数字网络训练样本实际输出值 

       训练数字 
输出神经元 

0 1 2 3 4 5 6 7 8 9 

神经元 1 0.9984 0.0002 0.0002 0.0002 0.0000 0.0010 0.0004 0.0001 0.0000 0.0001 

神经元 2 0.0005 0.9989 0.0007 0.0007 0.0009 0.0005 0.0005 0.0012 0.0000 0.0001 

神经元 3 0.0001 0.0000 0.9989 0.0010 0.0003 0.0000 0.0000 0.0008 0.0003 0.0009 

神经元 4 0.0008 0.0001 0.0007 0.9985 0.0010 0.0000 0.0003 0.0007 0.0005 0.0001 

神经元 5 0.0000 0.0005 0.0007 0.0006 0.9979 0.0008 0.0001 0.0004 0.0000 0.0001 

神经元 6 0.0005 0.0005 0.0000 0.0000 0.0008 0.9987 0.0004 0.0000 0.0007 0.0009 

神经元 7 0.0003 0.0003 0.0006 0.0003 0.0012 0.0000 0.9992 0.0004 0.0009 0.0005 

神经元 8 0.0004 0.0005 0.0004 0.0009 0.0009 0.0003 0.0000 0.9985 0.0002 0.0005 

神经元 9 0.0003 0.0000 0.0009 0.0013 0.0000 0.0010 0.0007 0.0013 0.9974 0.0006 

神经元 10 0.0008 0.0001 0.0003 0.0000 0.0000 0.0007 0.0002 0.0003 0.0004 0.9986 

对比表10.4 和表10.7，可以看出神经网络的训练样本实际输出值和期望输出值基本趋于

一致。 

5．识别结果 

用 MATLAB 对字符进行识别。在实验中，测试数据选取实际摄取的 200 幅图片，各类

字符共有 1400 个。对每类数据随机抽取 50%作为训练样本，剩余的样本作为测试数据。 
车牌图像经过区域定位裁剪、二值化、倾斜校正、去除边框、字符分割及归一化处理后，

得到字符的 40× 20 像素点阵，作为神经网络输入。由于实际条件所限，汉字仅采集到 7 类样

本，分别为京、辽、鲁、冀、浙、湘、皖；英文字母集中缺少 5 类样本，分别为 I、R、V、

W、X；数字样本齐全。 
以数字神经网络为例，此时结构参数中的误差目标值为 0.0001，学习率参数为 0.05，则

训练完成所需的迭代次数为 593 次，训练好的神经网络就可以使用了。对于训练样本识别率

能够达到 100%，对于非训练样本和识别样本的识别率也非常高。数字网络误差性能曲线如图

10.22所示。 
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图 10.22  数字网络误差性能曲线 

用所有训练样本和识别样本作为测试集时，在数字网络中错误的样本主要集中在“1”
上；字母神经网络中错误的样本主要集中在相似字母如“O”和“D”上；字母数字神经网络

中错误的样本主要是由相似字符“B”和“8”导致的。要想减少错误识别率，应对字母数字

进行细分类。 
部分车牌识别样本如图10.23所示，综合识别率如表10.8所示。 

 
图 10.23  部分车牌样本识别结果 

表 10.8  综合识别率 

网 络 类 型 样  本  数 误  识  数 识  别  率 

数字网络 500 35 93.0% 

字母网络 400 40 90.0% 

字母数字网络 600 34 91.0% 

汉字网络 100 15 85.0% 
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10.2  语音识别 

语音识别(Speech Recognition)是机器通过识别和理解过程，将人类的语音信号转变为相

应的文本或命令的技术。语音识别技术是一门多学科交叉技术，涉及语音学、发声和听觉机

理、心理学、数字信号处理、信息论和概率论、模式识别、人工智能及计算机科学等。语音

识别应用范围相当广泛，可应用于各行各业，如语音拨号、翻译系统、智能玩具、智能家居、

汽车导航、工业控制、信息查询、军事监听等。 
语音识别有以下几种分类方法[23]。 
(1)按发音方式分类 

  孤立词识别(Isolated Word Recognition)。用户在对系统说话时，相邻的词汇之间的发音

要有明显停顿，在这种发音方式下，词汇之间语音信号的声学特征基本不受下文的影

响，词汇在语音信号中的起始点和结束点的检测比较容易，系统实现难度较低。 

  连接词识别(Connected Word Recognition)。对中小规模词汇表中的若干词条，以慢速

连读的方式连续说出，一般指 0~9 十个数字连接而成的多位数字识别，并包含少量的

操作指令等。 

  连续语音识别(Continuous Speech Recognition)。说话人以日常自然的方式讲述并进行

识别。 

(2)按词汇量大小分类 

  小词汇量(词汇量小于 100)。 

  中等词汇量(词汇量在 100 到 1000 之间)。 

  大词汇量(词汇量大于 1000)。 

  无限词汇量(全音节识别)。 

一般情况下，需要识别的词汇量越多，词汇之间就越容易混淆，系统实现就越困难，系

统的识别率也会降低。 
(3)按照说话人的限定范围分类 

  特定人语音识别(Speaker Dependent)。特定人语音识别是指识别系统只针对特征的某

个用户进行识别工作的方式。 

  非特定人语音识别(Speaker Independent)。非特定人语音识别是指识别系统可以针对

任何人工作。非特定人语音识别需要针对不同人建立模型，实现起来难度较大，但是

通用性好，应用更广。 

10.2.1  语音识别研究的发展与现状 

语音识别研究从 20 世纪 50 年代开始到现在，已经历半个多世纪的蓬勃发展，在这期间

获得了巨大的进展。 
20 世纪 50 年代，研究人员大都致力于探索声学-语音学的基本概念。世界上最早的语音

识别系统 Audrey[24]是在 1952 年由美国贝尔实验室开发的，该系统实现了孤立人英语数字语
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音识别系统，方法主要是度量每个数字的元音音段的共振峰。1959 年，英国伦敦大学学院的

研究人员尝试用谱分析和模板匹配方法构建了一种音素识别器，用以识别 4 个元音和 9 个

辅音，第一次使用了统计语法的概念[25]。 
20 世纪 60 年代以后，各种语音识别的研究才开始展开。RCA 实验室的研究成果解决了

语音在时间标尺上的不均匀问题。在能够可靠检测出语音事件的始末点的基础上，发展了一

套时间归整的基本方法，显著降低了识别匹配评分的变化程度[26]。1968 年，前苏联的研究人

员 Vintsyuk 首次将动态规划算法(Dynamic Programming，DP)[27]应用于语音分析，使用 DP
来对齐两个不同长度的语音音段。卡耐基·梅隆大学(Carnegie Mellon University，CMU)的研

究人员 Reddy 用动态跟踪音素的方法进行了连续语音识别[28]的开创性工作。 
20 世纪 70 年代，语音识别技术开始快速发展。日本学者 Itakura 提出了基于 DP 技术的动

态时间规整算法(Dynamic Time Warping, DTW)[29]，该算法是将时间规整和距离测度计算结合

起来的一种非线性规整技术。DTW 搭配基于线性预测编码(Linear Prediction Coding, LPC)[30]

的谱系数提取，使得孤立词识别的效率大大提高，线性预测技术在语音识别领域从此得到广

泛应用。Helms 首次将向量量化(Vector Quantization, VQ)[31]用于说话人识别，该方法把每个

人的训练数据通过标准的聚类过程生成码本，识别时将测试输入向量按此码本进行编码，以量

化产生的失真度作为输出结果的判决条件。VQ 方法不需要对时间进行对齐，简化了系统复杂

度；该方法识别精度高，且判断速度快。在此期间比较有代表性的语音识别系统有：CMU 的

Hearsay-II(提出了使用并行异步过程来模拟语音识别系统中不同的知识源)、IBM 的大词汇量

自动语音听写系统和贝尔实验室用于通信的与说话人无关的语音识别系统。 
20 世纪 80 年代，语音识别技术的研究进一步深入，连接词和大词汇量连续语音识别成

为研究热点，语音识别开始由简单的基于模板的方法向统计建模框架转变。贝尔实验室的

Rabiner 等科学家把原本晦涩的隐式马尔可夫模型(Hidden Markov Model, HMM)[32]理论工程

化，从而使更多的研究者了解和使用该模型。HMM 成为大词汇量连续语音识别系统的基础。

人工神经网络(Artificial Neural Network, ANN)[33]在 20 世纪 50 年代被提出，其具有非线性性、

自适应性和鲁棒性等特性。ANN 在 20 世纪 80 年代被引入语音识别领域，其独特的优点及其

较强的分类能力和输入-输出映射能力使其在语音识别研究中备受关注。在此期间，比较具有

代表性的语音识别系统是 CMU 于 1988 开发的 SPHINX 系统，该系统使用了隐式马尔可夫模

型 HMM 和向量量化技术 VQ。SPHINX 系统是世界上第一个非特定人大词汇量连续语音识

别系统，其能够识别包含 997 个词汇的 4200 个连续语句，在语言复杂度为 60 且环境匹配时，

识别率可以达到 94.7%，经过多次改进，其识别率可达到 95.8%。 
20 世纪 90 年代，随着信号特征的提取和优化技术、声学模型的细化、自然语言理解领

域中语音模型的建立和解码搜索算法技术的不断成熟，出现了比较成功的大词汇量连续语音

识别系统。在此期间，系统的鲁棒性越来越被人们所重视，各种试图提高语音识别系统在测

试不匹配条件下(其中导致不匹配的原因包括背景噪声、不同人说话风格、麦克风、传输信道和

房间回响等)性能的技术被提出，如最大似然线性回归(Maximum Likelihood Linear Regression, 
MLLR)准则、最大后验(Maximum A-Posteriori, MAP)准则[34]、结构化 MAP[35]、模型分解[36]、并

行模型合并(Parallel Model Composition, PMC)[37]等。在此期间，比较有代表性的语音识别系统有：

IBM 对 ViaVoice 系列、Microsoft 的 Whisper 系统、CMU 的 SPHINX-II 系统等。 
IBM 的 ViaVoice 语音识别系统带有一个 32 000 词的基本词汇表，可扩展到 65 000 个词，
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还包括办公常用词条，具有“纠错机制”，其平均识别率可以达到 95%。ViaVoice 为用户提供

了非常个性化的设计，根据每个人的不同发音习惯做了相应的设定。运行在 Windows 下的

ViaVoice 支持 Microsoft Office 2003，可以为不同要求的用户提供了精确的语音识别技术。 
ViaVoice 使用便利，特别适合于起草文稿、撰写文章、准备教案。 

Nuance(原名 Scansoft)是著名的语音和图像解决方案提供商。在语音技术市场，有超过

80%的语音识别采用的是 Nuance 的识别引擎技术，其名下有超过 1000 个专利技术，公司研

发的语音产品可以支持超过 50 种语言，在全球拥有超过 20 亿用户。该公司提供人性化、高

效率的电话口语或语言辨识功能。其英文语音产品 Dragon Naturally Speaking 在法律和医院临

床记录领域占据很大市场。Dragon Naturally Speaking 的速度为手动输入字符速度的 3 倍，而

且准确率高达 99%。 
我国的语音识别研究工作最早开始于中国科学院声学所。20 世纪 50 年代后期，中科院

声学所用频谱分析的方法研究了汉语 10 个元音的语音识别，到 20 世纪 70 年代后期，构建了

基于模板匹配的孤立词语音识别系统。在 20 世纪 80 年代后期，主持研究了“八五”期间中

科院人机语音对话研究项目。在此期间，国内大专院校和研究所相继开始了语音识别研究。

中科院声学所和自动化所、北京大学、清华大学等研究机构在中国的语音识别研究的方向和

内容等方面起了积极的催化和引导作用。比较具有代表性的系统有：1991 年 12 月四川大学

计算机中心在微机上实现了一个主题受限的特点人连续英语-汉语语音翻译演示系统；1992
年，由清华大学电子工程系和中国电子器件公司合作研制成功的 THED-919 特定人语音识别

与理解实时系统；2002 年，中科院自动化所及其所属模式科技(Pattek)公司推出面向不同计

算平台和应用的“天语”中文语音系列产品——PattekASR，结束了中文语音识别产品自 1998
年以来一直由国外公司垄断的历史。 

科大讯飞作为中国最大的智能语音技术提供商，在智能语音技术领域有着长期的研究积

累，并在中文语音合成、语音识别、口语评测等多项技术上拥有国际领先的成果。其产品

InterReco 是高效、稳定、易用的电话语音识别系统，提供最好的中文语音识别效果，支持识

别国际标准协议。 
模识科技公司依托中国科学院自动化所语音识别技术领域 20 年的技术积累，在多语言、

大词汇量、非特定人、连续语音识别等核心技术方向代表了世界先进水平。Pattek ASR3.0/SK
是专门面向电信语音交互服务应用设计开发的语音识别系统，由于使用了全新的识别引擎，

全面提升了使用中的稳定交互性能，通过简单集成，可以让使用者通过电话方便地使用语音

与系统交互，搜索信息和获取服务。 
现阶段语音识别的主要研究方向是如何提高语音识别系统的鲁棒性和如何建立新模型

来提高语音识别的性能。 

10.2.2  语音识别方法简介 

比较成功的语音识别方法有模板匹配法、随机模型法和人工神经网络法等，下面将分别

介绍这几种语音识别方法。 

1．模板匹配法 

模板匹配法(Template matching method)一般用于特定人、小词汇量或者语音识别系统。
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在训练阶段，用户将词汇表中的词每个读一遍，将其特征向量作为模板存入模板库。在识别

阶段，将输入语音的特征向量序列依次与模板库中的每个模板进行相似度比较，并将相似度

最高者作为识别结果输出。因为语音信号输出有较大的随机性，不同人说同一句话中的同一

音具有不同的时间长度，即使是同一人在不同时刻说同一句话中的同一音，也不可能具有完

全相同的时间长度，因此在语音识别时需要时间伸缩处理。Helms 首次将向量量化(Vector 
Quantization, VQ)用于说话人识别，该方法把每个人的训练数据通过标准的聚类过程生成码

本，识别时将测试输入向量按此码本进行编码，以量化产生的失真度作为输出结果的判决条

件。VQ 方法不需要对时间进行对齐，简化了系统复杂度；该方法识别精度高，且判断速度

快。日本学者板仓(Itakura)将动态规划算法(DP)的概念应用于解决孤立词识别时说话速度不

均匀的问题，提出了著名的动态时间规整法(DTW)。DTW 是一个典型的最优化问题，它使

用满足一定条件的时间规整函数将测试语音模板的时间轴非线性地映射到参考模型的时间轴

上。当词汇量较小且各个词不容易混淆时，DTW 方法取得了很大的成功。 

2．随机模型法 

随机模型法(Stochastic model method)用于非特定人、大词汇量、连续语音识别系统。随

机模型法的突出代表是基于概率运算的隐式马尔可夫模型(HMM)方法，该方法最初由 Baum
提出，Rabiner 等人对其在语音识别领域的应用进行了广泛深入的研究。HMM 的出现使得自

然语音识别系统取得了实质性的突破。 
HMM 对语音信号的时间序列建立统计模型，将其视为数学上的双重随机过程：一个是

使用具有有限状态数的马尔可夫链来模拟语音信号统计特性变化的隐含随机过程，另一个是

与马尔可夫链每个状态相关的观察序列的随机过程。前者通过后者表现，但前者的具体参数

是不可见的。人说话的过程就是一个双重随机过程，HMM 合理地模拟了人的发音过程，表

现了语音信号的整体非平稳性和局部平稳性，是一种比较合理的语音模型。 
HMM 在训练阶段对每个可观察到的符号序列进行建模，即 HMM 将每个参考模板用一

个数学模型来表示，测试样本代入所有的参考模型中，具有最大概率的模型所代表的语音即

为识别结果。 

3．人工神经网络法 

人工神经网络(ANN)在某种程度上模拟了生物的感知特性，是一种分布式并行处理结构

的网络模型，这种网络具有自组织、自学习、输入概括和输入信息特征提取等能力。ANN 本

质上是一个自适应非线性动力学系统，具有自适应性、并行性、鲁棒性、容错性和学习特性。

目前拥有语音识别的神经网络主要有多层感知器神经网络、镜像基函数神经网络、自组织映

射网络和概率神经网络等。 

4．混合模型 

HMM 经典模型只考虑了系统处于当前时刻的状态，因此使用经典 HMM 模型识别时，

会错误地拒绝一部分正确的样本，有一定的误识率。1998 年，A. Ganapathiraju 等人首次提出

HMM/SVM 混合模型[38]；2006 年，S. R. Quchani 和 K. Rahbar 在将 HMM/SVM 模型应用于离

散单词的语音识别时，取得了较高的识别效果和识别效率[39]。由于 HMM 适合于处理连续信
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号，其结果反映了同类样本的相似度，而 SVM 的输出结果则体现了异类样本间的差异，因

此 SVM 适合于分类问题，基于此，如果结合这两个模型的特点，建立一个用于分类的 SVM
和 HMM 的混合模型，就能综合二者的优点，取得较好的识别结果。 

HMM 的突出优点是对动态时间序列的建模能力，是一种基于时序累积概率的动态信息

处理方法。其缺点是仅考虑了特征的类内变化，而忽略了类间重叠性，因此导致对一些易混

淆语音难以识别。ANN 的突出优点是其分类决策能力和对不确定信息的描述能力，其缺点是

对时间序列的处理能力尚不尽人意。因此将 HMM 模型的动态建模能力和 ANN 的模式分类

能力有机地结合起来就可以互相取长补短，弥补彼此的不足。将 HMM 和 ANN 结合起来用

于语音识别曾是 20 世纪 90 年代以来语音识别领域的一个研究热点[40]。 

10.2.3  DHMM语音识别系统 

语音识别系统主要包括训练和识别两个阶段，无论是训练还是识别，都需要对语音信号

进行预处理，并提取其特征参数。训练过程使用语音信号的特征参数对模型进行训练，反复

修改模型参数，从而获得参数最优的模型。识别过程使用已经训练出的模型对待识别语音进

行识别，根据判决条件，输出识别结果。离散隐马尔可夫模型(Discrete Hidden Markov Model, 
DHMM)语音识别系统框图如图10.24所示。 

 

图 10.24  DHMM 语音识别系统框图 

在本节的实验中，语音样本使用自录制语音，录制环境为实验室安静环境，采样频率为

22.05 kHz，16 位单声道。由 5 个人分别录制 0-9 的十个数字，每人每个数字读 20 遍，保存

为 20 个语音 WAVE 文件，每个数字有 100 个样本，总样本为 1000 个语音样本。 
向量量化训练数据是随机选择的 500 个样本的特征参数；每个数字的 HMM 模型训练，

是从 100 个样本中随机选取 80 个样本；剩下的 20 个语音样本作为测试语音。 

1．预处理 

语音信号的预处理包括采样、去除噪音、预加重、分帧、加窗、端点检测等。 
(1)预加重 
由于语音信号的平均功率受声门激励和口鼻辐射的影响，语音信号从嘴唇发出后，高频

端大约在 800 以上有 6 dB/倍频的衰减。因此，在对语音信号处理之前需要对语音信号的高

频部分加以提升。预加重的目的是提升高频部分，使信号的频谱变得平坦，以便于进行频谱

分析或声道参数分析： 

                                ( ) ( ) ( 1)y n x n x nμ= − −  (10.28) 
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式中，x(n)为原始信号序列，y(n)为预加重后的信号序列，µ 为预加重系数，µ 值接近

于 1。在本节中，μ值选取 0.94。 
(2)分帧与加窗 
语音信号是一种典型的非平稳过程，但由于语音的形成过程是与发声器官的运动密切相

关的，这种物理过程比起声音振动速度来说缓慢得多，因此语音信号可假定为短时(10~30 ms)
平稳的。在这样的时间段内，语音信号的频谱特性和语音特征参数可以近似地视为不变的，

这样就可以采用平稳信号的处理方法来处理语音信号了。 
加窗就是用长度有限的窗函数 w(m)截取一段语音信号；窗在语音信号上滑动，将语音

信号分成长度为 10~30 ms 的帧的操作称为分帧。为了保证信号提取效果，帧之间都有重叠，

重叠的部分为窗长的 1/3 或 1/2。常用的窗函数有矩形窗、汉明窗和汉宁窗，其定义分别为： 
(a)矩形窗 

                              
1, 0 1

( )
0,

n L
w n

−⎧
= ⎨
⎩

≤ ≤

其他
 (10.29) 

(b)汉明窗 

                     
0.54 0.46cos(2 /( 1)), 0 1

( )
0,

n L n L
w n

− π − −⎧
= ⎨
⎩

≤ ≤

其他
 (10.30) 

(c)汉宁窗 

                         
0.5[1 cos(2 / )], 0 1

( )
0,

n L n L
w n

− π −⎧
= ⎨
⎩

≤ ≤

其他
 (10.31) 

其中 L 是窗长，这些窗函数都有低通特性。 
在本节中，语音信号采样频率为 22.05 kHz，取 512 个采样点作为一帧，即每帧 23.22 ms；

帧之间重叠 212 个采样点，即 9.61 ms；使用汉明窗对语音信号进行加窗处理。 
(3)端点检测 
在提取特征参数之前需要进行端点检测，这样就可以只处理真正的语音信号数据，从而

减少计算量和处理时间。端点检测实质上就是区分语音和噪声。 
短时能量指一帧语音信号能量之和，第 n 帧的短时能量用 En表示，其计算公式如下： 

                              2[ ( ) ( )]n
m

E x m w n m
∝

=−∝

= −∑  (10.32) 

式中，x(m)为语音序列，w(n−m)为窗函数。短时能量反映了语音振幅或能量随时间缓慢变

化的规律。 
由于短时能量对于高电平信号过于敏感，在 CPU 字长有限的情况下容易产生溢出，对于

这种情况，可以采用另外一种度量语音幅度的参数短时幅度，短时幅度定义如下： 

                             | ( ) ( ) |n
m

M x m w n m
∝

=−∝

= −∑  (10.33) 

短时过零率 zn定义如下： 
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                    | sgn[ ( )] sgn[ ( 1)] | ( ) |n
m

z x m x m w n m
∝

=−∝

= − − −∑  (10.34) 

式中， sgn[]是符号函数，定义为 

                                
1, 0

sgn 0, 0
1, 0

x
x x

x

>⎧
⎪= =⎨
⎪− <⎩

  (10.35) 

基于短时能量和短时过零率的端点检测方法(双门限比较法)，是一种常用且行之有效的

语音端点检测方法。该方法是一种两级判决法，首先

使用短时能量做第一次判别，然后使用短时过零率做

第二次判别。在使用短时能量做第一次判别时，为了

不至于将能量的局部下降点错误当做起止点，常常采

用双门限比较的方法，如图10.25所示。 
首先根据短时能量 En 的轮廓选取一个较高门限

M1，在大多数情况下语音帧的短时能量都在该门限

之上，由此可以粗判为语音起止点位于 AB 段之外；

然后根据背景噪声确定一个较低的门限 M2，分别从

A 向左、从 B 向右搜索，找到短时能量包络与门限

M2相交的两个点 C 和 D，于是 CD 段就是双门限方

法根据短时能量判断的语音段。第二级判断以短时过

零率 Zn为标准，从 C 点向左和从 D 点向右搜索，找

到短时过零率第一次低于某个门限 M3 的两点 E 和 F，这就是语音段的起止点。注意，门限

M3由背景噪声的过零率 Zr确定，一般 M3取 Zr的 3~5 倍。门限 M2和 M3都是由背景噪声特

性所确定的。因此，在进行起止点判决前，通常要采集若干帧背景噪声，并计算其短时能量

和短时过零率，作为选择 M2和 M3的依据。 
图10.26(a)给出了数字‘5’的语音信号，用 MATLAB 函数 wavread()读取语音数据，该函

数的第二个参数使用“double”，其返回值在−1.0 至 1.0 之间。用短时幅度和短时过零率处理

wavread()的返回值，得到图10.26(b)~(c)所示的波形，对其进行端点检测；图10.26(b)是短

时幅度，其低阈值为 1.45，高阈值为 2.90，分别检测到 A、B 点和 C、D 点；图10.26(c)是
短时过零率，其阈值为 5，检测到的语音帧大为 39 帧。 

2．特征提取 

语音信号的特征参数选择及提取对于语音识别系统至关重要，通常使用两类特征参数：

时域特征参数和频域特征参数。常用的时域特征参数有：短时能量或短时幅度、短时过零率。

频域特征参数有：线性预测系数(Linear Predictive Coefficients, LPC)、LPC 倒谱系数(LPCC)、
线谱对参数(LSP)、共振峰频率、短时频谱、 Mel 频率倒谱系数(Mel Frequency Cepstrum 
Coefficient, MFCC)；由于 MFCC 能很好地反映人耳的听觉特征，其性能和鲁棒性是频域参

数中最好的。 
MFCC [41-43]是由 Davies 和 Mermelstein 提出的，该参数利用了听觉原理和倒谱的解相关

性，从人耳对不同频率声音的敏感程度的角度，反映了语音短时幅度谱的特征。 

 

图 10.25  双门限比较方法的端点检测 
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                     (a) 语音信号                                        (b) 短时幅度检测端点情况 

 
(c) 短时过零率检测端点情况 

图 10.26  端点检测示意图 

实验发现人耳对不同频率的语音具有不同的感知能力：频率在 1 kHz 以下，人耳的感知

能力与频率成线性关系；频率在 1 kHz 以上，人耳的感知能力与频率成对数关系。为了模拟

这种人耳的感知特性，人们提出了 Mel 频率的概念，Mel 频率大体上对应于实际频率的对数

分布关系。Mel 频率与实际频率的关系如图10.27所示，变换公式如下： 

                            Hz
mel 2595lg 1

700
ff ⎛ ⎞= +⎜ ⎟

⎝ ⎠
 (10.36) 

或 

                            Hz
mel 1127ln 1

700
ff ⎛ ⎞= +⎜ ⎟

⎝ ⎠
  (10.37) 

式中，fHz为实际频率，单位为 Hz，fmel为 Mel 频率。 
MFCC 的计算过程如下： 
(a)原始语音信号 s(n)通过预处理和端点检测后，得到语音段各帧。每帧的时域信号是

x(n)，一帧内的采样数通常取 2 的整数次幂。 
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图 10.27  线性频率与 Mel 频率之间的关系 

(b)对语音信号 x(n)进行离散傅里叶变换，计算各段的线性频谱。离散傅里叶变换的长

度为 N。首先计算 x(n)的长度 Lx，如果 Lx < N，将时域信号 x(n)后补若干 0，形成长度为 N
的序列。经过 N 点的离散快速傅里叶变换后，得到线性频谱 X(k)： 

                      
1

j2 /

0

( ) ( )e , 0 , 1
N

nk N

n

X k x n n k N
−

− π

=

= −∑ ≤ ≤   (10.38) 

(c)计算线性频谱 X(k)的短时能量谱 P(k)： 

                            2( ) | ( ) | , 0 1P k X k k N= −≤ ≤  (10.39) 

(d)构造 Mel 滤波器组。根据式(10.36)或式(10.37)将线性频率转换为 Mel 频率。如果

Mel 滤波器组含有 M 个滤波器，则将 Mel 频率范围分成 M 段(通常将 Mel 频率范围平均分成

M 段)。根据式(10.40)计算各滤波器的中心频率，并根据式(10.41)计算各滤波器的相应权值。 
中心频率 f(m)的计算方法如下： 

                       1 ( ) ( )( ) ( )
1

h l
l

s

B f B fNf m B B f m
f M

− −⎛ ⎞= +⎜ ⎟+⎝ ⎠
 (10.40) 

其中 fh和 fl是滤波器组的最高频率和最低频率， sf 是采样频率，N 是傅里叶变换长度。
1B− 是函数 B 的反函数。B 的计算公式如下： 

Hz2595lg 1
700
fB ⎛ ⎞= +⎜ ⎟

⎝ ⎠
    或    Hz1127ln 1

700
fB ⎛ ⎞= +⎜ ⎟

⎝ ⎠
 

各个带通滤波器的传递函数如下： 

         

0 , ( 1), ( 1)
( 1)( ) , ( 1) ( ) (0 )

( ) ( 1)
( 1) , ( ) ( 1)

( 1) ( )

m

k f m k f m
k f mH k f m k f m m M

f m f m
f m k f m k f m

f m f m

⎧
⎪ < − > +⎪
⎪ − −⎪= − <⎨

− −⎪
⎪ + −

< +⎪
+ −⎪⎩

≤ ≤ ≤

≤

 (10.41) 

图10.28是 Mel 滤波器组的示意图。 
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图 10.28  Mel 滤波器组示意图 

(a)计算短时能量谱 P(w)通过 Mel 滤波器组的输出。计算公式如下： 

                        
1

2

0

( ) ln | ( ) | ( ) , 0
N

m
k

T m X k H k m M
−

=

⎛ ⎞
= <⎜ ⎟

⎝ ⎠
∑ ≤  (10.42) 

(b)将上述计算结果T(m)进行离散余弦变换(DCT)得到K 阶Mel 频率倒谱系数Mc(K ≤ M)： 

                     
1

0

( 0.5)( ) ( )cos , 1
M

c
m

k mM k T m k M
M

−

=

π −⎛ ⎞= ⎜ ⎟
⎝ ⎠∑ ≤ ≤  (10.43) 

对图10.26(a)所示的数字“5”语音信号进行特征提取，得到的 MFCC 特征参数如表10.9
所示。 

表 10.9  数字“5”语音信号的 MFCC 特征参数序列 

帧  号 MFCC 分量(1～24) 
49.2845 24.1761 −5.94354 13.7403 1.04046 −3.064 4.3169 −5.84143 

−0.637768 0.720412 −5.36405 1.04782 −1.64941 −2.40694 1.6365 −3.22561 1 

−0.465437 0.525874 −3.39509 0.0910967 −1.12718 −1.35716 0.844071 −2.40174 
63.2973 30.7343 −8.79031 17.2497 2.2555 −4.19648 5.06889 −6.84774 

−0.745846 0.593332 −7.62218 0.3815 −1.46636 −2.51687 1.48257 −4.00453 2 

−0.663853 0.200528 −3.5374 1.05188 −1.12746 −1.72205 0.285497 −3.63027 
64.2312 30.1177 −9.83805 18.6273 4.03989 −2.80073 5.69395 −7.12232 

−0.670572 0.264183 −8.35747 −0.135845 −2.58152 −3.15326 1.75968 −3.76312 3 

0.128884 0.864422 −3.74336 0.597336 −2.22341 −2.68238 0.569877 −3.07577 

M M 

49.8562 18.7659 −13.1827 12.3872 −1.03306 −4.17648 6.03823 −5.23118 
0.472649 1.73417 −5.16673 1.92204 −1.50952 −1.73854 2.90749 −3.35864 37 

−0.484031 0.824165 −2.33449 1.78053 −1.41993 −1.57759 1.78145 −2.22526 

(续表) 
帧  号 MFCC 分量(1～24) 
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47.8706 15.8658 −14.8319 11.8206 −1.69918 −3.8952 6.24089 −5.19631 
1.71176 2.61857 −4.81079 1.98037 −1.99561 −0.966938 3.72524 −3.78546 38 

−0.407402 1.07444 −1.88482 2.34941 −1.77127 −1.2509 2.15547 −2.93977 
46.5238 15.332 −15.1666 11.6024 −0.0193229 −3.51788 5.0945 −6.24648 
0.677644 3.33857 −3.88191 1.87483 −1.51426 −1.28551 3.21809 −3.69839 39 

−1.20426 1.12751 −1.79728 1.31501 −1.37507 −0.880922 2.03636 −2.05656 

3．向量量化 

向量量化是 20 世纪 80 年代发展起来的一种信源编码技术，它是根据香农信息理论提出

的。向量量化就是将向量作为一个整体进行量化，该过程利用了向量各分量之间的关联性，

抑制了信号量化过程中的信号冗余。向量量化有着广泛的应用，如语音压缩、图像压缩、波

形编码、线性预测编码及语音识别等。 
(1)向量量化过程 
设 N 维向量空间的一个向量 

                                 1 2( , , , )Nx x x= Lx   (10.44) 

对向量 x 进行向量量化，就是将 x 的 N 个元素作为一个整体(向量)进行量化，即向量量

化是将一个 N 维随机向量映射为另一个 N 维向量 y 的过程，记为 

                                      [ ]q =x y  (10.45) 

其中 y 是向量集合 Y 中的一个向量，Y 称为码本(Codebook)。Y 由 L 个向量组成，即 

                                   { ,1 }iY i L= ≤ ≤y   (10.46) 

L 是码本的大小，向量 yi称为码矢(Code Vector)。码矢是 N 维向量，记为 

                           1 2( , , , ), 1i i i iNy y y i L= ≤ ≤Ly   (10.47) 

所以，对向量 x 进行向量量化的过程，就是在码本 Y 中寻找一个与向量 x 最接近的码矢 yi的

过程。这里所说的最接近，是按照某个失真测度标准来衡量的。 
在进行向量量化之前，需要设计出码本。为了设计含有 L

个码矢的码本 Y，需要将 N 维向量空间 X 分成 L 个不同区域，

如图10.29所示，这些区域称为胞腔，用 Ci表示，则 

                 1

,

L

i
i

i j

X C

C C i j
=

⎧ =⎪
⎨
⎪ =∅ ≠⎩

U

I
            (10.48) 

同时，使每个胞腔 Ci与一个 N 维向量 yi相联系，并使 yi成为

胞腔 Ci的代表。因此，L 个向量 yi的集合就构成了码本 Y。码

本设计过程又称为训练过程。 
码本设计完成之后，就可以对随机向量 x 进行向量量化。如果向量 x 落在胞腔 Ci中，那

么向量量化器就将代表该胞腔的向量 yi作为 x 的量化结果，即 

                                ( ) ,i iq C= ∈x y x  (10.49) 

(2)码本设计 

 
图 10.29  二维向量空间划 

        分成 8 个胞腔 
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(a)码本设计准则 
码本设计必须遵循以下两个原则。 
(a-1)最近邻选择原则，定义如下： 

                      ( ) iq =x y ，当且仅当 ( , ) ( , )i jd d≤x y x y  (10.50) 

其中 ,1j i j N≠ ≤ ≤ 。也就是说，只有 x 与 yi的失真小于或等于与其他任意码矢 yj之间

的失真时，才认为 x 属于 Ci且被量化为 yi。 
(a-2)平均失真最小原则：在选择码矢时使用平均失真最小原则，即胞腔 Ci 所对应的码

矢 yi应该是使下式所表示的平均失真最小的向量 y： 

                      [ ( , ) | ] ( , ) ( )d
i

i i C
D E d C d p

∈
= ∈ = ∫ x

x y x x y x x  (10.51) 

向量 y 称为胞腔 Ci的形心。 
在实际应用中，假设有 Mi个向量落入胞腔 Ci中，则该胞腔的平均失真为 

                                1 ( , )
i

i i
i C

D d
M ∈

= ∑
x

x y  (10.52) 

式中，yi是胞腔 Ci 的待定码矢。根据(a-2)原则，应该选择使 Di最小的向量 yi 来作为该胞腔

的码矢。胞腔的形心如何计算取决于失真的定义，当采用均方误差或者加权均方误差作为失

真度定义时，胞腔的形心为 

                                  1

i

i
i CM ∈

= ∑
x

y x  (10.53) 

即将 Ci中 Mi个训练向量的均值作为 Ci的码矢。 
(b)码本设计算法：LBG 算法 
码本设计的常用算法是 LBG 算法，在模式识别中称为 K 均值算法。LBG 算法就是将训

练向量分成 L 类，并且满足码本设计的两个原则。 
设 m 是迭代次数，Ci(m)是 m 次迭代中的第 i 类，yi(m)是 m 次迭代中第 i 类的形心。则

LBG 算法步骤如下： 
(b-1)初始化：令 m = 0，并建立初始码本{ (0),1 }i i L≤ ≤y 。 
(b-2)分类：根据最近邻原则将训练向量 X 划分成 L 个类，并用 Ci(m)表示。 
(b-3)码矢更新：m = m + 1，计算训练向量各类的形心，并用这些形心替换原来的码矢，即 

                          ( ) cent[ ( )], 1i im C m i L= ≤ ≤y   (10.54) 

(b-4)结束条件判断：如果 m 次迭代的平均失真 D(m)相对于第 m − 1 次迭代的平均失真

D(m− 1)的减小量低于阈值，则停止迭代计算；否则，返回(b-2)： 

                            
0 ( )

( ) ( , ( ))
i

L

i
i C m

D m d m
= ∈

=∑ ∑
x

x y  (10.55) 

上述算法通常能够得到局部最佳码本。如果选择几个不同的初始码本，多次进行上述迭

代过程，最后可以得到近似全局最佳的码本。 
为了实现 10 个数字的孤立词 DHMM 语音识别系统，向量量化训练使用 LBG 算法，训
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练数据来源于 500 个语音文件中提取的 15 306 个特征向量，训练结果为含有 256 个码矢的码

本，如表 10.10 所示，循环条件中的阈值为 0.000 001。 
表 10.9 中数字“5”的 MFCC 特征参数序列，经过向量量化后获得的数字“5”的观察

值序列(码矢在码本中的编号)如下：27, 191, 191, 191, 191, 191, 157, 157, 191, 191, 191, 191, 
191, 191, 191, 191, 191, 191, 159, 191, 191, 191, 191, 191, 191, 191, 191, 191, 191, 191, 191, 191, 
191, 191, 159, 239, 247, 247, 81。 

表 10.10  向量量化码本 

码矢编号 码矢分量(1～24) 

76.9146 36.3035 −15.6655 15.8843 1.47398 −8.76697 1.37115 −9.67831 

−1.90852 2.67331 −4.15734 1.59389 −2.79427 −2.40444 2.28085 −4.49277 1 

−0.370621 0.234945 −3.84819 1.98633 −1.22298 −1.97189 1.47649 −3.32464 

13.6091 −1.69124 −8.16869 7.19817 −1.7025 −1.41749 4.03665 −2.566 

1.71141 1.41128 −1.99465 2.85983 −0.54567 −0.765719 1.90077 −1.94721 2 

0.51816 0.678874 −1.41529 1.40237 −1.09407 −0.810647 1.23558 −1.5031 

59.1209 24.0092 −14.6157 13.6267 −1.09519 −6.15088 5.23414 −5.88843 

1.35471 3.41086 −4.95205 2.41255 −1.07248 −2.34342 2.9718 −2.58866 3 

−0.214467 0.18577 −3.31743 1.43274 −1.49921 −1.95852 1.27793 −2.65727 

−90.2425 −36.7969 27.9988 −12.5371 1.7827 7.97351 −8.2174 7.08382 

0 −2.79196 6.48369 −3.32672 1.86729 3.36089 −3.1299 4.35786 4 

0 −0.757768 4.28987 −1.93189 2.05574 2.36963 −1.75959 3.77945 

M M 

35.1228 13.8148 −10.1507 4.87047 −4.50738 −4.02335 7.0701 0.933026 

3.11674 2.13139 −4.4073 −0.0392122 −0.200173 0.939635 3.74643 −1.19161 253 

−0.712575 −0.653297 −2.36289 0.996815 −0.616406 −0.909371 0.844282 −1.61779 

81.6565 38.0721 −18.6267 14.5062 0.565334 −10.4026 0.463836 −9.33237 

−0.8698 2.75822 −4.39909 2.24271 −2.67483 −2.90839 2.17245 −4.21029 254 

0.105913 0.310392 −3.88469 2.19611 −1.33808 −2.04017 1.37524 −3.63941 

69.5435 33.9617 −12.5753 9.64786 −8.22122 −9.16351 7.71658 −4.5569 

0.27837 2.40701 −6.80407 − 0.483525 −2.18997 −0.835835 4.05467 −3.00143 255 

−0.130606 0.514104 −3.34494 1.74148 −1.65772 −2.43737 1.50519 −2.63321 

95.6946 42.4533 −29.4584 7.56639 −4.2838 −11.2273 7.51033 −3.46727 

1.08026 2.82159 −6.20973 2.20521 −1.29644 −2.77167 2.61258 −4.03647 256 

−0.722276 0.327589 −3.74611 1.33043 −2.12307 −2.52175 1.03962 −3.23073 

4．隐马尔可夫模型 

(1)隐马尔可夫模型的基本概念 
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(a)马尔可夫链 
马尔可夫链是马尔可夫随机过程的特殊情况，即马尔可夫链是状态和时间参数都离散的

马尔可夫过程。图10.30给出一个含有 5 个状态的马尔可夫链，其中 S1~S5是状态，aij是转移

概率(i, j =1, 2, 3, 4, 5)。 

 

图 10.30  含有 5 个状态的马尔可夫链 

通常，马尔可夫链共有 N 个状态，分别用 S1, S2,L , SN表示。随机序列 xt，在 m 时刻所

处的状态记为 qm，在 m + k 时刻所处的状态 qm+k的概率，只与它在 m 时刻所处的状态 qm有

关，而与 m 时刻以前所处的状态无关，即 

           1 1( | , , , ) ( | )m k m k m m m k t m k m k m mP x q x q x q x q P x q x q+ + − + += = = = = = =L  (10.56) 

式中， 1 2 1 2, , , , ( , , , )m m k Nq q q q S S S+ ∈L L 。则称 xt是马尔可夫链，并且称 

            ( , ) ( | )ij m k j m iP m m k P q S q S++ = = =     1 , , ,i j N m k≤ ≤ 为正整数 (10.57) 

为 k 步转移概率，当 ( , )ijP m m k+ 与 m 无关时，称这个马尔可夫链为齐次马尔可夫链，

此时 

                               ( , ) ( )ij ijP m m k P k+ =  (10.58) 

当 k = 1 时，Pij(1)称为一步转移概率，简称为转移概率，记为 aij。所有转移概率 aij (1≤i, j≤
N)可以构成一个转移概率矩阵，即 

                      
11 1

1

N

N NN

a a

a a

⎡ ⎤
⎢ ⎥

= ⎢ ⎥
⎢ ⎥
⎣ ⎦

L

M O M
L

A     
1

0 1, 1
N

ij ij
j

a a
=

=∑≤ ≤  (10.59) 

由于 k 步转移概率 Pij(k)可由转移概率 aij得到，因此描述马尔可夫链的最重要参数就是

转移概率矩阵 A。但转移概率矩阵 A 不能决定初始分布，即由 A 求不出 q1 = Si的概率，因此，

完全描述马尔可夫链，除矩阵 A 之外，还必须引进初始概率向量 1 2( , , , )Nπ π π= Lπ ，其中 
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                              1( ) , 1i iP q S i Nπ = = ≤ ≤  (10.60) 

显然有 

                                
1

0 1, 1
N

i i
i

π π
=

=∑≤ ≤  (10.61) 

上述马尔可夫链可以称为可观察马尔可夫链，因为系统的输出就是系统的状态。在实际

中，马尔可夫链的每个状态可以对应于一个可观察到的物理事件。例如，天气预报可视为一

个简单的含有 3 个状态的马尔可夫模型，3 个状态分别是雨雪(S1)、多云(S2)、晴(S3)，描述

该马尔可夫模型的参数如下： 
初始概率向量： 

(1, 0, 0)=π  

转移概率矩阵： 

0.4 0.3 0.3
0.2 0.6 0.2
0.0 0.1 0.8

⎡ ⎤
⎢ ⎥= ⎢ ⎥
⎢ ⎥⎣ ⎦

A  

(b)马尔可夫链形状 
马尔可夫链由π、A 组成，通常根据实际应用，选择由π、A 决定的马尔可夫链形状。两

种典型的马尔可夫链如图10.31所示。 

 
              (a) 各态历经马尔可夫链                          (b) 从左到右马尔可夫链 

图 10.31  两种典型的马尔可夫链(状态数 N = 4) 

图 10.31(a)所示是各态历经的马尔可夫链，其特点是：模型中的每个状态都可以由模型

中的其他任何状态转移到；模型状态转移概率矩阵中的每个元素都为正数，即 aij > 0。 
图10.31(b)所示是从左到右的马尔可夫链，其特点是：随着时间的增加，状态序号也增

加或者保持在原状态；起始状态为序号最小的状态，终止状态为序号最大的状态。描述图

10.31(b)的参数如下： 
初始状态为 

(1, 0, 0, 0)=π  
状态转移概率为 
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11 12 13

22 23 24

33 34

0
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a a a
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a a
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⎣ ⎦

A  

(2)隐马尔可夫模型的定义 
由于实际问题比马尔可夫链模型所描述的更加复杂，观察到的事件并不是与状态一一对

应的，而是与一组概率分布相联系，这样的模型称为隐马尔可夫模型(Hidden Markov Model, 
HMM)。HMM 是一个双重随机过程：一个随机过程是马尔可夫链，描述状态的转移；另一

个随机过程描述状态与观测值之间的统计对应关系。这样，站在观察者的角度，就只能直接

看到观测值，而不能直接看到状态；通过另外一个随机过程去感知状态的存在及其特性。 
下面通过球和缸的实验来说明 HMM 的概念。设有 N 个缸，每个缸装有多种颜色的球。

球的颜色用一组概率分布表示，如图10.32所示。实验操作如下：根据某个初始化分布描述，

随机地选择 N 个缸中的一个，例如第 i 个缸，再根据这个缸中彩色球颜色的概率分布，随机

地选择一个球，记下球的颜色，假设记为 O1，再把球放回缸中；又根据缸的转移概率分布，

随机地选择下一个缸，重复以上操作。操作完成后，可以得到一个描述球的颜色的序列 O1, O2, 
L ，由于这是观察到的事件，所以称为观测值序列。但是，缸之间的转移以及每次选择的缸

被隐藏起来了，并不能直接观察到，而且每个缸中选取球的颜色并不是与缸一一对应，而是

由该缸中球的颜色的概率分布随机决定的。此外，每次选择哪个缸，则由一组转移概率所决

定。 

 

图 10.32  球和缸实验 

有了前面讨论的马尔可夫链及球和缸的实验，就可以给出 HMM 的定义，或者说，一个

HMM 可以由下列参数描述： 

  N：马尔可夫链状态数目。N 个状态为 S1, S2, … , SN, t 时刻马尔可夫链所处的状态为

qt， 1 2( , , , )t Nq S S S∈ L 。在球和缸实验中缸就相当于状态。 
  M：每个状态对应的可能的观测值数目。M 个观测值为 V1, V2, … , VM，t 时刻观察到

的观察值为 Ot，其中 1 2( , , , )t MO V V V∈ L 。在球和缸实验中所选球的颜色就是观测值。 

  π：初始状态概率向量。 1 2( , , , )Nπ π π= Lπ ，其中 

1( ) , 1i iP q S i Nπ = = ≤ ≤  

在球和缸实验中，πi指开始时选取第 i 个缸的概率。 
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  A：状态转移概率矩阵。 ( )ij N Na ×=A ，其中 

1( | ), 1 ,ij t j t ia P q S q S i j N+= = = ≤ ≤  

在球和缸实验中，aij 指在当前选取的缸是第 i 个缸的状态下，选择的下一个缸是第 j 个
缸的概率。 

  B：观察值概率矩阵。 ( )jk N Mb ×=B ，其中 

( | ), 1 ,1jk t k t jb P O V q S j N k M= = = ≤ ≤ ≤ ≤  

在球和缸实验中，bjk指在选择第 j 个缸的状态下选择颜色 k 的概率。 
一个 HMM 可记为 

                                ( , , , , )N Mλ = π A B   (10.62) 

或简记为 

                                  ( , , )λ = π A B  (10.63) 

从上述内容可看出经典 HMM 做了两个重要假设： 

  状态转移假设：从 t 时刻的状态向 t +1 时刻的状态的转移概率只与 t 时刻的状态有关。 

  输出值假设：在 t 时刻的输出观察值的概率，只取决于当前时刻 t 所处的状态。 

一个 HMM 系统从 t = 1 时刻开始运行到 t = T 时刻结束，可得到 T 个观察值，从而构成

观察值向量 1 2( , , , )TO O O= LO ，称为观察值向量序列。对于 HMM 来说，每次系统运行所产

生的状态转移序列 1 2( , , , )Tq q q q= L 是不可见的，观察者只能观察到观察向量序列 O。 
(3)隐马尔可夫模型的三个基本问题及解决方法 
为了将 HMM 应用于实际，必须要解决 HMM 的三个基本问题。这三个基本问题分别是： 
(P1)识别问题：已知观察值序列 1 2, , , TO O O O= L 和模型 ( , , )λ = π A B ，如何计算由模型

λ产生观察值序列 O 的概率 P(O|λ )。 
(P2)解码问题：已知观察值序列 1 2, , , TO O O O= L 和模型 ( , , )λ = π A B ，如何获得由模型

λ产生观察值序列 O 的概率最大时对应的状态序列 1 2, , , Tq q q q= L 。 
(P3)训练问题：如何根据系统给定的观察值序列 1 2, , , TO O O O= L 来调整模型

( , , )λ = π A B 的相关参数，使得概率 P(O|λ )最大。 
问题(P1)是识别问题，即观察序列概率计算问题，在给定模型 O 和观察值序列λ的情况

下，计算由模型λ产生观察值序列 O 的概率，用来评价模型λ与观察值序列 O 的匹配程度。

问题(P2)是解码问题，即最优状态序列搜索问题，目的在于在已知模型λ和观察值序列 O 的

情况下，获得由模型λ产生观察值序列 O 的“最佳”状态序列。问题(P3)是训练问题，即模

型参数估计问题。 
(a)观察序列概率计算问题——前向-后向算法 
前向-后向算法用来计算在给定观察值序列 1 2, , , TO O O O= L 和模型 ( , , )λ = π A B 时，由

模型模型λ产生观察值序列 O 的概率 P(O|λ )。 
(a1)前向算法 
定义前向变量为 
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                   1 2( ) ( , , , , | ),        1t t t ii P O O O q S t Tα λ= = ≤ ≤L  (10.64) 

初始化 

                            1 1( ) ( ),        1i ii b O i Nα π= ≤ ≤  (10.65) 

递推 

                  1 1
1

( ) ( ) ( ), 1 1,1
N

t t ij j t
i

j i a b O t T j Nα α+ +
=

⎡ ⎤
= −⎢ ⎥
⎣ ⎦
∑ ≤ ≤ ≤ ≤  (10.66) 

终结 

                                 
1

( | ) ( )
N

T
i

P O iλ α
=

=∑   (10.67) 

其中， 1 1( ) |j t jk t kb O b O V+ += = 。 

(a2)后向算法 
与前向算法类似，定义后向变量为 

                  1 2( ) ( , , , | , ), 1 1t t t T t ii P O O O q S t Tβ λ+ += = −≤ ≤L   (10.68) 

初始化 

                                ( ) 1, 1T i i Nβ = ≤ ≤  (10.69) 

递推 

                  1 1
1

( ) ( ) ( )       1 1,1
N

t ij j t t
j

i a b O j t T i Nβ β+ +
=

= −∑ ≤ ≤ ≤ ≤   (10.70) 

终结 

                              1 1
1

( | ) ( ) ( )
N

i i
i

P O b O iλ π β
=

=∑   (10.71) 

前向变量和后向变量计算出后，考察整体概率，即整个观察值序列 O 的概率： 

               1 1
1 1 1

( | ) ( ) ( ) ( ) ( ) ( ), 1 1
N N N

t t T
i i i

P O i i i i i t Tλ α β α α β
= = =

= = = −∑ ∑ ∑ ≤ ≤  (10.72) 

另一种形式为 

                  1 1
1 1

( | ) ( ) ( ) ( ), 1 1
N N

t ij j t t
i j

P O i a b O j t Tλ α β+ +
= =

= −∑∑ ≤ ≤   (10.73) 

实际计算中，首先计算出对于每个时刻 t 和每个状态 i 的前向变量和后向变量，然后使

用上述公式，计算出模型λ产生观察值序列 O 的概率。这两个公式称为全概率公式。 
(b)最优状态序列搜索问题——Viterbi 算法 
Viterbi 算法解决了给定观察值序列 1 2, , , TO O O O= L 和模型 ( , , )λ = π A B ，确定由模型λ

产生观察值序列 O 的最优状态序列 1 2, , , Tq q q q= L 的问题。 
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Viterbi 算法可以描述如下。 
定义 ( )t iδ 为时刻 t 时沿一条路径 1 2, , , tq q qL (且 t iq S= )产生出观察值序列 O 的最大概

率，即 

                
1 2 1

1 2 1 1 2, , ,
( ) max ( , , , , , , , , | )

t
t t t i tq q q

i P q q q q S O O Oδ λ
−

−= =
L

L L  (10.74) 

那么，求取最优状态序列 q 的过程为 
(b1)初始化 

                             1 1( ) ( ) , 1i ii b O i Nδ π= ≤ ≤  (10.75) 

                                 1( ) 0, 1i i Nφ = ≤ ≤  (10.76) 

(b2)递推 

                  1
1

( ) max ( ) ( ), 2 ,1t t ij j t
i N

j i a b O t T j Nδ δ −⎡ ⎤= ⎣ ⎦
≤ ≤

≤ ≤ ≤ ≤  (10.77) 

                   1
1

( ) arg max ( ) , 2 ,1t t ij
i N

j i a t T j Nφ δ −⎡ ⎤= ⎣ ⎦
≤ ≤

≤ ≤ ≤ ≤  (10.78) 

(b3)终结 

                                 *

1
max [ ( )]Ti N

P iδ=
≤ ≤

 (10.79) 

                                *

1
arg max[ ( )]T T

i N
q iδ=

≤ ≤
 (10.80) 

(b4)状态序列求取 

                           * *
1 1( ), 1 1t t tq q t Tφ + += −≤ ≤  (10.81) 

在实际应用中，通常用对数形式的 Viterbi 算法，这样将避免进行大量的乘法计算，减少

了计算量，同时还可以保证很高的动态范围，而不会由于过多的连乘而导致溢出问题。 
(c)模型参数估计问题——Baum-Welch 算法 
Baum-Welch 算法实际上用于解决模型参数估计问题，即 HMM 训练问题，或者说，给

定一个观察值序列 1 2, , , TO O O O= L ，该算法能确定一个模型 ( , , )λ = π A B ，使 ( | )P O λ 最大。 
由式(10.64)和式(10.68)定义的前向变量和后向变量可知 

                   1 1
1 1

( | ) ( ) ( ) ( ), 1 1
N N

t ij j t t
i j

P O i a b O j t Tλ α β+ +
= =

= −∑∑ ≤ ≤   (10.82) 

这里，求取λ使 ( | )P O λ 最大是一个泛函数极值问题。但是由于给定的训练序列有限，所以

不存在一个最佳的方法来估计 λ 。在这种情况下，Baum-Welch 算法采用递归的思想，使

( | )P O λ 局部最大，最后得到模型参数 ( , , )λ = π A B 。 
定义 ( , )t i jξ 为给定训练序列 O 和模型λ时，时刻 t 时马尔可夫链处于 Si状态和时刻 t+1

时处于 Sj状态的概率，即 

                         1( , ) ( , , | )t t i t ji j P O q S q Sξ λ+= = =  (10.83) 

可以推导出 
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                       1 1( , ) ( ) ( ) ( ) ( | )t t ij j t ti j i a b O j P Oξ α β λ+ +⎡ ⎤= ⎣ ⎦  (10.84) 

那么，时刻 t 时马尔可夫链处于 Si状态的概率为 

               
1

( ) ( , | ) ( , ) ( ) ( ) ( | )
N

t t i t t t
j

i P O q i j i i P Oξ θ λ ξ α β λ
=

= = = =∑   (10.85) 

因此，
1

1

( )
T

t
t

iξ
−

=
∑ 表示从 iS 状态转移出去的次数的期望值，而

1

1

( , )
T

t
t

i jξ
−

=
∑ 表示从 iS 状态转移到 jS

状态的次数的期望值。由此，导出了 Baum-Welch 算法中著名的重估公式： 

                  iπ = 11 ( )it S iξ= =在时刻 时处于状态 的期望值  (10.86) 

                

1

1
1

1

( , )

( )

T

t
i j t

ij T
i

t
t

i j
S S

a
S

i

ξ

ξ

−

=
−

=

= =
∑

∑
从状态 转移到状态 的期望值

从状态 转移出去的期望值
 (10.87) 

              1

1

( )
( )

( )

t k

T

t
t O Vj k

j T
j

t
t

j
S V

b k
S

j

ξ

ξ

= =

=

= =
∑

∑
且处于状态 且观察值是 的期望值

处于状态 的期望值
  (10.88) 

HMM 参数 ( , , )λ = π A B 的求取过程为：根据观察值序列 O 和选取的初始模型

( , , )λ = π A B ，由重估公式(10.86)、(10.87)和(10.88)，求得一组新参数 iπ ， ija 和 ijb ，亦即

得到了一个新的模型 ( , , )λ = π A B 。可以证明， ( | ) ( | )P O P Oλ λ> ，重复这个过程，逐步改

进模型参数，直到 ( | )P O λ 收敛，即不再明显增大，此时的λ即为所求之模型。 
(4) 多观察值序列训练 
设 L 个观察值序列用于训练模型，则重估公式为 

       1 1

1 1

_ ( , , )

_ ( , )

L L

l l
ij L L

l l

l i j trans counts i j l
a

l i state counts i l

= =

= =

= =
∑ ∑

∑ ∑

第 个序列从状态 转移到状态的次数

第 个序列状态的状态数目

 (10.89) 

       1 1

1 1

_ ( , , )

_ ( , )

L L

l l
jk L L

l l

l j k vect counts k j l
b

l j state counts j l

= =

= =

= =
∑ ∑

∑ ∑

第 个序列位于状态 且观察值是 的次数

第 个序列位于状态的次数

  (10.90) 

注意， 
                       _ ( , ) | _ ( , )j istate count j l state counts i l= =  (10.91) 

因此，有 
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1 1

_ ( , , )
_ ( , )

L L

ij il il ijl
l l

trans counts i j la R R a
state counts i l= =

= ⋅ = ⋅∑ ∑  (10.92) 

                     
1 1

_ ( , , )
_ ( , )

L L

jk jl jl jkl
l l

vect counts k j lb R R b
state counts j l= =

= ⋅ = ⋅∑ ∑  (10.93) 

其中， 

                             

1

_ ( , )

_ ( , )
jl L

l

state counts j lR
state counts j l

′=

=
′∑

 (10.94) 

分析式(10.92)和式(10.93)可知，用 L 个观察值序列进行训练获取 HMM 参数时，可以

分别用每个训练序列获取相应的 HMM 参数，然后再合并，而合并的权值取决于每个状态的

数目。因此，可认为是状态数目描述了 HMM 的相对可靠程度。同理，当需要合并 K 个 HMM
时，对任意状态 j 的权值可由式(10.94)确定。 

因为这种估计权值的方法是由 Baum-Welch 算法的重估公式推导出的，所以是局部最佳

的，而且每个状态对应一个权值，这样就使得合并生成的模型更好。 
(5)基于驻留状态的隐马尔可夫模型 
经典 HMM 的马尔可夫链由初始状态矩阵π 和状态转移矩阵 A 来描述，状态 Si产生 d 个

观察值的概率为 

                              ( ) ( ) (1 )d
i ii iip d a a= −  (10.95) 

该概率值描述了状态 Si的驻留时间。 ( )ip d 呈指数分布，当 d = 0 时取得最大值。这与语

音段物理意义不符，因为在语音处理中使用 HMM 时，状态与语音单位相对应，而这些语音

单位具有稳定的分布。很多研究人员针对经典 HMM 的这个缺陷提出了各自的改进方法，基

本思想是对描述马尔可夫链的参数进行修正，如增加一项描述状态驻留时间参数。 
一种方法称为非参数方法，该方法令 0iia = ，同时增加状态驻留时间概率分布 ( )ip d ，d = 

1, 2,L , D，其中 D 为所有状态的最长可能驻留时间。这样，HMM 产生观察值序列的过程为：

由 πi选择初始状态 qi，根据
1 1( )qp d 确定驻留状态时间 d1，产生 d1个观察值 O1, O2,L , Od1，

其概率为
1

11
( )

d

q t
t

b O
=
∏ ，然后根据

1 2q qa 选择下一个状态 2q ；重复这个过程直到整个观察值序列 O

生成完毕。 
由于改变了描述马尔可夫链的参数，前向-后向算法所用变量都需重新定义[44]： 

  前向变量 

                    1 2
1

ˆ ( ) { , , , , } ( , ) ( )
D

t t t i t i
d

i P O O O q S i d p dα α
=

= = =∑L   (10.96) 

                 1 2 1
1,

ˆ( ) { , , , , , } ( )
N

t t t i t i t ji
j j i

i P O O O q S q S j aα α+
= ≠

= ≠ = = ∑( L   (10.97) 

其中， 
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                       1

1

( ) ( ), 1
( , )

( , 1) ( ), 2
t i t

t
t i t

i b O d
i d

i d b O d D
α

α
α

−

−

=⎧
= ⎨ −⎩ ≤ ≤

(
 (10.98) 

初始值 

                            1
1

( ), 1
( , )

0, 2
i ib O d

i d
d D

π
α

=⎧
= ⎨
⎩ ≤ ≤

 (10.99) 

  后向变量 

                   1
1

ˆ ( ) { , , , , } ( , ) ( )
D

t t t T t i t i
d

i P O O O q S i d p dβ β+
=

= = =∑L  (10.100) 

                 1 1
1,

ˆ( ) { , , , , , } ( )
N

t t t T t i t i ij t
j j i

i P O O O q S q S a jβ β+ −
= ≠

= = ≠ = ∑L
(

  (10.101) 

其中， 

                        1

1

( ) ( ), 1
( , )

( ) ( , 1), 2
i t t

t
i t t

b O i d
i d

b O i d d D
β

β
β

+

+

⎧ =⎪= ⎨
−⎪⎩ ≤ ≤

(
 (10.102) 

初始值 

                           
( ), 1

( , )
0, 2

i T
T

b O d
i d

d D
β

=⎧
= ⎨
⎩ ≤ ≤

 (10.103) 

由模型λ产生观察值序列 O 的概率 ( | )P O λ ： 

                                 
1

ˆ( | ) ( )
N

T
i

P O iλ α
=

=∑  (10.104) 

重估参数 

                                 1

1
1

( )

( )
i N

j

v i

v j
π

=

=

∑
 (10.105) 

                                

1

1
1

1 1

( , )

( , )

T

t
t

ij N T

t
j t

i j
a

i j

μ

μ

−

=
−

= =

=
∑

∑∑
 (10.106) 

                             1

1 1

( , , )
( )

( , , )

T

t
i D T

d t

t i d
p d

t i d

ω

ω

=

= =

=
∑

∑∑
 (10.107) 

                                1

1

( )
( )

( )

t

T

t
t q k

i T

t
t

v i
b k

v i

= =

=

=
∑

∑
且  (10.108) 
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其中， 

                            1( , , ) ( ) ( , ) ( )t t it i d i i d p dω α β−= (  (10.109) 

                               1
ˆˆ( , ) ( ) ( )t t ij ti j i a jμ α β +=  (10.110) 

                   
1

1,

ˆ ( ),
( )

( ) ( ( , ) ( , ), 1

T
N

t
t t t

j j i

i t T
v i

v i i j j i t T

α

μ μ+
= ≠

=⎧
⎪= ⎨ + − <⎪
⎩

∑ ≤
  (10.111) 

增加了 ( )ip d 参数的 HMM，比经典 HMM 具有更好的性能，这是以增大计算量和存储空

间为代价的。 
基于驻留状态的隐马尔可夫模型训练的参数选择为：状态数为 7、观察值数目为 256(与

向量量化码本大小相同)、状态驻留最大时间为 25。 
根据汉语语音信号的特性，选择从左到右的马尔可夫链，状态转移允许跳转的状态数为

1，如图10.33所示。 

 

图 10.33  7 状态从左到右马尔可夫链 

图10.33的马尔可夫链的初始状态概率矩阵π 、状态转移概率矩阵 A 的初始值如下： 

(1, 0, 0, 0, 0, 0, 0)=π  

11 12

22 23

33 34

44 45

55 56

66 67

0 0 0 0 0
0 0 0 0 0
0 0 0 0 0
0 0 0 0 0
0 0 0 0 0
0 0 0 0 0
0 0 0 0 0 0 1

a a
a a

a a
a a

a a
a a

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥= ⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

A  

在 HMM 训练过程中，使用式(10.111)进行参数重估时，会出现估计出的概率为负值的

情况(与实际物理意义不符)，所以将式(10.111)修改为 

                        
min( , )1

1
1

( ) ( ) ( ) ( , )
D Tt

t i
d t

v i i p d i d
τ

τ τ
τ τ

α β
−−

+
= = −

=∑ ∑(  (10.112) 

基于驻留状态的 HMM 使用均值法进行参数初始化，初始化后参数如表 10.11 所示。循

环条件中，阈值为 0.000 001。 
用 10.2.3.3 节中数字“5”的单观察值序列训练的 HMM 参数如表 10.12 所示。 
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表 10.11  HMM 初始化参数：初始状态概率和状态转移概率 

初始状态概率 1 0 0 0 0 0 0 
0.5 0.5 0 0 0 0 0 
0 0.5 0.5 0 0 0 0 
0 0 0.5 0.5 0 0 0 
0 0 0 0.5 0.5 0 0 
0 0 0 0 0.5 0.5 0 
0 0 0 0 0 0.5 0.5 

状态转移概率 

0 0 0 0 0 0 1 

表 10.12  数字“5”单观察值序列训练的 HMM 参数 

状    态 1 2 3 4 5 6 7 
0 1 0 0 0 0 0 
0 0 1 0 0 0 0 
0 0 0 1 0 0 0 
0 0 0 0 1 0 0 
0 0 0 0 0 1 0 
0 0 0 0 0 0.026277 0.973723 

状态转移概率 

0 0 0 0 0 0 1 

 
状态 观察值概率 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.07141 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.142821 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.785515 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

1 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
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(续表) 
状态 观察值概率 

M M 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.999745 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

7 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

 
状态 驻留状态概率 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.999976 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
1 

0.000001        

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.999976 0.000001 0.000001 0.000001 0.000001 
2 

0.000001        
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(续表) 
0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
3 

0.000001        

0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
4 

0.000001        

0.000001 0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
5 

0.000001        

0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
6 

0.000001        

0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
7 

0.000001        

用数字“5”的多观察值序列(表 10.13)训练的 HMM 参数如表 10.14 所示。 

表 10.13  数字“5”的观察值序列 

观察值序列长度 观察值序列 

27 191 191 191 157 191 191 191 191 191 

191 191 191 191 191 191 191 191 191 157 

157 157 157 1 1 1 250 163 231 247 
32 

81 119         

27 191 191 191 191 191 191 191 191 191 

191 191 191 191 191 191 191 191 191 191 

157 157 157 157 157 157 1 1 174 163 
32 

175 167         

27 191 191 191 191 191 157 157 191 191 

191 191 191 191 191 191 191 191 159 191 

191 191 191 191 191 191 191 191 191 191 
39 

191 191 191 191 159 239 247 247 81  

213 223 191 157 191 157 157 157 157 157 

157 157 191 191 191 191 191 191 157 157 

157 157 157 157 157 157 157 157 1 1 
38 

1 1 1 163 163 3 231 201   

27 159 157 157 157 157 157 157 157 157 

157 191 191 191 191 191 191 191 191 191 

191 191 157 157 157 1 1 1 1 1 
37 

1 221 250 163 60 231 231    
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表 10.14  数字“5”多观察序列训练的 HMM 参数 

初始状态概率 1 0 0 0 0 0 0 

0 1 0 0 0 0 0 

0 0 1 0 0 0 0 

0 0 0 1 0 0 0 

0 0 0 0 1 0 0 

0 0 0 0 0 1 0 

0 0 0 0 0 0 1 

状态转移概率 

0 0 0 0 0 0 1 

 
状态 观察值概率 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.044353 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.231702 0.000001 0.008952 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.692469 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.011137 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.011137 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

1 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
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(续表) 

状态 观察值概率 

M M 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.052291 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.947455 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

7 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

 
状态 驻留状态概率 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.246928 0.000001 0.000001 

0.000001 0.200498 0.16884 0.16884 0.000001 0.000001 0.000001 0.000001 
1 

0.214874        
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(续表) 

状态 驻留状态概率 

0.214874 0.000001 0.000001 0.16884 0.000001 0.16884 0.000001 0.000001 

0.000001 0.200498 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.246928 0.000001 0.000001 0.000001 0.000001 
2 

0.000001        

0.246928 0.16884 0.000001 0.16884 0.41537 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
3 

0.000001        

0.415768 0.584209 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
4 

0.000001        

0.538176 0.461801 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
5 

0.000001        

0.916205 0.083772 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
6 

0.000001        

0.999976 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 

0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 0.000001 
7 

0.000001        

5．孤立词语音识别 

语音识别过程如图10.24所示，输入的语音信号经过预处理、特征提取和向量量化后，得

到的观察值序列，采用 Viterbi 算法与已经训练的非特定人的 10 个数字语音的 HMM 模型进

行匹配，找出概率最大的 HMM 模型，所代表的数字模型就是识别结果。 
对 10 个数字的 200 个识别样本进行识别，正确识别样本为 191，正确识别率为 95.5%。 

参考文献 

 [1]   朱志刚译. 数字图像处理, 北京：电子工业出版社, 1998, 143-154. 

 [2]   章为川. 基于神经网络的车牌识别系统的研究与设计[D], 西南交通大学, 2006. 

 [3]   Wenjing Jia, Huaifeng Zhang, Xiangjian He. Region-based license plate detection[J], Journal of Network and 

Computer Applications, 2007, 30(4): 1324-1333. 

 [4]   陶军. 车牌识别技术研究与实现[D], 南京理工大学, 2004. 

 [5]   冈萨雷斯. 数字图像处理[M], 北京：电子工业出版社, 2003, 70-72. 



第 10 章  模式识别应用 

 

281 

 [6]   王慧琴. 数字图像处理[M], 北京：北京邮电大学出版社, 2003, 104-106. 

 [7]   杨超. 汽车牌照自动识别技术的研究[D], 燕山大学, 2007. 

 [8]   Shyang-Lih Chang, Li-Shien Chen, Yun-Chung Chung, and Sei-Wan Chen. "Automatic License Plate 

Recognition" Intelligent Transportation Systems[J], IEEE Transactions, 2004, 5(1): 42-53. 

 [9]   Jun-Wei Hsieh, Shih-Hao Yu, Yung-Sheng Chen. Morphology-based License Plate Detection from Complex 

Scenes[A], Proceedings of the 16 th International Conference on Pattern Recognition[C], 2002, 3(2): 176. 

[10]   方凯. 车牌图像识别应用技术研究[D], 河北工业大学, 2007. 

[11]   李晨. 车牌识别技术的研究及其在智能交通系统中的应用[D], 西北工业大学, 2006. 

[12]   黄新. 汽车牌照自动识别系统中字符的分割和识别[D], 南京航空航天大学, 2002. 

[13]   江炜亮. 车牌图像自动定位与识别算法的研究[D], 国防科学技术大学, 2003. 

[14]   孙兴征. 车牌识别系统中的牌照定位分割技术研究[D], 重庆大学, 2004. 

[15]   李文举, 梁德群, 崔连延等. 一种新的车牌倾斜校正方法[J]. 信息与控制, 2004, 33(2): 231-235. 

[16]   Xianchao Zhang, Xinyue Liu, He Jiang. A Hybrid Approach to License Plate Segmentation under Complex 

Conditions[J], Proceedings of the Third International Conference on Natural Computation, 2007, 68-73. 

[17]   Cemil Oz and Fikret Ercal. A Practical License Plate Recognition System for Real-Time Environments[J], 

Lecture Notes in Computer Science, chapter Computational Intelligence and Bioinspired Systems, 2005, 3512: 

881-888. 

[18]   郝永杰, 刘文耀, 路烁. 畸变汽车牌照图像的空间校正[J]. 西南交通大学学报. 2002, 37(4):106-109. 

[19]   Wen C Y, Yu C C. Hun Z D. A 3-D transformation to improve the legibility of license plate numbers[J]. 

Journal of Forensic Sciences, 2002, 47(3): 578-585. 

[20]   王爱玲, 叶明生, 邓秋香. MATLAB R2007 图像处理技术与应用[M], 北京：电子工业出版社, 2008, 

195-204. 

[21]   Wing W. Y. Ng, Andres Dorado, Daniel S. Yeung, Witold Pedrycz, Ebroul Izquierdo. Image classification 

with the use of radial basis function neural networks and the minimization of the localized generalization 

error[J], Pattern Recognition, 2007, 40(1): 19-32. 

[22]   周亮. 基于神经网络的车牌识别算法研究[M], 北京：人民邮电出版社, 2003, 50-53. 

[23]   Yoshizawa, Shingo, Miyanaga, Yoshikazu. A High-Speed HMM VLSI Module with Block Parallel Processing. 

Electronics and Communications in Japan, Part III: Fundamental Electronic Science. 2004. 87(5): 12-23P. 

[24]   Dacis K H, Biddulph R, Balashek S. Automatic Recognition of Spoken Digits. The Journal of the Acoustical 

Society of America, 1952, 24(6):637-642. 

[25]   Fry D B, Denes P. Theoretical Aspects of Mechanical Speech Recognition. The Design and Operation of the 

Mechanical Speech Recognizer at University College London. Journal British Institution of Radio 

Engineering, 1959, 19(4):211-229. 

[26]   T.B.Martin, A.L.Nelson, H.J.Zadel. Speech recognition by feature abstraction techniques, Tech report 

AL-TDR-64-176, Air Force Avionics Lab, 1964. 

[27]   Vintsyuk T K. Speech Discrimination by Dynamic Programming. Kibernetika, 1968, 4(1):81-88. 

[28]   Reddy D R. Approach to Computer Speech Recognition by Direct Analysis of the Speech Wave. Technical 

report, Stanford Univ., 1966. 

 



模 式 识 别   282 

[29]   Sakoe H, Chiba S. Dynamic Programming Algorithm Optimization for Spoken Word Recognition. IEEE 

Trans. On Acoustics, Speech and Signal Processing, 1978, 26(1):43-49. 

[30]   Makhoul J I. Linear Prediction: A Tutorial Review. Proc. IEEE, 1975, 63(4):561-580. 

[31]   F K Soong, A Rosenberg, L Rabiner, et al. A Vector Quantization Approach to Speaker Recognition. 

ICASSP,1985. 

[32]   Rabiner L R, Juang B H. An introduction to hidden Markov models[J]. ASSP Magazine, IEEE, 1986, 3(1): 4-16. 

[33]   Lippmann R P. Review of neural networks for speech recognition[J]. Neural Computation, 1990, 1(1): 1-38. 

[34]   Gauvain J L, Lee C. Maximum a Posteriori Estimation for Multivariate Gaussian Mixture Observations of 

Markov Chains. IEEE Trans. on Speech and Audio Processing, 1994, 2(2): 291-298. 

[35]   Shinoda K, Lee C H. A Structural Bayes Approach to Speaker Adaption. IEEE Trans. on Speech and Audio 

Processing, 2001, 9(3): 276-287. 

[36]   Varga A P, Moore R K. Hidden Markov Model Decomposition of Speech and Noise. Proceeding of ICASSP, 

1990, 845-848. 

[37]   Gales M J F, Young S J. Parallel Model Combination for Speech Recognition in Noise. Technical report, 

University of Cambridge: Department of Engineering, 1993. 

[38]   Ganapathiraju A, Hamarker J, Picone J. Application of Support Vector Machines to Speech Recognition. 

IEEE Trans on Signal Processing, 2004, 52(8):2348-2355. 

[39]   S R Quchani, K Rahbar. Local Orthogonal Discriminate Bases to Hybrid SVM/Self-adaptive HMM Classifier 

for Discrete Word Speech Recognition. IEEE International Symposium on Signal Processing and Information 

Technology, 2006, 6:370-373. 

[40]   Gas B, Zarader J.L, Chavy C. Discriminant neural predictive coding applied to phoneme recognition. Neurocomputing. 

2004, 56(4):141-146. 

[41]   王炳锡, 屈丹, 彭煊. 实用语音识别基础. 北京：国防工业出版社, 2005, 26-213. 

[42]   易克初, 田斌, 付强. 语音信号处理. 北京：国防工业出版社, 2003, 51-233. 

[43]   姚天任. 数字语音处理. 武汉：华中科技大学出版社, 1992, 87-356. 

[44]   Stephen Winters-Hilt, Zuliang Jiang. A Hidden Markov Model With Binned Duration Algorithm[J]. IEEE 

Transactions on Signal Processing, 2010, 58(2): 948-952. 

[45]   谢锦辉. 隐马尔可夫模型(HMM)及其在语音处理中的应用. 武汉：华中理工大学出版社，1995. 

[46]   杨行峻, 迟惠生. 语音信号数字处理. 北京：电子工业出版社，1995. 

[47]   赵力. 语音信号处理(第 2 版). 北京：机械工业出版社, 2009. 

[48]   蔡莲红, 黄德智, 蔡锐. 现代语音技术基础与应用. 北京：清华大学出版社, 2003. 

[49]   吴朝晖, 杨莹春. 说话人识别模型与方法. 北京：清华大学出版社, 2009. 

[50]   张雄伟, 陈亮, 杨吉斌. 现代语音处理技术及应用. 北京：机械工业出版社, 2003. 

[51]   韩纪庆, 张磊, 郑铁然. 语音信号处理. 北京：清华大学出版社, 2004. 



附录A  鸢尾属植物样本数据(Iris Data) 

鸢尾属植物样本数据，也称为 Iris 数据，是模式识别文献中最著名的数据集之一，其创

建者是 R. A. Fisher。Fisher 的文章是模式识别领域的经典文献。该数据集共 150 个样本，有

3 个类，每个类有 50 个样本属于一种类型的鸢尾属植物。3 个类分别是山鸢尾、变色鸢尾、

维吉尼亚鸢尾，其中山鸢尾与变色鸢尾、维吉尼亚鸢尾是线性可分的，变色鸢尾与维吉尼亚

鸢尾是线性不可分的。 

山鸢尾(Setosa) 变色鸢尾(Versicolor) 维吉尼亚鸢尾(Verginica) 

序号 花瓣宽 花瓣长 萼片宽 萼片长 序号 花瓣宽 花瓣长 萼片宽 萼片长 序号 花瓣宽 花瓣长 萼片宽 萼片长 

1 0.2 1.4 3.5 5.1 51 1.4 4.7 3.2 7 101 2.5 6 3.3 6.3 

2 0.2 1.4 3 4.9 52 1.5 4.5 3.2 6.4 102 1.9 5.1 2.7 5.8 

3 0.2 1.3 3.2 4.7 53 1.5 4.9 3.1 6.9 103 2.1 5.9 3 7.1 

4 0.2 1.5 3.1 4.6 54 1.3 4 2.3 5.5 104 1.8 5.6 2.9 6.3 

5 0.2 1.4 3.6 5 55 1.5 4.6 2.8 6.5 105 2.2 5.8 3 6.5 

6 0.4 1.7 3.9 5.4 56 1.3 4.5 2.8 5.7 106 2.1 6.6 3 7.6 

7 0.3 1.4 3.4 4.6 57 1.6 4.7 3.3 6.3 107 1.7 4.5 2.5 4.9 

8 0.2 1.5 3.4 5 58 1 3.3 2.4 4.9 108 1.8 6.3 2.9 7.3 

9 0.2 1.4 2.9 4.4 59 1.3 4.6 2.9 6.6 109 1.8 5.8 2.5 6.7 

10 0.1 1.5 3.1 4.9 60 1.4 3.9 2.7 5.2 110 2.5 6.1 3.6 7.2 

11 0.2 1.5 3.7 5.4 61 1 3.5 2 5 111 2 5.1 3.2 6.5 

12 0.2 1.6 3.4 4.8 62 1.5 4.2 3 5.9 112 1.9 5.3 2.7 6.4 

13 0.1 1.4 3 4.8 63 1 4 2.2 6 113 2.1 5.5 3 6.8 

14 0.1 1.1 3 4.3 64 1.4 4.7 2.9 6.1 114 2 5 2.5 5.7 

15 0.2 1.2 4 5.8 65 1.3 3.6 2.9 5.6 115 2.4 5.1 2.8 5.8 

16 0.4 1.5 4.4 5.7 66 1.4 4.4 3.1 6.7 116 2.3 5.3 3.2 6.4 

17 0.4 1.3 3.9 5.4 67 1.5 4.5 3 5.6 117 1.8 5.5 3 6.5 

18 0.3 1.4 3.5 5.1 68 1 4.1 2.7 5.8 118 2.2 6.7 3.8 7.7 

19 0.3 1.7 3.8 5.7 69 1.5 4.5 2.2 6.2 119 2.3 6.9 2.6 7.7 

20 0.3 1.5 3.8 5.1 70 1.1 3.9 2.5 5.6 120 1.5 5 2.2 6 

21 0.2 1.7 3.4 5.4 71 1.8 4.8 3.2 5.9 121 2.3 5.7 3.2 6.9 

22 0.4 1.5 3.7 5.1 72 1.3 4 2.8 6.1 122 2 4.9 2.8 5.6 

23 0.2 1 3.6 4.6 73 1.5 4.9 2.5 6.3 123 2 6.7 2.8 7.7 

24 0.5 1.7 3.3 5.1 74 1.2 4.7 2.8 6.1 124 1.8 4.9 2.7 6.3 

25 0.2 1.9 3.4 4.8 75 1.3 4.3 2.9 6.4 125 2.1 5.7 3.3 6.7 

26 0.2 1.6 3 5 76 1.4 4.4 3 6.6 126 1.8 6 3.2 7.2 

27 0.4 1.6 3.4 5 77 1.4 4.8 2.8 6.8 127 1.8 4.8 2.8 6.2 

28 0.2 1.5 3.5 5.2 78 1.7 5 3 6.7 128 1.8 4.9 3 6.1 



模 式 识 别   284 

(续表) 

山鸢尾(Setosa) 变色鸢尾(Versicolor) 维吉尼亚鸢尾(Verginica) 

序号 花瓣宽 花瓣长 萼片宽 萼片长 序号 花瓣宽 花瓣长 萼片宽 萼片长 序号 花瓣宽 花瓣长 萼片宽 萼片长 

29 0.2 1.4 3.4 5.2 79 1.5 4.5 2.9 6 129 2.1 5.6 2.8 6.4 

30 0.2 1.6 3.2 4.7 80 1 3.5 2.6 5.7 130 1.6 5.8 3 7.2 

31 0.2 1.6 3.1 4.8 81 1.1 3.8 2.4 5.5 131 1.9 6.1 2.8 7.4 

32 0.4 1.5 3.4 5.4 82 1 3.7 2.4 5.5 132 2 6.4 3.8 7.9 

33 0.1 1.5 4.1 5.2 83 1.2 3.9 2.7 5.8 133 2.2 5.6 2.8 6.4 

34 0.2 1.4 4.2 5.5 84 1.6 5.1 2.7 6 134 1.5 5.1 2.8 6.3 

35 0.2 1.5 3.1 4.9 85 1.5 4.5 3 5.4 135 1.4 5.6 2.6 6.1 

36 0.2 1.2 3.2 5 86 1.6 4.5 3.4 6 136 2.3 6.1 3 7.7 

37 0.2 1.3 3.5 5.5 87 1.5 4.7 3.1 6.7 137 2.4 5.6 3.4 6.3 

38 0.1 1.4 3.6 4.9 88 1.3 4.4 2.3 6.3 138 1.8 5.5 3.1 6.4 

39 0.2 1.3 3 4.4 89 1.3 4.1 3 5.6 139 1.8 4.8 3 6 

40 0.2 1.5 3.4 5.1 90 1.3 4 2.5 5.5 140 2.1 5.4 3.1 6.9 

41 0.3 1.3 3.5 5 91 1.2 4.4 2.6 5.5 141 2.4 5.6 3.1 6.7 

42 0.3 1.3 2.3 4.5 92 1.4 4.6 3 6.1 142 2.3 5.1 3.1 6.9 

43 0.2 1.3 3.2 4.4 93 1.2 4 2.6 5.8 143 1.9 5.1 2.7 5.8 

44 0.6 1.6 3.5 5 94 1 3.3 2.3 5 144 2.3 5.9 3.2 6.8 

45 0.4 1.9 3.8 5.1 95 1.3 4.2 2.7 5.6 145 2.5 5.7 3.3 6.7 

46 0.3 1.4 3 4.8 96 1.2 4.2 3 5.7 146 2.3 5.2 3 6.7 

47 0.2 1.6 3.8 5.1 97 1.3 4.2 2.9 5.7 147 1.9 5 2.5 6.3 

48 0.2 1.4 3.2 4.6 98 1.3 4.3 2.9 6.2 148 2 5.2 3 6.5 

49 0.2 1.5 3.7 5.3 99 1.1 3 2.5 5.1 149 2.3 5.4 3.4 6.2 

50 0.2 1.4 3.3 5 100 1.3 4.1 2.8 5.7 150 1.8 5.1 3 5.9 

 



附录B  习 题 解 答 

习题 2 

2.1  两类问题的最小错误率贝叶斯决策的内容是什么？ 
答：如果对待分类模式的特征得到一个观察值 x，则利用公式 

2

1

( | ) ( ) ( | ) ( )( | )
( )

( | ) ( )

i i i i
i

i i
i

p p p pp
p

p p

ω ω ω ωω
ω ω

=

= =

∑
x xx

x
x

 

可计算出结果： 

如果 1 2( | ) > ( | )p pω ωx x ，那么 1ω∈x ，否则 2ω∈x  

2.2  两类问题的最小风险贝叶斯决策的内容是什么？ 
答：对于两类问题最小风险贝叶斯决策，动作 a1相当于决策“真正的状态为 ω1”，而动

作 a2相当于决策“真正的状态为 ω2”。λij = λ(a1|ωj)表示当真正状态为 ωj而把 ωi误做真正状

态时所受的损失。将多类条件风险公式按照两类问题展开可以得到 

1

( | ) { } ( | )
c

i ij ij j
j

R a E pλ λ ω
=

= =∑x x  

1 11 1 12 2( | ) ( | ) ( | )R a p pλ ω λ ω= +x x x  

2 21 1 22 2( | ) ( | ) ( | )R a p pλ ω λ ω= +x x x  

这时，最小风险的贝叶斯决策法则为：如果 1 2( | ) < ( | )R a R ax x ，那么 1ω∈x ，即判定 1ω 为

真正的状态；否则 2ω∈x ，即判定 2ω 为真正的状态。 
2.3  简述密度函数的参数估计与非参数估计方法的主要差别。 
答：概率密度函数的参数估计首先需要假定概率密度函数的函数形式，而具体的概率密

度函数由一组参数决定，最后利用已知的训练样本集合估计出具体的分布参数；非参数估计

无需对分布的形式做出假定，而是直接利用训练样本集合对概率密度函数做出估计。 
2.4  简述最大似然估计与贝叶斯估计的基本思想及主要差别。 
答：最大似然估计和贝叶斯估计都属于参数估计方法，即假定了密度函数的形式之后，

需要估计分布的参数。最大似然估计将参数视为确定而未知的向量，通过建立似然函数或对

数似然函数，然后求解似然函数的最优解，来确定最有可能产生训练样本集合作为参数的最

大似然估计。与此不同，贝叶斯估计将未知参数视为一个随机向量，并且其分布形式已知，

满足一定的先验概率分布，然后利用训练样本集合估计出参数向量的分布，而在识别时则需

要考虑所有可能参数产生待识别样本的平均值。 
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2.5  设在一维特征空间中两类样本服从正态分布， 1 2 1σ σ= = ， 1 0μ = ， 2 3μ = ，两类先

验概率之比为 1 2( ) / ( ) ep pω ω = 。试求基于最小错误率贝叶斯决策原则的决策分界面的 x 值。 
答：按基于最小错误率的贝叶斯决策，则分界面上的点服从 

1 1 2 2( | ) ( ) ( | ) ( )p x p p x pω ω ω ω=  

所以有 

1 2( | ) e ( | )p x p xω ω⋅ =  

2 2exp( / 2) e exp( ( 3) / 2)x x− ⋅ = − −  

2 2/ 2 1 ( 3) / 2x x− + = − −  

11/ 6x =  

2.6  设有两类正态分布的样本集，第一类均值 T
1 (2, 0)=μ ，方差 1

1 1/ 2
1/ 2 1
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，第二

类均值 T
2 (2,2)=μ ，方差 2

1 1 / 2
1/ 2 1

−⎡ ⎤
= ⎢ ⎥−⎣ ⎦

Σ ，先验概率 1 2( ) ( )p pω ω= 。按最小错误率贝叶

斯决策求两类的分界面。 
答：由于 1 2=Σ Σ ，故先验概率相等。基于最小错误率的贝叶斯决策规则，在两类决策

面分界面上的样本 T
1 2( , )x x=X 应满足 

                     T 1 T 1
1 1 1 2 2 2( ) ( ) ( ) ( )− −− − = − −μ ∑ μ μ ∑ μX X X X  (1) 

对式(1)进行分解有 
T 1 T 1 T 1 T 1 T 1 T 1

1 1 1 1 1 1 2 1 2 2 2 22 2− − − − − −− + = − +X X X X X X∑ μ ∑ μ ∑ μ ∑ μ ∑ μ ∑ μ  

得 
T 1 1 T 1 T 1 T 1 T 1

1 2 1 1 2 2 1 1 1 2 1 2( ) 2( ) 0− − − − − −− − − + − =X X X∑ ∑ μ ∑ μ ∑ μ ∑ μ μ ∑ μ  

由已知条件可计算出 1
1

4 / 3 2 / 3
2 / 3 4 / 3

− −⎡ ⎤
⎢ ⎥−⎣ ⎦

=Σ 和 1
2

4 / 3 2 / 3
2 / 3 4 / 3

− ⎡ ⎤
⎢ ⎥
⎣ ⎦

=Σ ，将已知条件代入上式并

化简计算得 
1 2 2 14 4 0x x x x− − + =  

即 1 2( 4)( 1) 0x x− − = ，所以分解决策面由两根直线组成，一根为 1 4x = ，另一根为 2 1x = 。 

2.7  已知某一正态分布二维随机变量的协方差矩阵为
1 1/ 2

1/ 2 1
⎡ ⎤
⎢ ⎥
⎣ ⎦

，均值向量为零向量。

试求其 Mahalanobis 距离为 1 的点的轨迹。 
解：x 到 μ 的 Mahalanobis 距离的平方为 T 1) )γ −− −2=( （x xμ Σ μ ，设 T

1 2( , )x x=x ，

Mahalanobis 距离为 1 的点的轨迹满足 [ ]
1

1
1

2
2

1 1 / 2
1

1 / 2 1 x
x x

x−

=
⎡ ⎤⎡ ⎤
⎢ ⎥⎢ ⎥⎣ ⎦ ⎣ ⎦

，整理得 2 2
1 1 2 2 1x x x x− + = 。 

2.8  对两类问题，若损失函数 11 22 12 210, 0, 0λ λ λ λ= = ≠ ≠ ，试求基于最小风险贝叶斯决

策分界面处的两类错误率与 12 21,λ λ 的关系。 
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答：由于在基于最小风险贝叶斯决策分界面处满足 1 2( | ) ( | )R Rω ω=X X ，且 

1 11 1 12 2( | ) ( | ) ( | )R P Pω λ ω λ ω= +X X X  

2 22 2 21 1( | ) ( | ) ( | )R P Pω λ ω λ ω= +X X X  

故在分界面处应有 

12 2 21 1( | ) ( | )P Pλ ω λ ω=X X  

而在两类问题中，
1 2(e) | ( | )xP Pω ω∈ = X ，故有 1

2

21

12

(e) |
(e) |

x

x

P
P

ω

ω

λ
λ

∈

∈

= 。 

2.9  设一个二维空间中的两类样本服从正态分布，其参数分别为 T
1 (1, 0)=μ ， 1

1 0
0 1
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，

T
2 ( 1,0)= −μ ， 2

2 0
0 2
⎡ ⎤

= ⎢ ⎥
⎣ ⎦

Σ ，先验概率 1 2( ) ( )p pω ω= 。试证明其基于最小错误率的贝叶斯决

策分界面为圆，并求其方程。 
证明：先验概率相等条件下，基于最小错误率贝叶斯决策的分界面上两类条件概率密度

函数相等，因此有 

T 1 T 1
1 1 1 1 2 2 2 2

1 1 1 1
( ) ( ) ln | | ( ) ( ) ln | |

2 2 2 2
− −− − − − = − − − −X X X Xμ ∑ μ ∑ μ ∑ μ ∑  

由已知条件可计算出 1
1

1 0
0 1

− ⎡ ⎤
⎢ ⎥
⎣ ⎦

=Σ  ， 1 1
2 1

1 / 2 0 1
0 1/ 2 2

− −⎡ ⎤
=⎢ ⎥

⎣ ⎦
=Σ Σ ，代入上式并整理得 

T 1 T 1
1 1 1 1 2 2 2 2

1
( ) ( ) ln | | ( ) ( ) ln | |

2
− −− − + = − − +X X X Xμ ∑ μ ∑ μ ∑ μ ∑  

设 T
1 2( , )x x=X ，则将已知条件代入得 

2 2 2 2
1 2 1 2

1 1( 1) ( 1) ln 4
2 2

x x x x− + = + + +  

化简为 2 2
1 2( 3) 8 2ln 4x x− + = + ，它是一个圆的方程。 

2.10  将上题推广到一般情况，若 2
1 σ= IΣ , 2 1k=Σ Σ ，试判断先验概率相等条件下，基

于最小错误率的贝叶斯决策面是否是超球面。 
解：先验概率相等条件下，基于最小错误率贝叶斯决策的分界面上两类条件概率密度函

数相等，因此有 

T 1 T 1
1 1 1 1 2 2 2 2

1 1 1 1
( ) ( ) ln | | ( ) ( ) ln | |

2 2 2 2
− −− − − − = − − − −X X X Xμ ∑ μ ∑ μ ∑ μ ∑  

代入已知条件，得 
2 T 2 T

1 1 1 2 2 2( ) ( ) ln | | ( ) ( ) ln | |kσ σ− − + = − − +X X X Xμ μ ∑ μ μ ∑  

由已知条件可以计算出 1 1
1 22 2

1 1,  
kσ σ

− −= =I I∑ ∑ ，则 

T T
1 1 1 2 2 22 2

1 1
( ) ( ) ln | | ( ) ( ) ln | |

kσ σ
− − − + = − − +X X X Xμ Ι μ ∑ μ Ι μ ∑  
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T T 2
1 1 2 2

1
( ) ( ) ( ) ( ) ln k

k
σ− − − − − =X X X Xμ μ μ μ  

T T T T T T T T 2
1 1 1 1 2 2 2 2 lnk k k k k kσ− − + − + + =X X X X X X X X -μ μ μ μ μ μ μ μ  

Τ Τ T T T T 2
2 1 2 1 1 1 2 2( 1) + ( ) + ( ) + ( ) = lnk k k k k kσ− − − −X X X μ μ μ μ X μ μ μ μ  

T T T T 2
2 1 2 1 1 1 2 2( ) ( ) ( ) ln
( 1) ( 1) ( 1) ( 1)

k k k k k
X X X X

k k k k
σΤ Τ − − −

+ + + =
− − − −

μ μ μ μ μ μ μ μ  

T 2
2 1 2 1 2 1 2 1

2

( ) ( ) ln ( ) )
( 1) ( 1) ( 1) ( 1)

k k k k k
X X

k k k k
σ Τ− − − −

+ + = +
− − − −

⎛ ⎞ ⎛ ⎞
⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

（μ μ μ μ μ μ μ μ  

设
2 T

22 1 2 1
2

ln ( )
( 1) ( 1)
k k k

=
k k
σ

γ
− −

+
− −

）（μ μ μ μ
，则 

T
22 1 2 1( ) ( )

+ =
( 1) ( 1)

k k
k k

γ
− −

+
− −

⎛ ⎞ ⎛ ⎞
⎜ ⎟ ⎜ ⎟
⎝ ⎠ ⎝ ⎠

X X
μ μ μ μ  

这是一个超球面方程，所以在 2
1 σ= IΣ , 2 1k=Σ Σ 且先验概率相等的条件下，基于最小

错误率的贝叶斯决策面是超球面。 

习题 3 

3.1  设五维空间的线性方程为 1 2 3 4 555 68 32 16 26 10 0x x x x x+ + + + + = ，试求出其权向量

与样本向量点积表达式 T
0 0w+ =w x 中的 w，x，以及相应的增广权向量和增广特征向量。 

解：样本向量 T
1 2 3 4 5( , , , , )x x x x x=x ，权向量 T(55, 68, 32,16, 26)=w ， 0 10w = ；增广特征

向量 T
1 2 3 4 5( , , , , ,1)x x x x x=y ；增广权向量 T(55, 68, 32,16, 26,10)=a 。 

3.2  给出一组三类问题的判别函数如下： 

1 1 2 1 2 3 1 2( ) , ( ) 1, ( ) 1g x g x x g x x= − = + − = − −x x x  

① 假设每一模式类与其他模式类之间可用单个判别平面分隔； 
② 每两类模式之间都可分别用判别平面分隔开，且 

g12(x) = g1(x)，g13(x) = g2(x)，g23(x) = g3(x) 

对于以上两种情况，分别求出每类的判别边界和区域。 
解：① 根据 3.1 节介绍的第一种情况，此时有 c = 3 个判别函数，其具有下面的性质： 

T 0, , 1, 2, ,
( )

0
i

i i
i

i c
g x

ω
ω

> ∈ =⎧
= ⎨ ∈⎩≤

Lx
w x

x
 

三个判别边界分别为 1 1 2( ) 0g x x= − = →x 轴， 2 1 2( ) 1 0g x x= + − =x ， 3 1 2( )g x x= − −x  
1 0= ，则判别区域如题图3.2.1所示。 

② 由 3.1 节介绍的第二种情况，对 c 类别，有
( 1)

2
c c −

个判别函数，且 T( )ij ijg =x w x  

0
0

i

j

ω
ω

> ∈⎧⎪
⎨< ∈⎪⎩

x
x

， ( ) ( )ij jig g=x x 。除了关心 ( )ijg x 的正负之外，还要考虑其他类域的判别函数
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才能做出正确的判决。所以这种情况的判别规则是：如果 ( ) 0, , 1, 2, ,ijg j i j c> ∀ ≠ = Lx ，则

iω∈x 。此时， 

12 1 1 13 2 1 2 23 3 1 2( ) ( ) , ( ) ( ) 1, ( ) ( ) 1g g x g g x x g g x x= = − = = + − = = − −x x x x x x  

21 1 1 31 2 1 2 32 3 1 2( ) ( ) , ( ) ( ) 1, ( ) ( ) 1g g x g g x x g g x x= − = = − = − − + = − = − + +x x x x x x  

其判别区域如图3.2.2所示。 

    

                   题图 3.2.1                                         题图 3.2.2 

3.3  设两类样本的类内离散矩阵分别为 1 2
1 1 / 2 1 1/ 2

,
1 / 2 1 1/ 2 1

−⎡ ⎤ ⎡ ⎤
= =⎢ ⎥ ⎢ ⎥−⎣ ⎦ ⎣ ⎦

S S ，各类样本

均值分别为 T
1 (2, 0)=μ 和 T

2 (2, 2)=μ ，试用 Fisher 准则求其决策面方程。 

答：                      1 2
2 0
0 2w
⎡ ⎤

= + = ⎢ ⎥
⎣ ⎦

S S S  

* 1
1 2

0.5 0 0 0
( )

0 0.5 2 1w
− ⎡ ⎤ ⎡ ⎤ ⎡ ⎤

= − = =⎢ ⎥ ⎢ ⎥ ⎢ ⎥− −⎣ ⎦ ⎣ ⎦ ⎣ ⎦
w S μ μ  

根据 3.6 节介绍的阈值选取方法，取 0y 为 

[ ]*T1 2 1 2
0

2
0 1 1

12 2
y μ μ ⎡ ⎤+ +
= = = − = −⎢ ⎥

⎣ ⎦

% %
w μ μ  

则 fisher 准则最佳决策面方程为 T
0y∗ =w x ，将求得的数据代入得 2 1x = 。 

习题 4 

4.1  已知两个数据集分别为 1 : (0, 0,1), (1,1,1), (1, 0,1), (1, 0, 0)ω 和 2 : (0, 0, 0), (1,1, 0), (0,1,ω  
0),(0,1,1)。 

(1)将该 8 个数据作为一个数据集对其进行 K-L 变换； 
(2)求这两个数据集的类内离散矩阵，并以此作为其产生矩阵进行 K-L 变换。 
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答：(1)先求这 8 个点的均值向量，得

1
1 1
2

1

⎡ ⎤
⎢ ⎥= ⎢ ⎥
⎢ ⎥⎣ ⎦

μ ，再计算协方差矩阵为

1 0 0
1

0 1 0
4

0 0 1

=
⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

∑ 。

由于它已是一个对角矩阵，且主对角线元素值相等，因此无需进一步做 K-L 变换，原坐标系

的基已经是 K-L 变换的基，并且任何一组正交基都可作为其 K-L 变换的基。 
(2)分别求两组数据的均值及类内离散矩阵得 

T T
1 2

1 1(3,1, 3) , (1, 3,1)
4 4

= =μ μ  

已知
T

( )( ) , 1, 2
i

i i i
x

i
ω∈

= − − =∑S x xμ μ ，代入已知数据，得 

1 2

12 4 4 3 1 1
1 14 12 4 1 3 1

16 4
4 4 12 1 1 3

− −⎡ ⎤ ⎡ ⎤
⎢ ⎥ ⎢ ⎥= = =⎢ ⎥ ⎢ ⎥
⎢ ⎥ ⎢ ⎥− −⎣ ⎦ ⎣ ⎦

S S , 
3 1 1

1 1 3 1
2

1 1 3
w

−⎡ ⎤
⎢ ⎥= ⎢ ⎥
⎢ ⎥−⎣ ⎦

S  

对 wS 进行特征值分解

3 1 1
2 2 2

1 3 1 0
2 2 2
1 1 3
2 2 2

λ

λ

λ

− −

− =

− −

，得其特征值为 1/2, 2, 2，对应于λ = 1/ 2，

特征向量 T
1 ( 0.5774   0.5774   0.5774)= − −ϕ ，而对应于 2λ = 的特征向量没有唯一解。所以取

T
1 ( 0.5774   0.5774   0.5774)= − −ϕ 作为变换矩阵Φ ，由 T=y xΦ 将原样本变换为新的样本：

− 0.5774, − 0.5774, − 0.5774*2, − 0.5774, 0, 0, 0.5774, 0。 

4.2  已知一组数据的协方差矩阵为
1 1/ 2

1/ 2 1
⎡ ⎤
⎢ ⎥
⎣ ⎦

，试问 

(1)协方差矩阵中各元素的含义是什么？ 
(2)K-L 变换的最佳准则是什么？ 
(3)为什么说经 K-L 变换后，消除了各分量之间的相关性？ 

答：协方差矩阵为
1 1/ 2

1/ 2 1
⎡ ⎤
⎢ ⎥
⎣ ⎦

，则 

(1)对角元素是各分量的方差，非对角元素是各分量之间的协方差。 
(2)K-L 变换的最佳准则为：对一组数据按一组正交基分解，在只取相同数量分量的条件

下，以均方误差计算截尾误差最小。 
(3)在经 K-L 变换后，协方差矩阵成为对角矩阵，因而各主分量间的相关消除。 
4.3  求如下序列的离散傅里叶变换。 
(1) 1( ) ( 3)x n nδ= −  

(2) 2
1 1( ) ( 1) ( ) ( 1)
2 2

x n n n nδ δ δ= + + + −  
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(3) 3

1 0, 2, 4,( ) 2
0

n

nx n
⎧⎛ ⎞ =⎪⎜ ⎟= ⎨⎝ ⎠
⎪
⎩

L

其他

 

解： 

(1) j j 3 j
1(e ) ( 3)e en

n

X nω ω ωδ
∞

− −

=−∞

= − =∑  

(2) j j j j j j
2 2

1 1 1(e ) ( )e e 1 e 1 (e e ) 1 cos( )
2 2 2

n

n

X x nω ω ω ω ω ω ω
∞

− − −

=−∞

= = + + = + + = +∑  

(3) j j j
3 3

0,2,4,

1(e ) ( )e e
2

n
n n

n n

X x nω ω ω
∞

− −

=−∞ =

⎛ ⎞= = ⎜ ⎟
⎝ ⎠∑ ∑

L

 

所以 

2
j 2 j 2 j

3
j20 0

1 1 1(e ) e e 12 4 1 e
4

nn
n

n n

X ω ω ω

ω

∞ ∞
− −

−= =

⎛ ⎞⎛ ⎞= = =⎜ ⎟⎜ ⎟ ⎜ ⎟⎝ ⎠ ⎝ ⎠ −
∑ ∑  

4.4  离散傅里叶变换的性质及在图像处理中的应用是什么？ 
答：离散傅里叶变换的性质：分离性、平移性、周期性、共轭对称性、旋转不变性、分

配性和比例性。 
离散傅里叶变换在图像处理中的应用有：它是图像处理中的一个最基本的数学工具，利

用这个工具可以对图像进行频谱分析，进行滤波、降噪等处理，例如可以用低通滤波器滤掉

图像中的高频噪声等。 
4.5  小波变换有哪些特点？ 
答：小波变换的特点：能量集中；易于控制各子带噪声；具有与人视觉系统相吻合的对

数特征。例如在图像压缩中，由于能量集中，所以压缩比高，且在传输中抗干扰能力强。 
4.6  取一幅实际的图像，对其进行傅里叶变换，观察变换后的图像，从图像上来分析两

者之间的关系。 
答：MATLAB 程序如下。 

clc; 
clear all 

f = imread('Fig8.23.jpg');  

figure, imshow(f);  

g = im2double(f); 

R = fft2(g);  

figure, imshow(abs(R)); 

S = fftshift(fft2(f));  

figure, imshow(log(abs(S)), []);  

在图中可以看到图像的低频能量都集中在中心部分，而高频能量集中在四周，这样就便

于以后对图像频谱进行各种处理。 
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                   (a)原始图像                  (b) 傅里叶变换谱              (c) 傅里叶变换中心谱 

习题 5 

5.1  简述监督分类方法和无监督分类方法的区别。 
答：监督分类方法和无监督分类方法的区别主要如下。 
(1)监督分类方法有训练样本集，在训练样本集中给出不同类别的训练样本，用这些训

练样本可以找出区分不同类样本的方法，从而在特征空间中划定决策域。 
(2)监督分类方法由训练阶段和测试阶段组成。训练阶段利用训练集中的训练样本进行

分类器设计，确定分类器参数；测试阶段将待识别样本输入，根据分类的决策规则，确定待

识别样本的所属类别。 
(3)无监督分类方法可用来分析数据的内在规律，它没有训练样本，如聚类分析、主分

量分析、数据拟合等方法都是无监督分类方法。 
5.2  证明欧几里得距离满足三角不等式。 
证明： 

1/ 2 1/ 21 1
2 2

2 2
1 1

1/ 21
2

1

2

( , ) ( , ) | | | |

| |

( , )

i i i i
i i

i i i i
i

d x y d y z x y y z

x y y z

d x y

= =

=

⎛ ⎞ ⎛ ⎞
+ = − + −⎜ ⎟ ⎜ ⎟

⎝ ⎠ ⎝ ⎠

⎛ ⎞
− + −⎜ ⎟

⎝ ⎠
=

∑ ∑

∑≥  

5.3  证明总离散度矩阵等于类内离散度矩阵与类间离散度矩阵之和，即 ST = SW + SB。 
证明：根据定义可知 

类内离散度矩阵
1

K

W i
i=

=∑S S ，其中 T( )( )
i

i i i
C∈

= − −∑
x

S x m x m  

类间离散度矩阵 T

1

( )( )
K

B i i i
i

n
=

= − −∑S m m m m  

总离散度矩阵 T( )( )T
∈

= − −∑
x X

S x m x m  

其中 K 是聚类类别数目，Ci 是第 i 类聚类中心域的样本集合，ni 是 Ci 中的样本数；mi

是第 i 类的样本均值向量
1

i

i
in ∈

= ∑
x C

m x ；总平均向量
1

1 K

i i
i

n
N =

= ∑m m 。 
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可以证明 

T

1

T T T T

1

T T T T

1

( )( )

( )

( )

0

i

i

K

i i
i

K

i i i i
i

K

i i i i i i i i i i
i

n n n n

= ∈

= ∈

=

− −

= − − +

= − − +

=

∑∑

∑∑

∑

x C

x C

m m x m

m x mx m m mm

m m m m m m mm

 

同理可得 

T

1

T T T T

1

T T T T

1

( )( )

( )

( )

0

i

i

K

i i
i

K

i i i i
i

K

i i i i i i i i i i
i

n n n n

= ∈

= ∈

=

− −

= − − +

= − − +

=

∑∑

∑∑

∑

x C

x C

x m m m

x m m m x m m m

m m m m m m m m

 

T

T

1

T

1

T T T T

1

T T

( )( )

( ( )( ) )

( )( )

[( )( ) ( )( ) ( )( ) ( )( ) ]

( )( ) ( )( ) (

i

i

i

i i

T

K

i

K

i i i i
i

K

i i i i i

W

i i i
i

i i i i in

∈

= ∈

= ∈

= ∈

∈ ∈

= − −

= − −

⎛ ⎞
= − + − − + −⎜ ⎟⎜ ⎟

⎝ ⎠

= − − + − − + − − + − −

+= − − + − − = −

∑

∑ ∑

∑ ∑

∑∑

∑ ∑

x X

x C

x C

x C

x C x C

S x m x m

x m x m

x m m m x m m m

x m x m m m x m x m m m m m m m

x m x Sm m m m m m m T

1 1 1

w B

)( )
K K K

i
i i i= = =

−

= +

∑ ∑ ∑ m m

S S

 

5.4  已知有 6 个二维样本 { }, 1, 2, , 6i i= = LX x ，其中 T
1 [0, 0]=x , T

2 [0,1]=x , T
3 [1,1.5]=x , 

T
4 [4, 3]=x , T

5 [4.5, 3]=x , T
6 [5, 4]=x 。试按照最短距离进行层次聚类。 

解：已知的 6 个二维样本如题图5.4.1所示。 
用最短距离进行层次聚类的 MATLAB 源程序如下： 

x = [0 0;0 1;1 1.5;4 3;4.5 3;5 4] 
y = pdist(x);  %计算 x的欧氏距离，可以改为其他距离，查参数文档 

z = zf_linkage(y) %聚类，改变参数可以选择聚类方法 

h = dendrogram(z) %画出聚类树图  
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题图 5.4.1 

(1)初始将每个样本视为一类，得 
(0)
1 1{ }G = x , (0)

2 2{ }G = x , (0)
3 3{ }G = x , (0)

4 4{ }G = x , (0)
5 5{ }G = x , (0)

6 6{ }G = x  

计算各类间的欧氏距离，得到距离矩阵 D(0)： 

D(0) G1
(0) G2

(0) G3
(0) G4

(0) G5
(0) G6

(0) 

G1
(0) 0 1.0000 1.8028 5.0000 5.4083 6.4031 

G2
(0) 1.0000 0 1.1180 4.4721 4.9244 5.8310 

G3
(0) 1.8028 1.1180 0 3.3541 3.8079 4.7170 

G4
(0) 5.0000 4.4721 3.3541 0 0.5000 1.4142 

G5
(0) 5.4083 4.9244 3.8079 0.5000 0 1.1180 

G6
(0) 6.4031 5.8310 4.7170 1.4142 1.1180 0 

(2)将最短距离 0.5 对应的类 G4
(0)和 G5

(0)合并为一类，得到新的分类 

G45
(1) = {G4

(0), G5
(0)} 

G2
(1) = {G2

(0)}, G3
(1) = {G3

(0)}, G4
(1) = {G4

(0)}, G5
(1) = {G4

(0)}, G6
(1) = {G6

(0)} 

计算各类间的欧氏距离，得到距离矩阵 D(1)： 

D(1) G1
(1) G2

(1) G3
(1) G45

(1) G6
(1) 

G1
(1) 0 1.0000 1.8028 5.0000 6.4031 

G2
(1) 1.0000 0 1.1180 4.4721 5.8310 

G3
(1) 1.8028 1.1180 0 3.3541 4.7170 

G45
(1) 5.0000 4.4721 3.3541 0 1.1180 

G6
(1) 6.4031 5.8310 4.7170 1.1180 0 

(3)将最短距离 1.0 对应的类 G1
(1)和 G2

(1)合并为一类，得到距离矩阵 D(2)： 

D(2) G12
(2) G3

(2) G45
(2) G6

(2) 

G12
(2) 0 1.1180 4.4721 5.8310 

G3
(2) 1.1180 0 3.3541 4.7170 

G45
(2) 4.4721 3.3541 0 1.1180 

G6
(2) 5.8310 4.7170 1.1180 0 

(4)将最短距离 1.1180 对应的类 G12
(2)和 G3

(2)合并为一类，得到距离矩阵 D(3)： 
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D(3) G123
(3) G45

(3) G6
(3) 

G123
(3) 0 3.3541 4.7170 

G45
(3) 3.3541 0 1.1180 

G6
(3) 4.7170 1.1180 0 

(5)将最短距离 1.1180 对应的类 G45
(3)和 G6

(3)合并为一类，得到距离矩阵 D(4)： 

D(4) G123
(4) G456

(4) 

G123
(4) 0 3.3541 

G456
(4) 3.3541 0 

设定一个距离阈值为 DT = 2，D(4)中的最小元素为 3.3541，超过给定阈值，则聚类结束。

结果为 

G1 = {x1, x2, x3}, G2 = {x4, x5, x6} 

如果无阈值条件，继续聚类，最终全部样本归为一类。 
上述层次聚类过程可用题图5.4.2的分类树表示，右边的数据为类间的最短距离。 
5.5  已知 13 个二维样本为 { }, 1, 2, ,13i i= = LX x ，

其中 T
1 [0,0]=x , T

2 [0,1]=x , T
3 [1,0]=x , T

4 [0.5,4]=x , 

5 =x  T[1,3] , T
6 [1,5]=x , T

7 [1.5,4.5]=x , T
8 [6,4]=x , 

T
9 [6.5,5]=x , T

10 [7,4]=x , T
11 [7.5,7]=x , T

12 [8,6]=x , 
T

13 [8,7]=x 。用 K 均值算法进行分类，分别取 K = 2 和 K 
= 4。 

解：通过调用 MATLAB 的 K 均值函数 kmeans，对

X 样本进行分类，其源程序如下： 

x = [0,0;0,1;1,0;0.5,4;1,3;1,5;1.5,4.5;6,4;6.5,5;7,4;7.5,7;8,6;8,7]; 

[idx2, c2] = kmeans(x, 2); 

plot(x(:,1), x(:,2),'bo', c2(:,1), c2(:,2),'r*'); 

c2 

idx2' 

[idx4,c4] = kmeans(x,4); 

figure(2); 

plot(x(:,1), x(:,2),'bo',c4(:,1),c4(:,2),'r*'); 

c4 

idx4'  

当 K = 2 时，分类结果是 x1~x7为第一类，x8~x13为第二类，如题图 5.5.1 所示；聚类中

心分别是[0.7143, 2.5000], [7.1667, 5.5000]。 
当 K = 4 时，分类结果是 x1~x3为第四类，x4~x7为第二类，x8~x10为第三类，x11~x13为第

一类，如题图5.5.2所示；聚类中心分别是[7.8333, 6.6667], [1.0000, 4.1250], [6.5000, 4.3333], 
[0.3333, 0.3333]。 

5.6  用 K 均值算法对鸢尾属植物(Iris)样本数据进行分类，取 K = 3。 

 

题图 5.4.2 
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                 题图 5.5.1                                           题图 5.5.2 

解：使用附录 A 提供的鸢尾属植物(Iris)样本数据，将其保存为 Iris.xls 文件，其中表单

Sheet1 更名为的 data，具体如下： 

Petal_width Petal_length Sepal_width Sepal_length 

0.2 1.4 3.5 5.1 

0.2 1.4 3 4.9 

L  L  L  L  

1.8 5.1 3 5.9 

在表单 data 中，第 1 行为文本信息，它是对第 2 行到第 151 行数据信息的说明。 
用 K 均值算法对鸢尾属植物(Iris)样本数据进行分类的源程序如下： 

[x,headertext] = xlsread('iris.xls','data'); %读取 iris.xls中表单为 

             data的数据，存入 x数组 
[idx3,c] = kmeans(x, 3, 'display', 'iter');  %调用 MATLAB的 K 均值函数 

             kmeans， 

xlswrite('iris_kmeans_result.xls', idx3, 'sheet1');  %结果保存在 iris_ 
            kmeans_result.xls的 sheet1 

xlswrite('iris_kmeans_result.xls', c, 'sheet2');  %聚类中心保存在 sheet2  

当 K = 3 时，分类结果是 x1~x50为第三类；x51~x100为第一类，其中 x53和 x78被错分为第

二类；x100~x150为第二类，其中 x102, x107, x114, x115, x120, x122, x124, x127, x128, x134, x139, x143, x147, 
x150共 14 个被错分为第一类；聚类中心是 

第一类 1.433871 4.393548 2.748387 5.901613 

第二类 2.071053 5.742105 3.073684 6.85 

第三类 0.246 1.462 3.428 5.006 

5.7  对习题 5.5 中的样本集 X，用 ISODATA 算法进行聚类分析。 
解：用 ISODATA 算法，对 13 个样本集 X 进行分类，其源程序如下： 

x = [0, 0;0, 1;1, 0;0.5, 4;1, 3;1, 5;1.5, 4.5;6, 4;6.5, 5;7, 4;7.5, 7;8,  

6;8, 7];    %样本集 
leastNumber = 1;  %最小聚类中的样本数，少于此数将不能作为独立的样本 

stdvar = 0.7; %样本距离分布的标准差  
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minmumDistance = 1;  %两聚类中心的最小距离，小于此数将两个聚类合并 

maximumCluster = 2;  %一次运算中可以合并的聚类中心的最大对数 
opCount = 80;   %迭代运算次数 

n = 13;     %样本集个数 

number = 2;    %样本集的数据维数 
clusterNumber = 2;  %聚类中心数 

figure(1) 

[s, c2, clusterCount] = ISODATA(x, n, number, clusterNumber, leastNumber, 
stdvar, minmumDistance, maximumCluster, opCount) 

plot(x(:, 1), x(:, 2), 'bo', c2(:, 1), c2(:, 2), 'r*'); 

figure(2) 
stdvar = 0.2;   %样本距离分布的标准差 

clusterNumber = 4;  %聚类中心数 

[s, c4, clusterCount] = ISODATA(x, n, number, clusterNumber, leastNumber,  
stdvar, minmumDistance, maximumCluster, opCount) 

plot(x(:, 1), x(:, 2), 'bo', c4(:, 1), c4(:, 2), 'r*');  

当 K = 2 时，分类结果是 x1~x7为第一类，x8~x13为第二类，如题图5.7.1所示；聚类中心

分别是[0.7143, 2.5000]和[7.1667, 5.5000]。 
当 K = 4 时，分类结果是 x1~x3为第三类，x4~x7为第一类，x8~x10为第二类，x11~x13为第

四类，如题图5.7.2所示；聚类中心分别是[1.0000, 4.1250], [6.5000, 4.3333], [0.3333, 0.3333], 
[7.8333, 6.6667]。 

         

                 题图 5.7.1                                          题图 5.7.2 

5.8  用ISODATA算法对鸢尾属植物(Iris)样本数据进行聚类分析，并与习题 5.6 的结果

进行对比分析。 
解：用 ISODATA 算法对鸢尾属植物(Iris)样本数据进行分类的源程序如下： 

[x, headertext] = xlsread('iris.xls', 'data');  

clusterNumber = 3;  %预期聚类中心数目 
leastNumber = 1;   %最小聚类中的样本数，少于此数将不能作为独立的样本 

stdvar = 0.35;   %样本距离分布的标准差 

minmumDistance = 0.5; %两聚类中心的最小距离，小于此数将两个聚类合并 
opCount = 30;   %迭代运算次数 

n = 150;     %样本个数   
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number = 4;    %样本维数 

maximumCluster = 2;  %一次运算中可以合并的聚类中心的最大对数 
[s, clusterCenter, clusterCount] = ISODATA(x, n, number, clusterNumber, 

leastNumber, stdvar, minmumDistance, maximumCluster, opCount) 

xlswrite('iris_isodata_result.xls', s', 'sheet1');   
xlswrite('iris_isodata_result.xls', clusterCenter, 'sheet2');   

当 K = 3 时，分类结果是 x1~x50为第一类；x51~x100为第二类，其中 x53和 x78被错分为第

三类；x100~x150为第三类，其中 x102, x107, x114, x115, x120, x122, x124, x127, x128, x134, x139, x143, x147, 
x150共 14 个被错分为第二类；聚类中心是 

第一类 0.246 1.462 3.428 5.006 

第二类 1.433871 4.393548 2.748387 5.901613 

第三类 2.071053 5.742105 3.073684 6.85 

对鸢尾属植物(Iris)样本数据进行聚类分析，用 K 均值算法和 ISODATA 算法得到的结果

完全一致。 

习题 6 

6.1  人工神经元网络也可用来进行模式识别，它与统计模式识别原理上是否相同？ 
解：人工神经元网络中使用的数据也是向量形式，它实现模式识别的原理也是在特征空

间中划分决策域，因此在原理上可以属于统计模式识别，但是在方法上与传统的统计模式识

别有明显的不同。 
6.2  人工神经元网络用做模式识别所能做的，是否用传统模式识别方法都可以做？ 
解：从实现分类这一功能看，多层感知器与传统模式识别方法中的分段线性分类器的原

理是一样的，只是用网络形式表示后，可以运用人工神经元网络一整套分析与研究的方法。

由于人工神经元网络的多种模型使人工神经元网络有广泛的应用，因而有一套系统的研究与

分析方法。使用人工神经元网络有其优点。 
6.3  证明：如果隐单元的激活函数是线性的，那么三层网络等价于二层网络。 
解：假设三层线性网络有一个输入向量 x、一个隐层单元 y 和一个输出向量 z。因为是线

性系统，对于矩阵 W1和 W2，y = W1x，z = W2y，则输出 z = W2y = W2W1x = W3x，其中 W3 = 
W1W2，则和具有连接矩阵 W3的两层网络等价。 

6.4  利用题 6.3 的结论解释为什么具有线性隐单元的三层网络不能解决某个非线性可分

问题，如 XOR 问题。 
解：非线性可分问题不能用具有线性隐单元的三层网络求解。假设非线性可分问题可以

通过具有隐层单元的三层网络求解，则它也可以通过二层网络求解，很明显这是线性可分问

题，但是题中假设是非线性可分的，因此条件和假设是矛盾的，故具有线性隐单元的三层网

络不能解决非线性可分问题。 
6.5  考虑具有 d 个输入单元、n 个隐单元、c 个输出单元及偏置的一个标准三层 BP 网络。

(a)网络中有多少权值？(b)考虑权值对称。证明：如果将每一个权值的符号反向，则网络功

能不变。(c)考虑隐单元的对称交换。隐单元上没有标记，因此它们可以相互交换(沿着 
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对应权值)而使网络功能不受影响。证明该等价标记数——对称交换因子为 n!2n，并在 n = 10
的情况下估计该因子的值。 

解：(a)网络权值的数量是 dn +(n + 1)c，其中第一项是输入到隐层的权值数量，第二项

是隐层到输出的权值，包括一个偏置单元。 
(b)输出节点 k 由下式给出： 

0 0
1 1

)
n d

k kj ji i j k
j i

z f w f w x w w
= =

⎛ ⎞⎛ ⎞
= + +⎜ ⎟⎜ ⎟⎜ ⎟⎝ ⎠⎝ ⎠
∑ ∑  

假设激活函数 ( )f g 是奇函数，且为反对称的，给出 

1 1

d d

ji i ji i
j j

f w x f w x
= =

⎛ ⎞ ⎛ ⎞
− ↔ −⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟

⎝ ⎠ ⎝ ⎠
∑ ∑  

则有 

1 1

( )[ ( )
d d

kj ji i kj ji i
j j

w f w x w f w x
= =

⎛ ⎞ ⎛ ⎞
− − =⎜ ⎟ ⎜ ⎟⎜ ⎟ ⎜ ⎟

⎝ ⎠ ⎝ ⎠
∑ ∑  

原始输出是不变的。 
(c)隐层单元可以沿着对应权值相互交换而使网络功能不受影响。可以构造的集合 n 的子

集的数量是 2n。因为可以构造对于每个子集 n 的不同权值序列，因此总的对称隐层单元数是

n!2n，对于 n = 10，其因子数量为 10!×210 = 3 628 800×1024 = 3 715 891 200。 
6.6  设计一个 2 层的感知器网络，以实现 A XOR B。 
解：由 2 层感知器需要经过两个步骤：由

1 1 2
1( ) 0
2

g x x= + − =x 和 2 1 2
3( ) 0
2

g x x= + − =x 完成输

入向量 x 到 y 的映射；由 1 2
1( ) 0
2

g y y= + − =y 实现将

两类分开的目的。感知器网络如题图6.6所示。 

习题 7 

7.1  Fisher 准则方法与支持向量机提出的最佳准则是不一致的，它们是否有各自适用的

范围？ 
答：对于模式识别，最佳是相对于某一个准则而言的。因此有时不便于对不同的分类器

设计方法进行比较。Fisher 准则已有很长历史，也经常得到应用。支持向量机是在对泛化误

差研究的基础上提出的，实际中也有好的评价，是近年来比较推崇的一种方法。但对于一个

具体问题来说，还不能肯定地说哪一种方法好。 
7.2  异或问题(XOR)是最简单的一个无法直接对特征采用线性判别函数来解决的问题。

对于空间中的点 x1 = (1, 1)T, x2 = (−1,  −1)T, x3 = (1, −1)T和 x4 = (−1, 1)T，设计解决 XOR 问

题的 SVM。 
解：题图7.2(a)为 XOR 问题在原始 x1x2空间，x1 = (1, 1)T, x2 = (−1, −1)T属于 ω1类，x3 

= (1,  −1)T和 x4 = (−1, 1)T属于 ω2类。在原始二维空间，不可能将其采用线性判别函数分开。 

 

题图 6.6  
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                         题图 7.2(a)                           题图 7.2(b) 

通过 SVM 的方法，将上述 4 个点映射到高维空间，在高维空间使其线性可分。有许多

映射函数可以完成这一目的，这里采用最简单且展开不超过二次的映射： 11, 2 ,x  
2 2

2 1 2 1 22 , 2 , ,x x x x x ，其中 2 是为了规范化。在映射空间中，可以找到最佳超平面 g(x1, x2) = 

x1x2 = 0，且裕量为 2b = 。其二维投影空间如题图 7.2(b)所示。通过支持向量的超平面是

1 22 1x x = ± ，它对应于原始特征空间中的双曲线 1 2 1x x = ± 。 

极大化
1

1( )
2

n
t

i k j k j j k
k

L z zα α α α
=

= −∑ ∑ y y ，约束为
1

0
n

k k
k

z α
=

=∑ ， kα ≥0，k = 1,L , n，利用

对称性取 1 3 2 4α α α α= =， ，利用梯度下降法可得 * 1
8kα = ，k = 1, 2, 3, 4。4 个样本均为支持向

量。 

7.3  以习题 7.2 为基础考虑另外 4 个特征，除了上面 4 个特征点之外的其他
4

1 5
2

⎛ ⎞
− =⎜ ⎟

⎝ ⎠
对

特征组合，作出样本和判别函数 1g = ± 对应的直线。在所作的图中，这些间隔是否一样？ 
请给出解释。 

解：各点的映射为 

1 : (1, 2, 2, 2,1,1)  (1, 2, 2, 2,1,1)ω − −  

2 : (1, 2, 2, 2,1,1)  (1, 2, 2, 2,1,1)ω − − − −  

如题图7.3(a), (b), (c), (d)所示。 
图中的间隔不相同，因为实际的间隔是在 R6中的最优超平面，它们投影到低维空间不必

保持间隔。 
7.4  通过修改感知器算法，写出实现“支持向量机”(SVM)学习算法的伪码程序。对当

前最难分的样本的操作，给出详细的数学表达式。解释为什么在训练的后半部，权向量的更

新只需用到支持向量。 
解：支持向量机算法的伪码程序如下。 

begin initialize a;w1←∞;w2←∞;b←∞ 

    i←0 

      do i←i + 1 
      if z1 = -1 and a’yizi<w1, then w1←a’yizi; kw1←k  
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      if z1 = 1 and a’yizi<w2, then w2←a’yizi; kw2←k 

      until i = n 
      a←a + yw2-yw1 

      a0←a’(ykw1 + ykw2)/2 

      oldb←b;b←a’ykw1/||a||  
      until |b-oldb|<ε  

    return a0, a 

end  

 
题图 7.3 

算法从每类中选出错分样本，并修改超平面使其移向错分模式的中心，一旦超平面将类

分开，所有的更新将只涉及支持向量。 
7.5  只考虑支持向量机和分属两类的训练样本： 

ω1：(1, 1)T      (2, 2)T       (2, 0)T 

ω 2：(0, 0)T      (1, 0)T       (0, 1)T 

在图中作出这 6 个训练点，构造具有最优超平面和最优间隔的权向量，并指出哪些是支

持向量。 
解：考虑用于分类的支持向量。 
给出下列两类中的 6 个点且 z1 = z2 = z3 = − 1, z4 = z5 = z6 = + 1： 

ω 1： 1
1
1

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x   2

2
2

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x    3

1
1

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x  
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 ω 2： 4
0
0

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x    5

1
0

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x    6

0
1

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
x  

最优超平面方程为 y1 + y2 = 3/2，或(3/2 −1−1)T (1  y1  y2) 
= 0，将(3/2 −1 −1)乘以 2，得权向量(3 −2 −2)T。最优间隔是模

式到最优超平面的最短距离，其值为 2 / 4。支持向量是间隔上

的点，因此支持向量为{(1, 1)T(2, 0)T(1, 0)T(0, 1)T}。 

习题 8 

8.1  令 k1和 k2是 X × X 空间的核函数， nX R⊆ ，a R+∈ ， f(·)是 X 空间的实值函数，φ: 
X→RN是 RN × RN空间具有核函数 k3的映射。B 是 n×n 的对称半正定矩阵。证明下列函数是

核函数。 
(1) 1 2( , ) ( , ) ( , )k k k= +x z x z x z  
(2) 1( , ) ( , )k ak=x z x z  
(3) 1 2( , ) ( , ) ( , )k k k=x z x z x z  
(4) ( , ) ( ) ( )k f f=x z x z  
(5) 3( , ) ( ( ) ( ))k k ϕ ϕ=x z x z  
(6) ( , )k B′=x z x z  
证明：令 S 是有限点集{x1, … , xl}，并且令 K1和 K2是通过约束 k1和 k2在这些点上得到

的相应核矩阵。 lR∈α 是任意向量。如果对于所有的α，都有 ′α Kα ≥0，则 K 是半正定矩阵。 
(1)因为 1 2 1 2( ) 0′ ′ ′+ = + ≥α K K α α K α α K α ，因此 K1 + K2是半正定的，所以 k1 + k2是核函

数。特征向量是相应向量的串联，φ(x) = [φ1(x), φ2(x)]，因此 

1 2 1 2

1 1 2 2

1 2

( , ) ( ), ( ) [ ( ), ( )], [ ( ), ( )]
( ), ( ) ( ), ( )

( , ) ( , )

k

k k

ϕ ϕ ϕ ϕ ϕ ϕ
ϕ ϕ ϕ ϕ

=< >=< >
=< > + < >
= +

x z x z x x z z
x z x z

x z x z
 

(2)类似地， a a′ ′=α Kα α Kα ≥0，因此 ak1是核函数。 
(3)令 1 2= ⊗K K K 是 K1和 K2的张量积，两个半正定矩阵的张量积也是半正定的，因为

张量积的本征值是两个半正定矩阵本征值的积。相应于 k1k2函数的矩阵是 Schur 积 H。对于

任意 lR∈α ，
2

1
lR∈α ，有 1 1′ ′=αHα α Kα ≥0，因此 H 是半正定阵，因此 k1k2是核函数。 

对于 1 2( , ) ( , ) ( , )k k k=x z x z x z 的 Hadamard 构造，相应的特征是所有特征对的乘积，这样，

第(i, j)对特征就由下式给出： 

φ(x)ij = φ1(x)iφ2(x)j ， i = 1, … , N1;  j = 1, … , N2 

其中 Ni是相应于 φi, i = 1, 2 的特征空间特征维数，则其内积由下式给出： 
1 2

1 2

1 1

1 1 2
1 1

1 2

( , ) ( ), ( ) ( ) ( )

( ) ( ) ( ) ( )

( , ) ( , )

N N

ij ij
i j

N N

i i j j
i j

k

k k

ϕ ϕ ϕ ϕ

ϕ ϕ ϕ ϕ

= =

= =

=< >=

=

=

∑∑

∑ ∑

x z x z x z

x z x z

x z x z

 

 
题图 7.5 
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(4)对于一维的特征映射 ( )f Rϕ ∈a: x x ， ( , )k x z 是相应的核函数。 
(5)因为 k3是核函数，通过约束 k3到点ϕ(x1), … , ϕ(xl)得到的矩阵是半正定矩阵。因此

3( , ) ( ( ) ( ))k k ϕ ϕ=x z x z 是核函数。 

(6)假设 V 为正交矩阵，B = ′V ΛV，其中 Λ是包含非负本征值的对角矩阵。令 Λ 是具

有本征值平方根的对角矩阵且有 =A VΛ ，因此有 
( , ) ,k ′ ′ ′ ′ ′= = = =< >x z x Bz x V Vz x A Az Ax AzΛ  

是利用线性特征映射 A 的内积。 
8.2  令 k1(x, z)是 X × X 空间的核函数，其中 x, z∈X，p(x)是具有正系数的多项式，则

下面的函数也是核函数： 
(1) 1( , ) ( ( , ))k p k=x z x z  
(2) 1( , ) exp( ( , ))k k=x z x z  
(3) 2 2( , ) exp( || || /(2 ))k σ= − −x z x z  
证明：(1)如果 f(·)是常数，对于多项式结果，从上题中的(1)~(4)说明覆盖的是常数项。 
(2)指数函数任意逼近具有正系数的多项式，因此是一个有限的核函数。因为有限的半

正定特性是接近有限点，因此该函数依然是核函数。 
(3)由(2)有对于 Rσ +∈ ， 2exp( / )σ< − >x z 是核函数。规范化核函数可得核函数 

2 2

2 2 2 22 2 2 2

exp( , / ) , , , || ||exp exp
2 2 2exp(|| || / )exp(|| || / )

σ
σ σ σ σσ σ

⎛ ⎞< > < > < > < > −⎛ ⎞= − − = −⎜ ⎟⎜ ⎟
⎝ ⎠ ⎝ ⎠

x z x z x x z z x z
x z

 

习题 9 

9.1  计算模糊集合 A%的海明模糊度、欧几里得模糊度和熵模糊度，其中 

A% = 0.9 0.7 0.5 0.3 0.2
a b c d e

+ + + +  

解：因为 

A0.5 = 1 1 1 0 0
a b c d e

+ + + +  

则海明模糊度为 

d1( A%) = 2 (| 0.9 1| | 0.7 1| | 0.5 1| | 0.3 0 | | 0.2 0 |)
5

− + − + − + − + − = 0.56 

欧几里得模糊度为 

d2( A%) = 2 2 2 2 22 (0.9 1) (0.7 1) (0.5 1) (0.3 0) (0.2 0)
5

− + − + − + − + −  = 0.62 

熵模糊度为 

dE( A%) = { }
1

1 ( )ln ( ) [1 ( )]ln[1 ( )]
ln 2

n

i i i iA A A A
i

x x x x
n

μ μ μ μ
=

− − − −∑ % % % %  
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       = 1 [( 0.9ln 0.9 0.1ln 0.1) ( 0.7ln 0.7 0.3ln 0.3) ( 0.5ln 0.5 0.5ln 0.5)
5ln 2

− − + − − + − −  

       ( 0.3ln 0.3 0.7ln 0.7) ( 0.2ln 0.2 0.8ln 0.8)]+ − − + − −  
       = (0.095+0.23+0.25+0.361+0.347+0.347+0.361+0.25+0.322+0.179)/(5ln2)  
       = 0.79 

9.2  设 U = {a, b, c, d, e, f}, A% = 0.6 0.8 1 0.8 0.6 0.2
a b c d e f

+ + + + + , 0.4 0.6 0.5B
a b c

= + + +%  

1 0.8 0.3
d e f

+ + ，试分别计算格贴近度 ( , )N A B% % 、海明贴近度 ( , )HN A B% % 和欧几里得贴近度

( , )EN A B% %。 

解： A%与 B%的内积为 

(0.6 0.4) (0.8 0.6) (1 0.5) (0.8 1) (0.6 0.8) (0.2 0.3)A B⋅ = ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧% %  

             = 0.4 0.6 0.5 0.8 0.6 0.2∨ ∨ ∨ ∨ ∨  = 0.8 
A%与 B%的外积为 

(0.6 0.4) (0.8 0.6) (1 0.5) (0.8 1) (0.6 0.8) (0.2 0.3)A BΘ = ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨ ∧ ∨% %  

             0.6 0.8 1 1 0.8 0.3= ∧ ∧ ∧ ∧ ∧  = 0.3 

A%与 B%的格贴近度为 

( , ) ( ) (1 )N A B A B A B= ⋅ ∧ − Θ% % %% % % = 0.8∧(1 − 0.3) = 0.7 

A%与 B%的海明贴近度为 

1

1(| 0.60.4 0.80.6 10.5 0.81 0.60.8 0.20.3 |) / 6
0

1( , )

.

)

7

( ) (

7

1
n

H i i
i

N A B A u B u
n =

= + + + +

=

= − −

+

∑% %% %

 

A%与 B%的欧几里得贴近度为 

2

1

2 2 2 2 2 2

1( , ) 1 ( ) ( )

(0.6 0.4) (0.8 0.6) (1 0.5) (0.8 1) (0.61
0

0.8) (0.2 0.3) / 6
.74

n

E i i
i

N A B A u B u
n =

⎡ ⎤= − −⎣ ⎦

− + − + − + −= −

=

+ − + −

∑% %% %

 

9.3  设论域 U = {a, b, c, d, e, f}，U 上的模糊子集有 6 个： 

A%1 = (1, 0.8, 0.5, 0.4, 0, 0.1), 

A%2 = (0.5, 0.1, 0.8, 1, 0.6, 0), 
A%3 = (0, 1, 0.2, 0.7, 0.5, 0.8), 
A%4 = (0.4, 0, 1, 0.9, 0.6, 0.5), 
A%5 = (0.8, 0.2, 0, 0.5, 1, 0.7), 

A%6 = (0.5, 0.7, 0.8, 0, 0.5, 1), 
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且待识别的模糊子集是 A%x = (0.7, 0.2, 0.1, 0.4, 1, 0.8)。采用格贴近度确定待识别的模糊

子集与 A%1~ A%6中哪个最相近。 
解：根据格贴近度计算公式 ( , ) ( ) (1 )N A B A B A B= ⋅ ∧ − Θ% % %% % %，有 

1A ⋅% A%x = (1∧0.7)∨(0.8∧0.2)∨(0.5∧0.1)∨(0.4∧0.4)∨(0∧1)∨(0.1∧0.8) 

                 = 0.7∨0.2∨0.1∨0.4∨0∨0.1 = 0.7 

A%1Θ A%x = (1∨0.7) ∧ (0.8∨0.2) ∧ (0.5∨0.1) ∧ (0.4∧0.4) ∧ (0∨1) ∧ (0.1∨0.8) 

               = 1∧0.8∧0.5∧0.4∧1∧0.8 = 0.4 

N( A%1, A%x) = 0.7∧(1 − 0.4) = 0.6 
同理有 

N( A%2, A%x) = 0.6∧(1−0.2) = 0.6 

N( A%3, A%x) = 0.8∧(1−0.2) = 0.8 
N( A%4, A%x) = 0.6∧(1−0.2) = 0.6 
N( A%5, A%x) = 1∧(1−0.1) = 0.9 

N( A%6, A%x) = 0.8∧(1−0.4) = 0.6 

可见， A%x与 A%5最相近。 
9.4  设论域 X = {x1, x2, x3, x4, x5}，给定 X 上一个模糊关系 R%，其模糊矩阵为 

R = 

1 0.8 0.8 0.2 0.8
0.8 1 0.85 0.2 0.85
0.8 0.85 1 0.2 0.9
0.2 0.2 0.2 1 0.2
0.8 0.85 0.9 0.2 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

判断 R 是模糊相似矩阵还是模糊等价矩阵；按不同的λ分类并给出分级聚类树。 
解：矩阵显然具有自反性和对称性，而 

R oR = 

1 0.8 0.8 0.2 0.8
0.8 1 0.85 0.2 0.85
0.8 0.85 1 0.2 0.9
0.2 0.2 0.2 1 0.2
0.8 0.85 0.9 0.2 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 = R 

所以，R 具有传递性，故 R 是模糊等价矩阵。 
令λ由 1 降至 0，写出 Rλ，按 Rλ分类。 

(1)当λ = 1 时，R1 = 

1 0 0 0 0
0 1 0 0 0
0 0 1 0 0
0 0 0 1 0
0 0 0 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 5 类，即{x1}, {x2}, {x3}, {x4}, {x5}，

这是最细分类。 
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(2)当λ = 0.9 时，R0.9 = 

1 0 0 0 0
0 1 0 0 0
0 0 1 0 1
0 0 0 1 0
0 0 1 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 4 类，即{x1 }, {x2}, {x3, x5}, { x4}。 

(3)当λ = 0.85 时，R0.85 = 

1 0 0 0 0
0 1 1 0 1
0 1 1 0 1
0 0 0 1 0
0 1 1 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 3 类，即{x1 }, {x2, x3, x5}, {x4 }。 

(4)当λ = 0.8 时，R0.8 = 

1 1 1 0 1
1 1 1 0 1
1 1 1 0 1
0 0 0 1 0
1 1 1 0 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时分为 2 类，即{x1, x2, x3, x5}, {x4}。 

(5)当λ = 0.2 时，R0.2 = 

1 1 1 1 1
1 1 1 1 1
1 1 1 1 1
1 1 1 1 1
1 1 1 1 1

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

。此时 5 个元素分为 1 类，即{x1, x2, x3, x4, x5 }，

它是最粗分类。 
于是可得出分级聚类树，也称动态聚类图，如题图9.4所示。 
9.5  已知 12 个二维样本 X = {xi, i = 1, 2,L , 12}，其中 x1 = 

[0, 0]T, x2 = [0, 1]T, x3 = [1, 0]T, x4 = [0.5, 4]T, x5 = [1, 3]T, x6 = [1, 
5]T, x7 = [1.5, 4.5]T, x8 = [6, 4]T, x9 = [6.5, 5]T, x10 = [7, 4]T, x11 = 
[7.5, 7]T, x12 = [8, 7]T。试用 FCM 算法进行分类，其中模糊性加

权指数 m = 2，用欧氏距离，类别分别为 2 和 4。 
解：(1)根据题意有样本数 N = 12，当类别数 C = 2 时，模

糊性加权指数m = 2，矩阵B为单位矩阵 I，迭代停止阈值 ε = e-5。 
(2)用随机函数设置初始模糊分类矩阵 U(0)： 

  U(0) =  
0.4735  0.1221  0.8664  0.3374  0.4981  0.1397  0.6635  0.8494  0.3153  0.4523  0.9484  0.4762
0.5265  0.8779  0.1336  0.6626  0.5019  0.8603  0.3365  0.1506  0.6847  0.5477  0.0516  0.5238

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

(3)计算 U(0)时的聚类中心 vi
(0)，其聚类中心 v(0)为 

v(0) = 
4.2144    3.8803
2.4187    3.5521

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

(4)计算新隶属度 U(1)和聚类中心 v(1)： 

 

题图 9.4 
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  U(1) =  
0.3601  0.3218  0.3656  0.2194  0.1726  0.2618  0.1835  0.8027  0.7433  0.7316  0.6475  0.6414
0.6399  0.6782  0.6344  0.7806  0.8274  0.7382  0.8165  0.1973  0.2567  0.2684  0.3525  0.3586

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

v(1) = 
5.7709    4.5583
1.4413    3.1420

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

(5)重复上述过程，共进行 8 次迭代，满足收敛条件，最后得到的隶属度矩阵和聚类中

心为 
  U =  

0.0755  0.0355  0.0841  0.0562  0.0107  0.1618  0.1423  0.9164  0.9918  0.9560  0.9585  0.9521
0.9245  0.9645  0.9159  0.9438  0.9893  0.8382  0.8577  0.0836  0.0082  0.0440  0.0415  0.0479

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

v = 
6.9251    5.3922
0.6992    2.4085

⎡ ⎤
⎢ ⎥
⎣ ⎦

 

根据隶属度矩阵可知，12 个样本的分类结果为{x1, x2, x3, x4, x5, x6, x7}属于第一类，{x8, x9, 
x10, x11, x12}属于第二类，如题图9.5.1所示。 

同理，当类别数 C = 4 时，FCM 的聚类结果为 

  U =  
0.0038  0.0096  0.0110  0.0079  0.0364  0.0190  0.0128  0.9529  0.9006  0.9499  0.0071  0.0069
0.0021  0.0053  0.0057  0.0046  0.0189  0.0118  0.0071  0.0270  0.0782  0.0351  0.9911  0.9913
0.0122  0.0449  0.0301  0.9662  0.7894  0.9427  0.9628  0.0129  0.0139  0.0092  0.0012  0.0012
0.9819  0.9403  0.9532  0.0213  0.1552  0.0264  0.0172  0.0071  0.0072  0.0058  0.0006  0.0006

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

v = 

6.4944    4.3086
7.7429    6.9896
0.9991    4.2130
0.3360    0.3463

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎢ ⎥
⎣ ⎦

 

由隶属度矩阵可知，12 个样本的分类结果为{x1, x2, x3}属于第四类，{x4, x5, x6, x7}属于第

三类，{x8, x9, x10}属于第一类，{x11, x12}属于第二类，如题图9.5.2所示。 

            
                题图 9.5.1                                           题图 9.5.2 
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9.6  已知 29 个二维样本，具体是 x1 = [0, 0]T, x2 = [0, 1]T, x3 = [0, 2]T, x4 = [0, 3]T, x5 = [1, 
0]T, x6 = [1, 1]T, x7 = [1, 2]T, x8 = [1, 3]T, x9 = [2, 0]T, x10 = [2, 1]T, x11 = [2, 2]T, x12 = [2, 3]T, x13 = 
[3, 0]T, x14 = [3, 1]T, x15 = [3, 2]T, x16 = [3, 3]T, x17 = [1, 6]T, x18 = [1, 7]T, x19 = [1, 8]T, x20 = [2, 6]T, 
x21 = [2, 7]T, x22 = [2, 8]T, x23 = [3, 6]T, x24 = [3, 7]T, x25 = [3, 8]T, x26 = [7, 2]T, x27 = [7, 3]T, x28 = 
[8, 2]T, x29 = [8, 3]T。取模糊性加权指数 m = 2、欧氏距离，试用 FCM 算法将数据样本集分为

三类。 
解：根据题意有样本数 N = 29，类别数 C = 3，模糊性加权指数 m = 2，矩阵 A 为单位矩

阵 I，迭代停止阈值 ε = e-5。 
用 FCM 算法经过 11 次迭代，得到的聚类结果 

    U = 
0.0576    0.0352    0.0386    0.0636    0.0421    0.0077    0.0127    0.0544    0.0591    0.0156
0.0668    0.0506    0.0742    0.1779    0.0399    0.0091    0.0203    0.1343    0.0429    0.0137
0.8756    0.9142    0.8872    0.7585    0.9180    0.9832    0.9670    0.8113    0.8980    0.9706

0.0228    0.0776    0.1396    0.1046    0.1177    0.1673    0.0314    0.0153    0.0274    0.0203
0.0271    0

⎡
⎢
⎢
⎢⎣

.1449    0.0715    0.0611    0.0891    0.1948    0.8910    0.9552    0.9282    0.9408
0.9500    0.7776    0.7888    0.8343    0.7931    0.6380    0.0777    0.0295    0.0444    0.0389    
0.0001    0.0181    0.0535    0.0248    0.0399    0.9812    0.9791    0.9752    0.9732
0.9998    0.9574    0.8756    0.9463    0.9173    0.0073    0.0095    0.0104    0.0126
0.0001    0.0244    0.0709    0.0289    0.0428    0.0115    0.0114    0.0144    0.0142

⎤
⎥
⎥
⎥⎦

 

v = 
7.3621    2.4880
1.9856    6.9419
1.4185    1.4010

⎡ ⎤
⎢ ⎥
⎢ ⎥
⎢ ⎥⎣ ⎦

 

由隶属度矩阵可知，29 个样本的分类结果为{x1, x2, x3, x4, x5, x6, x7, x8, x9, x10, x11, x12, x13, 
x14, x15, x16}属于第三类，{x17, x18, x19, x20, x21, x22, x23, x24, x25, }属于第二类，{x26,  x27, x28, 
x29}属于第一类，如题图9.6所示。 

 

题图 9.6 

9.7  用 FCM 对鸢尾属植物(Iris)样本数据进行分类，其中模糊性加权指数 m = 2，用欧
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氏距离，类别分别为 3。 
解：附录 A 给出了鸢尾属植物(Iris)样本数据，共 150 个样本，每个样本有 4 个特征向

量；150 个样本被分为 3 类：1~50, 51~100, 101~150。 
可以调用 MATLAB 提供的 FCM 程序，源程序如下： 

[data, headertext] = xlsread('iris.xls', 'data'); % load iris data 
[center, U, obj_fcn] = fcm(data, 3); 

    xlswrite('iris_result.xls', U', 'sheet1');  %save the grade of  

    membership 
xlswrite('iris_result.xls', center', 'sheet2');  %save cluster center 

    xlswrite('iris_result.xls', obj_fcn, 'sheet3'); %save objective 

function  

运行上述程序后，共进行 25 次迭代，FCM 对鸢尾属植物(Iris)样本数据的聚类结果保存

在 iris_result.xls 文件中，相应的各次迭代的准则函数在表单 sheet1 中，表单 sheet2 中给出的

聚类中心是： 
第一类：1.397156, 4.363643, 2.760993, 5.888721 
第二类：2.053424, 5.646464, 3.052308, 6.774756 
第三类：0.253539, 1.482799, 3.414099, 5.003965 
观察 iris_result.xls 文件的表单 sheet1 中给出的隶属度矩阵，其中 1~50 样本都属于第三

类，无错误分类样本；52, 54~77, 79~100 样本都属于第一类，51, 53, 78 共 3 个样本被错分为

第二类；102, 107, 114, 122, 124, 127, 128, 134, 139, 143, 147, 150 共 12 个样本被错分为第一类，

而其余的从 101~150 的 38 个样本被正确地分类到第二类。 
本次聚类分析的正确率为(150−3−12)/150 = 90%。 
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